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1. Περίληψη 
 

Τα μυελοδυσπλαστικά σύνδρομα (Myelodysplastic Syndromes, MDS) είναι μια 

κατηγορία ετερογενών διαταραχών του αίματος που περιλαμβάνουν ανώμαλη 

παραγωγή κυττάρων που οδηγεί σε κυτταροπενίες στο περιφερικό αίμα και αυξημένο 

κίνδυνο εξέλιξης σε οξεία μυελογενή λευχαιμία. Παρά τις προόδους που έχουν 

σημειωθεί πρόσφατα στην κατανόηση των μοριακών και κυτταρογενετικών πτυχών 

της νόσου, επί του παρόντος, ο μόνος τρόπος διάγνωσης των MDS παραμένει η χρήση 

συνδυασμένων μορφολογικών, εργαστηριακών και κλινικών κριτηρίων. Για τον λόγο 

αυτό, η αναζήτηση πρόσθετων βιοδεικτών που θα μπορούσαν να υποστηρίξουν τη 

διαγνωστική διαδικασία είναι ιδιαίτερα σημαντική. Σύγχρονες μελέτες δείχνουν ότι το 

οξειδωτικό στρες και η διαταραχή της αντιοξειδωτικής ισορροπίας ενδέχεται να 

παίζουν σημαντικό ρόλο στην παθοφυσιολογία των MDS. Σκοπός της παρούσας 

διπλωματικής είναι να διερευνηθεί κατά πόσο βιοδείκτες που σχετίζονται με το 

οξειδωτικό στρες και την αντιοξειδωτική άμυνα, σε συνδυασμό με την ηλικία, μπορούν 

να βοηθήσουν στη διάκριση μεταξύ ασθενών με μυελοδυσπλαστικά σύνδρομα και 

υγιών ατόμων. Το σύνολο δεδομένων που αναλύθηκαν περιλάμβανε προ υπάρχουσες 

μετρήσεις των δεικτών Reactive Oxygen Species (ROS), Malondialdehyde (MDA), 

Total Antioxidant Capacity (TAC) και Vitamin E, καθώς και τη μεταβλητή Age, από 

40 άτομα (20 ασθενείς με MDS και 20 υγιείς μάρτυρες).  

Στη διπλωματική υιοθετήθηκε μια ιεραρχική προσέγγιση στην ανάλυση. Πιο 

συγκεκριμένα, πραγματοποιήθηκε διερευνητική ανάλυση των δεδομένων (EDA) με 

στόχο να αξιολογηθεί η δομή του συνόλου δεδομένων, να ελεγχθεί η ισορροπία των 

ομάδων και να αναζητηθούν πιθανές συσχετίσεις μεταξύ των μεταβλητών. Στη 

συνέχεια πραγματοποιήθηκε ομαδοποίηση (clustering) για να διαπιστωθεί εάν 

υπάρχουν συστάδες δεδομένων που δείχνουν σε διαφορετικά βιολογικά προφίλ. 

Έπειτα, εκπαιδεύτηκαν και συγκρίθηκαν επιβλεπόμενα μοντέλα μηχανικής μάθησης 

(Artificial Neural Networks, Support Vector Machines, Random Forest και XGBoost) 

για τη δυαδική ταξινόμηση των ατόμων σε ομάδα MDS ή ομάδα ελέγχου. Για να 

διασφαλιστεί ότι τα αποτελέσματα αυτής της εργασίας είναι έγκυρα και να μην υπάρχει 

υπερπροσαρμογή, εφαρμόστηκαν μέθοδοι εσωτερικής επικύρωσης και 

βελτιστοποίηση υπερπαραμέτρων. Επίσης, μελετήθηκε η επιρροή κάθε παράγοντα στο 

τελικό αποτέλεσμα της διάγνωσης, με στόχο να εντοπιστούν οι βιοδείκτες των οποίων 

η συμβολή ήταν η πιο σημαντική. Με αυτό τον τρόπο, μπορεί κανείς να εντοπίσει την 

αποτελεσματικότητα των αλγορίθμων και να αξιολογήσει το ρόλο των επιμέρους 

παραγόντων στη διαδικασία. 

Τα αποτελέσματα έδειξαν ότι ο δείκτης MDA είναι ένας πολύ ισχυρός διακριτικός 

βιοδείκτης σε σύγκριση με τους υπόλοιπους δείκτες που αναλύθηκαν. Επιπλέον, οι 

δείκτες που σχετίζονται με το οξειδωτικό στρες, και ιδιαίτερα τα επίπεδα των ROS και 

της Vitamin E, παρουσίασαν τις πιο έντονες διαφορές μεταξύ των δύο ομάδων και τη 

μεγαλύτερη συμβολή στα μοντέλα ταξινόμησης. Τα μοντέλα μηχανικής μάθησης 

εμφάνισαν πολύ καλή διαγνωστική απόδοση, με τιμές AUC έως 0.995 και ακρίβεια 

που ξεπερνούσε το 90% στις διαδικασίες cross-validation. Τα ευρήματα της 

διπλωματικής δείχνουν ότι οι δείκτες οξειδωτικού στρες, ιδιαίτερα όταν συνδυάζονται 

με μεθόδους μηχανικής μάθησης, μπορούν να συμβάλουν στη διάκριση μεταξύ 

ασθενών με MDS και υγιών ατόμων. Τα αποτελέσματα αυτά είναι ενθαρρυντικά για 

την περαιτέρω διερεύνηση πολυπαραγοντικών προσεγγίσεων μέσω μηχανικής 

μάθησης που βασίζονται σε βιοδείκτες, ως συμπληρωματικά εργαλεία διάγνωσης. 
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Abstract 
Myelodysplastic Syndromes (MDS) are a heterogeneous group of blood disorders 

characterized by abnormal cell production leading to peripheral blood cytopenias and 

an increased risk of progression to acute myeloid leukemia. Despite recent advances in 

understanding the molecular and cytogenetic aspects of the disease, currently, the only 

way to diagnose MDS is to use a combination of morphological, laboratory, and clinical 

criteria. Therefore, the search for additional biomarkers that could support the 

diagnostic process is particularly important. Recent studies suggest that oxidative stress 

and antioxidant imbalance may play an important role in the pathophysiology of MDS. 

The aim of this thesis is to investigate whether biomarkers related to oxidative stress 

and antioxidant defense, in combination with age, can help distinguish between patients 

with myelodysplastic syndromes and healthy individuals. The dataset included 

measurements of Reactive Oxygen Species (ROS), Malondialdehyde (MDA), Total 

Antioxidant Capacity (TAC) and Vitamin E, as well as the variable Age, from a total 

of 40 individuals (20 patients with MDS and 20 healthy controls). 

A hierarchical approach to analysis was adopted in the thesis. Initially, exploratory data 

analysis (EDA) was performed to assess the structure of the dataset, check the balance 

of the groups and search for possible correlations between the variables. Clustering was 

then performed to determine if there are clusters of data that point to different biological 

profiles. Then, supervised machine learning models (Artificial Neural Networks, 

Support Vector Machines, Random Forest and XGBoost) were trained and compared 

for binary classification of individuals into MDS group or control group. To ensure that 

the results of this work are valid and that there is no overfitting, internal validation 

methods and hyperparameter optimization were applied. Also, the influence of each 

factor on the final diagnostic result was studied, aiming to identify the biomarkers 

whose contribution was the most important. In this way, one can identify the 

effectiveness of the algorithms and evaluate the role of individual factors in the process. 

The results showed that the MDA index is a very strong discriminative biomarker. In 

addition, the indicators related to oxidative stress, and especially the levels of ROS and 

Vitamin E, presented the most pronounced differences between the two groups and the 

greatest contribution to the classification models. The machine learning models showed 

very good diagnostic performance, with AUC values up to 0.995 and accuracy 

exceeding 90% in cross-validation procedures. 

The findings of the diploma thesis show that oxidative stress markers, especially when 

combined with machine learning methods, can contribute substantially to the 

discrimination between MDS patients and healthy individuals. These results are 

encouraging for further exploration of multivariate approaches based on biomarkers as 

complementary diagnostic tools. 
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2. Πρόλογος 
 

Στη σύγχρονη εποχή, η τεχνολογία εξελίσσεται με ραγδαίους ρυθμούς, με τη μηχανική 

μάθηση να ενσωματώνεται σε όλες τις πτυχές της ανθρώπινης ζωής, 

συμπεριλαμβανομένου και του τομέα της υγειονομικής περίθαλψης. Μέσω της 

μηχανικής μάθησης, δημιουργούνται δυνατότητες πιο ακριβούς και ταχείας διάγνωσης, 

πρόγνωσης και εξατομικευμένης θεραπείας. 

Τα μυελοδυσπλαστικά σύνδρομα (MDS) είναι μια ετερογενής ομάδα αιματολογικών 

νοσημάτων και κατά συνέπεια παρουσιάζουν πρόκληση στη διάγνωσή τους λόγω της 

κλινικής και μορφολογικής ποικιλομορφίας τους. Η έγκαιρη και σωστή διάγνωση των 

MDS είναι πολύ σημαντική για την πρόγνωση και θεραπεία των ασθενών. Σε αυτό το 

πλαίσιο, η χρήση μηχανικής μάθησης στην ανάλυση ιατρικών δεδομένων και 

βιοδεικτών αποτελεί μια σύγχρονη προσέγγιση, με στόχο τη βελτίωση της 

διαγνωστικής ακρίβειας και την υποστήριξη της ιατρικής απόφασης. 

Η παρούσα διπλωματική εργασία εστιάζει στη μελέτη μοντέλων τεχνητής νοημοσύνης 

για την έγκαιρη διάγνωση των MDS, καθώς και στη διερεύνηση συσχέτισης των 

διαγνωστικών αποτελεσμάτων των μοντέλων με επιλεγμένους εργαστηριακούς 

βιοδείκτες. Στόχος είναι να διερευνηθεί η δυνατότητα των μοντέλων αυτών να 

υποστηρίξουν την κλινική απόφαση και να μπορέσουν να συμβάλουν στην ανίχνευση 

των νοσημάτων αυτών. 

 

3. Ευχαριστίες 
 

Σε αυτό το σημείο, θα ήθελα να ευχαριστήσω τον επιβλέποντα καθηγητή της 

διπλωματικής μου εργασίας κ. Ιωάννη Τσαμεσίδη, καθώς και τον κ. Γεώργιο 

Χαριζάνο, ο οποίος ήταν δίπλα μου καθ’ όλη τη διάρκεια εκπόνησης της πτυχιακής 

μου εργασίας, για την υποστήριξη και καθοδήγησή τους. 

Τέλος, θα ήθελα να ευχαριστήσω την οικογένειά μου και τους φίλους μου για την 

υποστήριξη και εμπιστοσύνη τους σε εμένα. 
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4. Σκοπός της παρούσας διπλωματικής 
 

Η έγκαιρη διάγνωση των μυελοδυσπλαστικών συνδρόμων αποτελεί σημαντική 

πρόκληση στην κλινική πρακτική, καθώς σε ορισμένες περιπτώσεις όταν τα 

εργαστηριακά ευρήματα είναι ήπια ή επικαλύπτονται με άλλες παθολογικές 

καταστάσεις, η διάγνωση είναι δύσκολη. Ενώ έχουν γίνει πολλά στον τομέα της νόσου, 

η διάγνωση συνεχίζει να βασίζεται στην κοινή αξιολόγηση πολλών δεδομένων, όπως 

τα κλινικά συμπτώματα, τα εργαστηριακά δεδομένα, την αιματολογική εικόνα και τη 

μορφολογική εξέταση του μυελού των οστών. Έτσι, η έρευνα για βιοδεικτών που θα 

βοηθήσουν στην ακριβή και έγκαιρη διάγνωση των MDS είναι ιδιαίτερα σημαντική.  

Τα τελευταία χρόνια, λόγω της ανάπτυξης των τεχνολογιών μηχανικής μάθησης στη 

βιοϊατρική, υπάρχει ευκαιρία ανάλυσης πολυπαραγοντικών δεδομένων για 

αναγνώριση προτύπων. Ενώ μέχρι σήμερα η τεχνητή νοημοσύνη έχει εφαρμοστεί 

κυρίως σε μορφολογικά δεδομένα από αιμοποιητικά κύτταρα ή σε συνδυασμό με άλλες 

αιματολογικές παραμέτρους, η χρήση δεικτών οξειδωτικού στρες ως εργαλείο είναι 

εξερευνημένη σε μικρό βαθμό. Ο συνδυασμός διερευνητικής ανάλυσης και των μη 

επιβλεπόμενων και επιβλεπόμενων μοντέλων σε αυτή την εργασία, μπορεί να βοηθήσει 

εν μέρει σε αυτό το κενό και να διευκολύνει την αξιολόγηση της χρησιμότητας των 

βιοδεικτών και να βελτιώσει τη διάκρισης μεταξύ παθολογικών και υγιών 

καταστάσεων.  

Η μελέτη έχει κυρίως διερευνητικό χαρακτήρα και αποσκοπεί στην αξιολόγηση της 

πιθανής προστιθέμενης αξίας αυτών των βιοδεικτών και αναλυτικών προσεγγίσεων για 

την ανάπτυξη πιο ολοκληρωμένων, πολυπαραγοντικών εργαλείων στη διαγνωση των 

MDS και όχι στην αντικατάσταση των διαγνωστικών διαδικασιών.  
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5. Ερευνητικές υποθέσεις 
 

Η παρούσα διπλωματική βασίζεται στην υπόθεση ότι βιοδείκτες που σχετίζονται με το 

οξειδωτικό στρες και την αντιοξειδωτική άμυνα ενδέχεται να διαφοροποιούνται μεταξύ 

ασθενών με MDS και υγιών ατόμων. Οι πιθανές αυτές διαφορές θα μπορούσαν να 

χρησιμοποιηθούν για τη διάκριση μεταξύ των δύο ομάδων. Η διατύπωση των 

ερευνητικών υποθέσεων στηρίζεται στη βιβλιογραφία σχετικά με το ρόλο του 

οξειδωτικού στρες στα MDS και στη μεθοδολογία που ακολουθήθηκε στην εργασία , 

η οποία συνδυάζει διερευνητική ανάλυση, μη επιβλεπόμενη και επιβλεπόμενη μάθηση. 

Οι ερευνητικές υποθέσεις σχετίζονται με τα κύρια στάδια της ανάλυσης.  

Ειδικότερα: 

Η πρώτη κατηγορία υποθέσεων αφορά την ύπαρξη στατιστικά σημαντικών διαφορών 

στις τιμές των μεταβλητών μεταξύ των ομάδων. Στο στάδιο αυτό εξετάζεται κατά πόσο 

οι δείκτες MDA, ROS, TAC, Vitamin E και η ηλικία διαφοροποιούνται μεταξύ 

ασθενών με MDS και υγιών ατόμων και αν οι μεταβλητές αυτές παρουσιάζουν επαρκή 

διαχωριστική ικανότητα σε μονοπαραγοντικό και πολυπαραγοντικό επίπεδο.. 

Επιπλέον, με βάση τη βιβλιογραφία σχετικά με τον ρόλο του οξειδωτικού στρες στα 

MDS, εξετάζεται η υπόθεση ότι οι δείκτες που σχετίζονται άμεσα με το οξειδωτικό 

στρες (ιδίως οι ROS και MDA) παρουσιάζουν μεγαλύτερη διαχωριστική ικανότητα σε 

σύγκριση με δείκτες γενικότερης αντιοξειδωτικής δραστηριότητας.  

Η δεύτερη κατηγορία υποθέσεων αφορά την πιθανή ύπαρξη υποκείμενης δομής στα 

δεδομένα, ανεξάρτητα από την εκ των προτέρων γνωστή κλινική κατηγοριοποίηση των 

ατόμων. Η μη επιβλεπόμενη ανάλυση (clustering) εξετάζει αν τα άτομα οργανώνονται 

φυσικά σε ομάδες με διαφορετικά προφίλ βιοδεικτών.  

Η τρίτη κατηγορία υποθέσεων αφορά την ικανότητα των μοντέλων μηχανικής μάθησης 

να διακρίνουν μεταξύ των δύο ομάδων χρησιμοποιώντας τις διαθέσιμες μεταβλητές. 

Επιπλέον, εξετάζεται η υπόθεση ότι πιο σύνθετα, μη γραμμικά μοντέλα μηχανικής 

μάθησης ενδέχεται να επιτυγχάνουν καλύτερη απόδοση από απλούστερα μοντέλα, 

λόγω της δυνατότητάς τους να αποτυπώνουν μη γραμμικές σχέσεις μεταξύ των 

μεταβλητών. 

Η τελευταία κατηγορία υποθέσεων αφορά τη συμβολή των επιμέρους βιοδεικτών στο 

τελικό διαγνωστικό αποτέλεσμα. Έτσι, εξετάζεται ειδικότερα η πιθανότητα οι δείκτες 

που σχετίζονται με το οξειδωτικό στρες να είναι οι σημαντικότεροι παράγοντες στη 

διαδικασία ταξινόμησης.  
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6. Μυελοδυσπλαστικά σύνδρομα 
 

Τα μυελοδυσπλαστικά σύνδρομα (MDS), ή μυελοδυσπλαστικές νεοπλασίες, σύμφωνα 

με την ενημερωμένη ταξινόμηση του Π.Ο.Υ. του 2022, αποτελούν μια ετερογενή 

ομάδα κλωνικών μυελοειδών νεοπλασμάτων που χαρακτηρίζονται από δυσπλασία σε 

μια ή περισσότερες αιμοποιητικές σειρές, ανεπάρκεια παραγωγής ώριμων κυττάρων 

(αναποτελεσματική αιμοποίηση) και αυξημένη προδιάθεση για εξέλιξη σε οξεία 

μυελοειδή λευχαιμία (ΟΜΛ/AML). Η νεότερη ταξινόμηση τονίζει τη νεοπλασματική 

και γενετική βάση των οντοτήτων και ενσωματώνει μοριακά και κυτταρογενετικά 

ευρήματα στον ορισμό των υποτύπων. (Garcia-Manero, 2023), (Khoury, 2022) 

Τα MDS εμφανίζονται συχνότερα σε ενήλικες μεγαλύτερης ηλικίας, με μέση ηλικία 

διάγνωσης συνήθως >70 έτη, ενώ η συχνότητα και η κλινική ποικιλομορφία είναι 

διαφορετικές ανάλογα με το ιστορικό, προηγούμενες θεραπείες (therapy-related MDS) 

και περιβαλλοντικές εκθέσεις. Κλινικά, τα ευρήματα συνδέονται κυρίως με 

κυτταροπενίες: αναιμία, θρομβοπενία, και ουδετεροπενία. Επιπλέον, σε αρκετές 

υποομάδες ασθενών μπορεί να εμφανίζονται αυτοάνοσες ή φλεγμονώδεις εκδηλώσεις. 

(Garcia-Manero, 2023) 

Η παθογένεση των MDS είναι πολυπαραγοντική. Ένας παθολογικός κλώνος μπορεί να 

δημιουργηθεί από αποκτηθείς και λιγότερο συχνά από κληρονομούμενες γενετικές ή 

επιγενετικές αλλοιώσεις. Έπειτα, η ανεπαρκής αιμοποίηση και η κλωνική επέκταση 

ευνοούνται από το μικροπεριβάλλον του μυελού, τα ανοσολογικά φαινόμενα και 

φλεγμονώδεις οδούς, συμπεριλαμβανομένης και της ενεργοποίησης του φλεγμονώδους 

συπμλέγματος NLRP3 ή πυροπτωσίας σε ορισμένες υποομάδες. Όσο περνάει ο χρόνος 

οι γονιδιακές μεταβολές που μαζεύονται μπορούν να οδηγήσουν σε μετατροπή σε 

AML. Γι’ αυτό το λόγο μοριακές αλλοιώσεις, όπως SF3B1, TET2, ASXL1, TP53, 

έχουν προγνωστική αξία. (Garcia-Manero, 2023), (Howard S. Oster, 2025), (David A. 

Sallman T. C., 2016) 

Για τη διάγνωση απαιτείται συνδυασμός βημάτων. Αρχικά, λαμβάνεται το ιστορικό και 

γίνεται κλινική εξέταση. Έπειτα, γίνεται πλήρης αιματολογικός έλεγχος (CBC με 

differential), μορφολογία περιφερικού αίματος (επίχρισμα), αναρρόφηση και βιοψία 

μυελού με καταμέτρηση βλαστών (για ≥500 εμπύρηνα κύτταρα στο μυελό), Perls 

(Prussian blue) για δακτυλιοειδείς σιδηροπλάστες, ρετικουλίνη για αξιολόγηση ίνωσης 

και κυτταροχημικές ή ανοσοϊστοχημικές δοκιμές όπου χρειάζεται. Συμπληρωματικά, 

μπορεί να γίνει καρυότυπος (G-banding) και FISH για συχνές χρωμοσωμικές βλάβες, 

καθώς και μοριακή ανάλυση (NGS panels) για ανίχνευση συχνών μεταλλάξεων. Με 

αυτό τον τρόπο, απορρίπτονται διορθώσιμες αιτίες δυσπλαστικής αιμοποίησης όπως 

ανεπάρκειες Β12 ή φυλλικού ή φάρμακα. (Garcia-Manero, 2023), (Howard S. Oster, 

2025), (Institute, Myelodysplastic Syndromes Treatment (PDQ®)–Patient Version, 

2025), (Matzen SMH, 2018), (Peng, 2025), (Porwit, 2023) 

Το 2022 η ταξινόμηση των μυελοειδών νεοπλασιών αναθεωρήθηκε από τα συστήματα 

WHO-HAEM5 και ICC. Οι βασικές αλλαγές που έγιναν ήταν ότι δόθηκε περισσότερη 

έμφαση σε γενετικά και μοριακά χαρακτηριστικά που ορίζουν οντότητες, όπως τα 

«MDS with mutated TP53» και «MDS with SF3B1», έγινε επαναπροσδιορισμός ορίων 
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βλαστών και ενσωμάτωση της ίνωσης και μορφολογικών φαινοτύπων ως περιγραφικά 

ή διαγνωστικά στοιχεία. Η ICC εισήγαγε επίσης την έννοια MDS/AML για 

περιπτώσεις με 10-19% μυελικούς βλάστες ή AML-defining γονιδιακά περιστατικά, 

πράγμα με άμεσες θεραπευτικές και προγνωστικές συνέπειες. Έτσι, η ταξινόμηση 

πλέον έχει πιο σαφείς ομαδοποιήσεις ασθενών που συχνά αντιστοιχούν σε διαφορετικά 

προγνωστικά μοτίβα. (Khoury, 2022), (Arber DA, 2022) 

Η διαστρωμάτωση κινδύνου περιλάμβανε τη χρήση του IPSS πριν από την αναβάθμιση 

σε IPSS-R το 2012, η οποία είχε καλύτερη κατηγοριοποίηση και βαθμολόγηση των 

κυτταρογενετικών και αιματολογικών παραμέτρων. Το πιο σύγχρονο εργαλείο σήμερα 

είναι η IPSS-M (2022), η οποία προσθέτει μοριακές πληροφορίες σε εργαστηριακές 

παραμέτρους με αποτέλεσμα 6 κατηγορίες κινδύνου, από Very-Low έως Very-High. 

Επίσης, έχει βελτιωμένη προγνωστική διακριτική ικανότητα και σημαντικό re-

stratification ασθενών σε σχέση με το IPSS-R. Για τη χρήση του, απαιτείται 

τυποποιημένο πάνελ NGS, σωστή αναφορά VAF και προσοχή σε περιπτώσεις όπως 

multi-hit TP53 και KMT2A-PTD. (Bernard E, 2022) 

Όσων αφορά τη θεραπευτική στρατηγική, αυτή εξαρτάται από την πρόγνωση κινδύνου, 

τα συμπτώματα και τη σκοπιμότητα διενέργειας αλλογενούς μεταμόσχευσης μυελού 

(HSCT). Σε ασθενείς με MDS χαμηλού κινδύνου είναι σημαντική η υποστηρικτική 

θεραπεία, όπως οι μεταγγίσεις, ερυθροποιητίνη σε μερικές περιπτώσεις και θεραπεία 

σιδηροφόρου υπερφόρτωσης. Σε υψηλού κινδύνου χρησιμοποιούνται επιλογές όπως η 

υπεροξειδική θεραπεία, υποδοχείς στόχευσης, καθολικότερες θεραπείες και HSCT 

όταν ενδείκνυται. (Eva S. Hellström-Lindberg, 2023), (Garcia-Manero, 2023)  

 

7. Παράγοντες κινδύνου 
 

Οποιοσδήποτε εξωγενής ή ενδογενής παράγοντας που αυξάνει την πιθανότητα 

εμφάνισης μιας νόσου, αποτελεί παράγοντα κινδύνου. Στην περίπτωση των MDS, η 

αιτιολογία είναι σε μεγάλο βαθμό άγνωστη, καθώς μόνο περίπου το 15% των 

περιπτώσεων μπορεί να αποδοθεί σε κάποιο αίτιο (Lionel Adès, 2014).  

Βασικοί παράγοντες κινδύνου είναι το ιστορικό χημιοθεραπείας ή ακτινοθεραπείας για 

καρκίνο. Η θεραπεία με αντινεοπλασματικά φάρμακα, ιδιαίτερα αλκυλιωτικούς 

παράγοντες όπως η βουσουλφάνη, η καρβοπλατίνη, η χλωραμβουκίλη και άλλοι, έχει 

εντοπιστεί ότι προκαλούν MDS. Έπιπλέον, αναστολείς τοποϊσομεράσης ΙΙ, όπως η 

δοξορουβικίνη, η ετοποσίδη και η μιτοξαντρόνη, αλλά και ανάλογα πουρίνης, όπως η 

φλουδαραβίνη, αποτελούν φάρμακα που έχουν επίσης τεκμηριωθεί ως παράγοντες 

κινδύνου (Lionel Adès, 2014).  

Οι περιβαλλοντικοί παράγοντες διαδραματίζουν επίσης σημαντικό ρόλο. Το κάπνισμα, 

η έκθεση σε ιονίζουσα ακτινοβολία, το βενζόλιο και οι βιομηχανικοί υδρογονάνθρακες 

, καθώς και γεωργικές ενώσεις όπως τα φυτοφάρμακα, τα ζιζανιοκτόνα και τα 

λιπάσματα, συνδέονται με αυξημένη πιθανότητα ανάπτυξης της νόσου (Lionel Adès, 

2014). Ένας ακόμη παράγοντας που μπορεί να προκαλέσει κάτι τέτοιο είναι η έκθεση 
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σε βαρέα μέταλλα όπως ο υδράργυρος και ο μόλυβδος (Institute, Myelodysplastic 

Syndromes Treatment (PDQ®)–Patient Version, 2025). 

Η κληρονομική προδιάθεση είναι ένας λιγότερο συχνός παράγοντα κινδύνου. Στα 

παιδιά η κληρονομική προδιάθεση είναι εμφανής περίπου στο 1/3 των ασθενών και 

σχετίζεται με γενετικά σύνδρομα όπως το σύνδρομο Down, η αναιμία Fanconi και η 

νευροϊνομάτωση. Στους ενήλικες η συχνότητα είναι μικρότερη, ωστόσο η πιθανότητα 

κληρονομικής βάσης πρέπει να διερευνάται σε οικογένειες που παρατηρούνται 

περιστατικά μυελοδυσπλαστικών συνδρόμων, μυελογενούς λευχαιμίας ή απλαστικής 

αναιμίας (Lionel Adès, 2014). 

 

8. Παθοφυσιολογία MDS 
 

Η παθοφυσιολογία των MDS είναι σύνθετη και περιλαμβάνει πολλούς μηχανισμούς 

που αλληλεπιδρούν και επηρεάζουν την πορεία της νόσου. Στο μοριακό επίπεδο, τα 

MDS σχετίζονται με πολλές γενετικές μεταλλάξεις που αφορούν γονίδια της 

επιγενετικής ρύθμισης, όπως τα TET2, ASXL1, EZH2, αλλά και γονίδια που 

εμπλέκονται στη μεταγραφή και στον κυτταρικό κύκλο, όπως τα TP53 και RUNX1 

(Cazzola M, 2005). Επιπλέον, κυτταρογενετικές ανωμαλίες, όπως η del(5q), η 

μονοσωμία 7 ή η τρισωμία 8, παρατηρούνται σε σημαντικό ποσοστό ασθενών και 

συνδέονται με ιδιαίτερα φαινότυπα και διαφορετική πρόγνωση (Lionel Adès, 2014). 

Οι γενετικές και επιγενετικές αλλοιώσεις αυτές οδηγούν στη δημιουργία του αρχικού 

κλώνου, σε ανεπαρκή παραγωγή ώριμων και λειτουργικών κυττάρων αίματος.  

Σημαντικό ρόλο στην παθογένεση παίζει η χρόνια φλεγμονή του μυελού. Η 

ενεργοποίηση του NLRP3 inflammasome έχει βρεθεί ότι οδηγεί σε πυροπτωτικό 

κυτταρικό θάνατο (pyroptosis) των αιμοποιητικών προγονικών κυττάρων, πράγμα που 

συμβάλει στην ανεπαρκή αιμοποίηση και στη δημιουργία του τυπικού φαινότυπου 

MDS (David A. Sallman T. C., 2016). Συνεπώς, η νόσος αυτή δεν είναι μόνο 

αποτέλεσμα γενετικών μεταλλάξεων, αλλά προέρχεται από το συνδυασμό της 

κλωνικής αιμοποίησης με το φλεγμονώδες μικροπεριβάλλον.  

Το ανοσολογικό περιβάλλον του μυελού των οστών παίζει μεγάλο ρόλο στην 

παθολογική εικόνα της νόσου. Έχει παρατηρηθεί ανώμαλη παραγωγή κυτοκινών, όπως 

THF-α και TNF-γ, που επιβαρύνουν περαιτέρω την αιμοποίηση, καθώς και 

δυσλειτουργία των Τ-λεμφοκυττάρων και των ΝΚ-κυττάρων, τα οποία αδυνατούν να 

εξαλείψουν τα κλωνικά κύτταρα (Uwe Platzbecker, 2007). Αυτό συμβαίνει καθώς 

δημιουργείται ένα ανοσοκατασταλτικό φόντο που επιτρέπει στα δυσπλαστικά κύτταρα 

να επιβιώνουν και να εξελίσσονται ακόμα και ενάντια στη φυσιολογική ανοσιακή 

επιτήρηση (Li X, 2025).  Έτσι, το μικροπεριβάλλον λειτουργεί υποστηρικτικά για την 

επέκταση των κλώνων και ενισχύει την παθολογική εξέλιξη της νόσου. 
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9. Χαρακτηριστικά MDS  
 

Η διάγνωση των μυελοδυσπλαστικών συνδρόμων βασίζεται σε αιματολογικούς, 

μορφολογικούς, κυτταρογενετικούς και μοριακούς παράγοντες. Γι’ αυτό το λόγο, οι 

εργαστηριακοί δείκτες παίζουν κρίσιμο ρόλο στην έγκαιρη ανίχνευση και στην 

αξιολόγηση της νόσου. 

 

 

9.1. Αιματολογικοί και βιοχημικοί παράγοντες στα MDS 
 

Όσων αφορά τους αιματολογικούς παράγοντες, είναι σημαντικό να διεξάγεται μια 

κοινή αξιολόγηση των παραμέτρων που λαμβάνονται από εργαστηριακές εξετάσεις, 

όπως η γενική αίματος (CBC), οι δείκτες αιμοσφαιρίνης, ο αιματοκρίτης, τα 

αιμοπετάλια και λευκοκύτταρα, καθώς και βιοδείκτες όπως LDH, τα επίπεδα 

φερριτίνης, βιταμίνης Β12 και φυλλικού οξέος (Fenaux, 2020). Με βάση τα κριτήρια 

της European Society for Medical Oncology (ESMO), υπάρχουν ορισμένοι βιοχημικοί 

δείκτες όπως η LDH και η φερριτίνη που παίζουν σημαντικό ρόλο στη διάγνωση και 

την πρόγνωση της νόσου. Τα υψηλά επίπεδα LDH δείχνουν αυξημένο κυτταρικό κύκλο 

ζωής και δυσλειτουργία των μυελοειδών κυττάρων, ενώ η υψηλή φερριτίνη φανερώνει 

φλεγμονή. Ιδιαίτερη προσοχή απαιτείται και όταν υπάρχει ανεπάρκεια βιταμίνης Β12 

ή φυλλικού οξέος, καθώς μπορούν να προκαλέσουν μορφολογικές αλλοιώσεις όπως 

μεγαλοβλαστική αιμοποίηση και ασυγχρονία ωρίμανσης πυρήνα-κυτταροπλάσματος. 

Επιπλέον εργαστηριακές τιμές που βοηθούν ή αμφισβητούν τη διάγνωση του MDS 

είναι επίσης η τρανσφερίνη και ο κορεσμός τρανσφερίνης, η ενδογενής ερυθροποιητίνη 

(EPO) και τα επίπεδα κρεατίνης (Fenaux, 2020). Επίσης, πρέπει να αποκλειστούν η 

υποκείμενη ηπατική ή νεφρική νόσος, οι λοιμώξεις από ηπατίτιδα Β και C, 

κυτταρομεγαλοϊό, ιό ανθρώπινης ανοσοανεπάρκειας και παρβοϊό Β19. (Howard S. 

Oster, 2025) 

Η γενική εξέταση αίματος (CBC) είναι το αρχικό βήμα στη διάγνωση του MDS (Haider 

RZ, 2022). Η CBC παρέχει τον αριθμό των ερυθρών, λευκών και αιμοπεταλίων, τους 

ερυθροκυτταρικούς δείκτες και τη συγκέντρωση της αιμοσφαιρίνης και με τη βοήθεια 

της μορφολογίας στο επίχρισμα αίματος εκτιμώνται δυσπλασίες και παρουσία 

βλαστών (Society, 2025). Τα όρια που υποστηρίζουν τη διάγνωση MDS αυτή τη στιγμή 

είναι Hb<10 g/dL, ουδετερόφιλα <1.8x109 /L και αιμοπετάλια < 100x 109  /L (Dotson 

& Lebowicz, 2022). Η αρχική αυτή μορφολογική εικόνα καθοδηγεί την ανάγκη για 

επεμβατικότερες εξετάσεις. Οι περισσότεροι ασθενείς έχουν υψηλή συχνότητα 
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εμφάνισης αναιμίας, ουδετεροπενίας και θρομβοπενίας, μαζί με μορφολογικές 

ανωμαλίες στα κύτταρα του περιφερικού αίματος. Περίπου το 80% των ασθενών με 

MDS εμφανίζουν αναιμία, η οποία είναι συχνά ανθεκτική στη θεραπεία με σίδηρο, με 

χαμηλό αριθμό ερυθρών αιμοσφαιρίων και δυσπλασία (Ma X, 2007). Αυτή η αναιμία 

συνήθως είναι μακροκυτταρική, με φυσιολογικά επίπεδα βιταμίνης Β12 και φυλλικού 

οξέος (Institute, Myelodysplastic Syndromes Treatment (PDQ®)–Health Professional 

Version, 2024). Στο περιφερικό αίμα μπορεί να ανιχνευτεί περιορισμένος αριθμός 

βλαστικών κυττάρων, συνήθως σε ποσοστό 5%. Για ακριβή διαχωρισμό χρειάζεται η 

καταμέτρηση περίπου 200 κυττάρων στο επίχρισμα, καθώς κρίνεται σε μεγάλο βαθμό 

από το αν τα κυκλοφορούντα βλαστικά κύτταρα υπερβαίνουν το 1%. Η εμφάνιση 

λευκοκυττάρωσης ή ανώριμων κοκκιοκυττάρων στη διαφορική καταμέτρηση αποτελεί 

σπάνιο εύρημα και παρατηρείται κυρίως σε περιπτώσεις χρόνιας 

μυελομονοκυτταρικής λευχαιμίας (Lionel Adès, 2014).  

 

9.2. Μυελικά ευρήματα 
 

Η εξέταση του μυελού των οστών αποτελεί βασικό εργαλείο για την τεκμηρίωση της 

διάγνωσης των MDS. Στις περισσότερες περιπτώσεις παρατηρείται 

υπερκυτταρικότητα με μορφολογικές ανωμαλίες σε μια ή περισσότερες μυελοειδείς 

σειρές, οι οποίες είναι διαφορετικές από τις αλλαγές που προκαλούνται από έλλειψη 

βιταμίνης Β12 ή φυλλικού οξέος. Το ποσοστό των βλαστών μετριέται σε τουλάχιστον 

500 εμπύρηνα κύτταρα, λαμβάνοντας υπόψη τους μυελοβλάστες και τους 

ακοκκιοειδείς βλάστες, αλλά όχι τα προμυελοκύτταρα. Με τη βοήθεια της χρώσης 

Prussian blue μπορούν να ανιχνευτούν οι δακτυλιοειδείς σιδηροβλάστες, που 

χαρακτηρίζονται από παθολογική συσσώρευση σιδήρου στα μιτοχόνδρια γύρω από τον 

πυρήνα των ερυθροβλαστών. (Lionel Adès, 2014) 

Η αναρρόφηση του μυελού συνήθως δίνει αρκετό υλικό για αξιολόγηση, ωστόσο σε 

ορισμένες περιπτώσεις απαιτείται βιοψία τρεφίνης και βαθμολόγηση MF0-MF3 σε 

χρώση ρετικουλίνης (Robert P. Hasserjian, 2023). Η βιοψία τρεφίνης είναι πιο 

απαιτητική, αλλά σημαντική για την εκτίμηση της μυελικής ίνωσης, η οποία 

εμφανίζεται περίπου στο 15% των ασθενών, και για τη διαφοροποίηση των 

μυελοδυσπλαστικών συνδρόμων από άλλες νόσους, όπως η απλαστική αναιμία και η 

οξεία μυελογενής λευχαιμία, ιδιαίτερα όταν ο μυελός είναι υποκυτταρικός. Επιπλέον, 

μπορεί να αποκαλύψει παθολογική τοποθέτηση ανώριμων προδρόμων κυττάρων 

ακόμη και απουσία αυξημένων βλαστών, πράγμα που συσχετίζεται με επιβλαβή 

πρόγνωση. Τα δείγματα από αναρρόφηση θεωρούνται αρκετά για την παρακολούθηση 

της πορείας της νόσου και την αξιολόγηση της θεραπευτικής ανταπόκρισης (Lionel 

Adès, 2014).  
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Εικόνα: Πλακάκι μυελού φυσιολογικό και με MDS 

 

9.3. Μοριακοί και κυτταρογενετικοί παράγοντες στα MDS 
 

Η μοριακή και κυτταρογενετική ανάλυση αποτελούν πολύ σημαντικά στοιχεία για τη 

διάγνωση των MDS, καθώς κάποιες ανωμαλίες σχετίζονται με διαφορετικά υποσύνολα 

της νόσου και διαφορετική πρόγνωση. Οι χρωμοσωμικές μεταθέσεις, απώλειες ή 

προσθήκες ή σύνθετες αναδιατάξεις σχετίζονται στενά με την κλινική εικόνα των 

ασθενών.  

Σε ποσοστό περίπου 40-50% των ασθενών με MDS εντοπίζονται χρωμοσωμικές 

ανωμαλίες ήδη από τη διάγνωση μέσω κλασικής κυτταρογενετικής εξέτασης. Συνήθως 

εντοπίζονται αριθμητικές ή δομικές μεταβολές των χρωμοσωμάτων, με συνηθέστερες 

τις διαγραφές στο 5q, 7q, 20q, στο βραχύ σκέλος του 17, την ολική απώλεια του 

χρωμοσώματος 7 και την τρισωμία 8 (Lionel Adès, 2014). Κυτταρογενετικές 

αλλοιώσεις, όπως η μικροαπώλεια του βραχέος στελέχους του χρωμοσώματος 5 

(del(5q)), συνδέεται με το υποσύνολο των MDS με καλύτερη πρόγνωση και θετική 

ανταπόκριση στη λεναλιδομίδη (List A, 2006). Η διάμεση διαγραφή del(5)(q31q33) 

προέρχεται από τα αιμοποιητικά βλαστοκύτταρα και οδηγεί σε απώλεια ενός 

αλληλόμορφου που έχει ως αποτέλεσμα μειωμένη γονιδιακή έκφραση, χωρίς γονιδιακή 

μετάλλαξη, ποικίλου αριθμού γονιδίων, ανάλογα με την έκταση της διαγραμμένης 

περιοχής που θα μπορούσε να συμβάλει στην εξέλιξη σε ασθένεια υψηλότερου 

κινδύνου (Lionel Adès, 2014).  

Η κυτταρογενετική ανάλυση μπορεί να διευκολύνει τη διάγνωση σε αμφίβολες 

περιπτώσεις. Παραδείγματα αποτελούν ασθενείς με ανεξήγητη μεμονωμένη 

θρομβοπενία που σχετίζεται με διαγραφή 20q, ηλικιωμένες γυναίκες με ήπια αναιμία 

λόγω διαγραφής 5q, καθώς και νεότεροι ασθενείς που εμφανίζουν μέτριες 

κυτταροπενίες σε συνδυασμό με απώλεια του χρωμοσώματος 7 ή παρουσία τρισωμίας 

8 (Lionel Adès, 2014). 

Σε μοριακό επίπεδο, η ανάλυση μεταλλάξεων έχει δείξει κρίσιμα γονίδια που 

εμπλέκονται στην παθογένεια και εξέλιξη των MDS. Στους ασθενείς με MDS 

παρατηρούνται συχνά μεταλλάξεις σε γονίδια που ρυθμίζουν το μηχανισμό της 

συρραφής, όπως τα SF3B1, SRSF2, U2AF1 και ZRSR2, οι οποίες μεταβάλλουν τη 

διαδικασία αυτή και συνεπάγονται πολλά λειτουργικά αποτελέσματα (Lionel Adès, 
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2014). Η μετάλλαξη του γονιδίου SF3B1 είναι χαρακτηριστική για το υποσύνολο των 

MDS με δακτυλιοειδείς σιδηροβλάστες και σχετίζεται με καλύτερη κλινική πορεία 

(Papaemmanuil E, 2011). Οι μεταλλάξεις στο TP53 αποτελούν ισχυρό προγνωστικό 

δείκτη για κακή εξέλιξη και μετάβαση σε οξεία μυελογενή λευχαιμία (Hartmut Döhner, 

2017). Επιπλέον, μεταλλάξεις σε γονίδια που σχετίζονται με επιγενετικές 

τροποποιήσεις που εμπλέκονται στη μεθυλίωση (DNMT3A) ή υδροξυμεθυλίωση 

(TET2, IDH1, IDH2) κυτοσινών ή σε ομοιοπολικές τροποποιήσεις ιστονών (EZH2, 

UTX, ASXL1), συμβάλλουν στην αιμοποιητική δυσλειτουργία και την παθογένεση 

των MDS (Itzykson R, 2014), (Lionel Adès, 2014). 

 

9.4. Μορφολογικά χαρακτηριστικά στα MDS 
 

Για τη διάγνωση MDS πολύ συχνά χρησιμοποιούνται μορφολογικά χαρακτηριστικά τα 

οποία λαμβάνονται από παρατήρηση εικόνων αιμοποιητικών κυττάρων μυελού των 

οστών και περιφερικού αίματος. Η μορφολογική ανάλυση, σύμφωνα με τα 

διαγνωστικά κριτήρια του Παγκόσμιου Οργανισμού Υγείας (WHO) απαιτεί την 

αναγνώριση αλλοιώσεων σε τουλάχιστον το 10% των κυττάρων μιας αιμοποιητικής 

σειράς (Arber DA, 2022).  

Ανάλογα τη σειρά στην οποία ανήκουν τα αιμοποιητικά κύτταρα, μπορούν να 

παρατηρηθούν ορισμένα μορφολογικά χαρακτηριστικά. Οι αλλοιώσεις αυτές μπορεί 

να αφορούν την ερυθροειδή, την κοκκιοκυτταρική, τη μεγακαρυοκυτταρική σειρά ή 

και τις τρεις, πράγμα που συνδέεται με εχθρικότερη πρόγνωση και οδηγεί σε διάκριση 

μεταξύ δυσπλασίας μίας σειράς (single lineage dysplasia) και δυσπλασίας πολλαπλών 

σειρών (multilineage dysplasia) (James W. Vardiman, 2009). 

Ερυθροειδής σειρά: 

Η δυσπλασία εκδηλώνεται με ανωμαλίες όπως ασυγχρονία ωρίμανσης πυρήνα-

κυτταροπλάσματος (nuclear-cytoplasmic asynchrony) και μεγαλοβλαστοειδείς 

αλλοιώσεις. Παρατηρούνται επίσης πολυπυρηνικά κύτταρα, σχισμές στον 

πυρήνα(nuclear budding), ενδοπυρηνικές γέφυρες (internuclear bridging) και 

καρυόρρηξη (Gupta G, 2010) (Calvo, 2019). 

Επίσης, συχνά εντοπίζονται ερυθροειδή κύτταρα με συγκέντρωση κοκκίων σιδήρου 

γύρω από τον πυρήνα (ring sideroblasts), που αποτελούν σημαντικό διαγνωστικό 

δείκτη όταν υπερβαίνουν το 15% των ερυθροειδών ή 5% σε περιπτώσεις μετάλλαξης 

στο γονίδιο SF3B1 (Steensma, 2015) 

Κοκκιοκυτταρική σειρά: 

Στη μυελοειδή σειρά, οι αλλοιώσεις που αποτελούν χαρακτηριστικό των MDS 

περιλαμβάνουν την υπολοβωμένη μορφή των πυρήνων τύπου pseudo-Pelger-Huët και 

την υποκοκκίωση του κυτταροπλάσματος που υποδηλώνουν διαταραχή 

ουδετερόφιλων. Επιπλέον, παρατηρούνται συχνά ανώμαλες μορφές πυρήνα, 

διακυμάνσεις μεγέθους και ακανόνιστες σχηματοποιήσεις (Bennett, 2013) (Calvo, 
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2019). Σε ορισμένες περιπτώσεις μπορεί να παρατηρηθεί παρουσία Auer rods, εύρημα 

που σχετίζεται με πιο επιθετική μορφή της νόσου. 

Μεγακαρυοκυτταρική σειρά: 

Τα μεγακαρυοκύτταρα εμφανίζουν συχνά μικρότερο μέγεθος από το φυσιολογικό 

(micromegakaryocytes) και διαταραχές στη λοβίωση του πυρήνα, όπως οι 

υπολοβωμένοι ή μη λοβωμένοι πυρήνες. Άλλα χαρακτηριστικά είναι η παρουσία 

μονοπύρηνων μορφών και η ανώμαλη κατανομή της χρωματίνης, που αντικατοπτρίζει 

ανώριμες ή δυσλειτουργικές διαδικασίες διαφοροποίησης (James W. Vardiman, 2009) 

Βλαστικά κύτταρα: 

Η εκτίμηση του ποσοστού των βλαστών στο μυελό των οστών είναι κρίσιμη, καθώς 

επίπεδα ≥20% οδηγούν σε διάγνωση οξείας μυελογενούς λευχαιμίας. Σε περιπτώσεις 

MDS, η αύξηση των βλαστών συχνά συσχετίζεται με πιο προοδευτική μορφή της 

νόσου και μεγαλύτερη τάση για περαιτέρω εξέλιξη. Ποσοστά βλαστών 5-9% 

αντιστοιχούν σε MDS-EB1, ενώ ποσοστά 10-19% σε MDS-EB2 (Arber DA, 2022). 

Η αξιολόγηση των δυσπλαστικών αλλοιώσεων απαιτεί τεχνική κατάρτιση και γνώση 

της φυσιολογικής και παθολογικής μορφολογίας των αιμοποιητικών κυττάρων. Πλέον, 

μπορεί να γίνει αξιόπιστη ταυτοποίηση των μορφολογικών ευρημάτων με τη βοήθεια 

μεθόδων χρώσης και ανάλυσης εικόνων.  

 

10. Κλινικά ευρήματα στα MDS 
 

Η συμπτωματολογία των MDS καθορίζεται κυρίως από τις διάφορες μορφές 

κυτταροπενίας. Η αναιμία είναι το συχνότερο αρχικό σύμπτωμα και μπορεί να είναι  

εμφανής λόγω κόπωσης, μειωμένης λειτουργικής ικανότητας και λόγω επιδείνωσης 

της πορείας υπαρχουσών καρδιαγγειακών παθήσεων. Τα χαμηλά επίπεδα 

αιμοπεταλίων, εκτός από την ποσοτική τους μείωση, οδηγούν σε λειτουργικές 

ανωμαλίες και συμπτώματα αιμορραγίας, ακόμα και όταν η θρομβοπενία δεν είναι 

σοβαρή. 

Η ουδετεροπενία προδιαθέτει σε συχνές λοιμώξεις εξαιτίας της μειωμένης ικανότητας 

των ουδετερόφιλων να ανταποκριθούν επαρκώς. Οι λοιμώξεις αυτές εντοπίζονται πιο 

συχνά με Gram-αρνητικούς βάκιλους, Gram-θετικούς κόκκους ή μυκητιασικούς 

παθογόνους μικροοργανισμούς. Επιπλέον, αρκετοί ασθενείς παρουσιάζουν 

αυτοάνοσες ή φλεγμονώδεις εκδηλώσεις, όπως υποτροπιάζουσα πολυχονδρίτιδα, 

αγγειίτιδα ή οροαρνητική πολυαρθρίτιδα. (Lionel Adès, 2014) 

Τα συνηθέστερα συμπτώματα που μπορεί να οδηγήσουν σε διαγνωστική διερεύνηση 

είναι η δύσπνοια, η αίσθηση εξάντλησης, η ωχρότητα, η τάση για εύκολη αιμορραγία 

ή μώλωπες και η παρουσία πετεχιών (μικρές αιμορραγικές κηλίδες κάτω από το 

δέρμα). Στις περισσότερες όμως περιπτώσεις τα MDS παραμένουν αδιάγνωστα μέχρι 

μια τυχαία ανακάλυψη σε εργαστηριακές εξετάσεις (Institute, Myelodysplastic 

Syndromes Treatment (PDQ®)–Patient Version, 2025). 
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11. Ταξινόμηση MDS 
 

Η ταξινόμηση των MDS ανανεώθηκε το 2022, ενσωματώνοντας τα γενετικά ευρήματα 

(καρυότυπος, στοχευμένες μεταλλάξεις) μαζί με τα κλασικά μορφολογικά κριτήρια και 

τα ποσοστά των βλαστών. Η 5η έκδοση του WHO (WHO 2022) και η International 

Consensus Classification (ICC 2022) είναι τα δύο κυριότερα και πιο χρησιμοποιούμενα 

συστήματα. (Khoury, 2022), (Zhang Y. W., 2022), (Arber DA, 2022)  

Παρόλο που μπορεί να σχετίζονται,  εμφανίζουν διαφορετικές ταξινομήσεις των MDS 

και των σχετικών οντοτήτων και οι δύο δίνουν μεγαλύτερη έμφαση σε 

γενετικά/γονιδιωματικά χαρακτηριστικά. Το National Comprehensive Cancer Network 

(NCCN) δεν υποστηρίζει το ένα σύστημα ταξινόμησης έναντι του άλλου. (Peng, 2025) 

Ο WHO 2022 αντικαθιστά τον όρο “myelodysplastic syndromes- MDS” με 

“myelodysplastic neoplasms- MDS”, επισημαίνοντας τη νεοπλασματική και κλωνική 

φύση της νόσου και τη σημασία των γενετικών αλλαγών. Η κατηγοριοποίηση 

διαιρείται σύμφωνα με τη σημασία των κριτηρίων: α) σημαντικές γενετικές ανωμαλίες 

(π.χ. δι-αλληλικές ή πολλαπλές μεταλλάξεις TP53), β) ποσοστό βλαστών σε μυελό ή 

περιφερικό αίμα και γ) γενετικά συμβάντα ή διακριτή μορφολογία (π.χ. απομόνωση 

del(5q) ή μετάλλαξη SF3B1 με δακτυλιοειδείς σιδηροβλάστες) (Khoury, 2022), (Zhang 

Y. W., 2022), (Nachtkamp, 2024) 

Και τα δυο συστήματα ταξινομούν οντότητες σύμφωνα με ορισμένες γονιδιακές 

αλλαγές, κυρίως μεταλλάξεις στα TP53 και SF3B1, αναταξινομούν τις κατηγορίες 

χαμηλών βλαστών και δημιουργούν μια ξεχωριστή οντότητα για την απομονωμένη 

del(5q). Η ICC δημιουργεί επίσης την κατηγορία MDS/AML για ασθενείς με 

ενδιάμεσο φορτίο βλαστών ή ορισμένα γενετικά χαρακτηριστικά, ενώ ο WHO 2022 

διατηρεί την προσέγγιση MDS έναντι AML με βάση όρια βλαστών και κριτήρια “AML 

defining”. (Daniel A. Arber, 2022), (Junying Wu, 2023), (Lee W. H., 2024), 

(Nachtkamp, 2024) 
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11.1. Ιεράρχηση κριτηρίων, συμφωνία και διαφορές μεταξύ 

συστημάτων 
 

Ο WHO 2022 χρησιμοποιεί ένα πλαίσιο ταξινόμησης: πρώτα εξετάζεται αν υπάρχει δι-

αλληλική ή πολλαπλή TP53 μετάλλαξη που υπερισχύει όλων, έπειτα η αναλογία των 

βλαστών και τέλος τα κυτταρογενετικά χαρακτηριστικά σε περιπτώσεις χαμηλού 

ποσοστού βλαστών όπως del(5q) ή SF3B1. Αυτό βοηθά στη μείωση επικαλύψεων 

μεταξύ των ομάδων, εξασφαλίζοντας μεγαλύτερη προβλεψιμότητα. Επίσης, και τα δύο 

συστήματα αποδέχονται ότι οι γενετικές παράμετροι μπορούν να υπερισχύσουν 

μορφολογικών χαρακτηριστικών (Nachtkamp, 2024). Γενικά, οι δύο ταξινομήσεις και 

μετατάξεις περιπτώσεων συμφωνούν καλά μεταξύ τους, κυρίως στα όρια των βλαστών 

και τις κατηγορίες με γονιδιακά συμβάντα όπως τα SF3B1, TP53 και del(5q).  

Σε μεγάλες σειρές φαίνεται ότι περίπου το ¼ των περιπτώσεων που ήταν MDS 

σύμφωνα με τον WHO 2016 θεωρούνται MDS/AML στο ICC 2022. Επίσης, ο ορισμός 

της del(5q) και της MDS-SF3B1 διαφέρει λίγο μεταξύ των συστημάτων. Τέτοιες 

διαφορές οφείλονται στη διαφοροποίηση προγνωστικών κατηγοριών και κάποιες 

φορές στο θεραπευτικό πλάνο. (Lee W. H., 2024), (Junying Wu, 2023) 

Υπάρχουν μορφολογικά κριτήρια που μπορούν να ποσοτικοποιηθούν, όπως ο αριθμός 

των βλαστών, ο οποίος έχει δείξει ικανοποιητική αναπαραγωγιμότητα με τους νέους 

κανόνες ταξινόμησης κατά τη χρήση τυποποιημένων μεθόδων από κυτταρολόγους με 

εμπειρία (Vicente, 2024). 

 

12. Προγνωστική στρωματοποίηση MDS 
 

Η προγνωστική στρωματοποίηση στα MDS αποτελεί πολύ σημαντικό κομμάτι κατά τη 

λήψη κλινικών αποφάσεων, καθώς έχει σκοπό να εκτιμήσει την επιβίωση και την 

εξέλιξη σε AML. Η προγνωστική αυτή στρωματοποίηση αποτελείται από 

εργαστηριακούς δείκτες για δεδομένα όπως ο βαθμός των κυτταροπενιών και το 

ποσοστό των βλαστών και από μοριακούς δείκτες, πράγμα που μπορεί να βελτιώσει 

την ακρίβεια και την εξατομίκευση της πρόγνωσης. (Garcia-Manero, 2023), 

(Greenberg, 2012) 

 

12.1. IPSS-R 
 

Το αρχικό IPSS (International Prognostic Scoring System) συνδύαζε 3 βασικούς 

παράγοντες: το ποσοστό μυελικών βλαστών, τον αριθμό και τη σοβαρότητα 

κυτταρογενετικών ανωμαλιών και το βαθμό κυτταροπενιών. Αυτός ήταν και ο λόγος 

που αποτέλεσε το πρώτο ευρέως αποδεκτό σύστημα. Για να αυξηθεί η προβλεπτική 

του ισχύς, αναπτύχθηκε το IPSS-R (Revised-IPSS) το 2012 με λεπτομερέστερη 

κυτταρογενετική ταξινόμηση και πιο βαθμιαία κλιμάκωση των αιματολογικών 
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δεικτών, δημιουργώντας 5 κύριες κατηγορίες κινδύνου με σαφείς στατιστικά 

σταθμισμένες βαρύτητες (κυτταρογενετική, Hb, νεύροι ουδετεροφιλίας, αιμοπετάλια, 

%βλαστών). Το IPSS-R έχει επικυρωθεί σε μεγάλες σειρές και παραμένει βασικό 

εργαλείο κλινικής πράξης όπου δεν υπάρχει πρόσβαση σε πλήρη μοριακή ανάλυση. 

(Greenberg, 2012), (Aziz Nazha, 2013) 

Αναλυτικότερα, στο IPSS-R σημαντικό ρόλο έχουν :  

α) το ποσοστό βλαστών μυελού(διακριτές ζώνες με βαθμολόγηση), 

 β) η κυτταρογενετική κατηγορία (π.χ. πολύ καλή, καλή, μεσαία, φτωχή, πολύ φτωχή 

ανάλογα με κάποια ευρήματα όπως del(5q), -7/del(7q), +8, del(20q), περίπλοκος 

καρυότυπος κλπ), 

γ) τρείς αιματολογικοί δείκτες: αιμοσφαιρίνη, ουδετερόφιλοι και αριθμός λευκών όταν 

απαιτείται, και αιμοπετάλια.  

Από το συνδυασμό αυτών προκύπτει συνολική βαθμολογία και κατηγοριοποίηση σε 

χαμηλό, ενδιάμεσο-1, ενδιάμεσο-2, υψηλό και πολύ υψηλό ρίσκο, με αντίστοιχες 

αναμενόμενες επιβιώσεις και κίνδυνο μετατροπής σε AML. (Greenberg, 2012), (Aziz 

Nazha, 2013) 

 

12.2. IPSS-M 
 

Τη δεκαετία που ακολούθησε του IPSS-R έγινε εμφανής η συμβολή της μοριακής 

γενετικής στην παθογένεια και πρόγνωση των MDS καθώς αποδείχτηκε ότι κάποιες 

μεταλλάξεις, όπως οι TP53, SF3B1, ASXL1, TET2, RUNX1, σχετίζονται με 

διαφοροποιημένη έκβαση. Έτσι, το 2022 δημοσιεύθηκε το IPSS-M, που ενσωματώνει 

κλασικά εργαστηριακά δεδομένα και κυτταρογενετική, αλλά προσθέτει και 

πληροφορία από μεταλλάξεις σε ένα μεγάλο πάνελ γονιδίων (μεταλλάξεις σε 31 

γονίδια) και δημιουργεί 6 κατηγορίες κινδύνου από Low έως Very-High. Το IPSS-M 

έδειξε σε αναλύσεις καλύτερη διακριτική ικανότητα έναντι του IPSS-R σε όρους 

συνολικής επιβίωσης και ελεύθερου λευχαιμικής εξέλιξης. (Bernard E, 2022) 

Για να υπολογιστεί σωστά το IPSS-M χρειάζονται 3 σύνολα δεδομένων:  

α) αιματολογικά (Hb, αριθμός αιμοπεταλίων, ANC/λευκά) και το ποσοστό βλαστών 

μυελού,  

β) κυτταρογενετικά ταξινομημένα σύμφωνα με τα κριτήρια του IPSS-R καθώς οι 

προκαθορισμένες κατηγορίες κυτταρογενετικής εισάγονται στο μοντέλο, και  

γ) μοριακό προφίλ από στοχευμένο NGS panel που καλύπτει τα σημαντικά γονίδια του 

IPSS-M.  

Το multi-hit TP53, FLT3, MLL-PTD είναι σημαντικοί παράγοντες, ενώ η SF3B1 

σχετίζεται συνήθως με καλύτερη έκβαση, αλλά αυτό εξαρτάται από co-mutations. Με 

βάση αυτά, χρησιμοποιείται το επίσημο web-calculator, το οποίο εισάγει τα δεδομένα, 

εφαρμόζει τους συντελεστές του μοντέλου και επιστρέφει το αριθμητικό IPSS-M score, 
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την αντίστοιχη κατηγορία κινδύνου και εκτιμήσεις OS/LFS/AML-risk. Ωστόσο, 

κάποια τεχνικά ζητήματα πχ κάλυψη NGS panel, αναγνώριση KMT2A-PTD, VAF 

thresholds, σωστή αναφορά multi-hit TP53, επηρεάζουν την ακρίβεια του 

αποτελέσματος (Bernard E, 2022), (Lee W. H., 2023) (Sauta, 2023). Επιπλέον, το IPSS-

M έχει κάποιους περιορισμούς που σχετίζονται με το ότι η μοριακή εικόνα μπορεί να 

μεταβληθεί στον χρόνο πχ. κλωνική εξέλιξη, και την περιορισμένη πρόσβαση σε 

μοριακό έλεγχο σε πολλές χώρες, κάτι που περιορίζει την καθολική εφαρμογή. (Schulz, 

2025) (Zamanillo, 2023) 

Στο μέλλον, η τυποποίηση των πάνελ, η ενσωμάτωση δυναμικών δεδομένων (κλωνική 

εξέλιξη) και οι νέες τεχνολογίες (βαθμολογίες που βασίζονται στην τεχνητή 

νοημοσύνη) θα μπορούσαν να βελτιώσουν σημαντικά την πρόβλεψη και τη θεραπεία 

των MDS.  

 

13. Ταξινόμηση MDS και Προγνωστική 

Στρωματοποίηση 
 

Ο πρωταρχικός στόχος των ταξινομήσεων των MDS από τον WHO/ICC είναι να 

ορίσουν τις διαγνωστικές οντότητες των MDS. Η πιο πρόσφατη τάση σχετικά με την 

προγνωστική στρωματοποίηση των MDS βασίζεται σε μεγάλο βαθμό σε γενετικές 

πληροφορίες σχετικά με τους ασθενείς. Μπορεί κανείς να δώσει το IPSS-M 2022 ως 

παράδειγμα, το οποίο περιλαμβάνει κλινικά και αιματολογικά κριτήρια, 

κυτταρογενετική, καθώς και 31 γονιδιακές μεταλλάξεις. Αυτή η συμπερίληψη 

δεδομένων δίνει ακριβέστερη αναπαράσταση της ποικιλομορφίας των φαινοτύπων των 

ασθενών με MDS από ό,τι οι προηγουμένως χρησιμοποιούμενες μέθοδοι, όπως η IPSS-

R, και επίσης συμφωνεί με την ταξινόμηση των MDS από τον WHO/ICC που είναι 

γενετικά βασισμένη. (Clichet V B. T., 2025) 

Συνεπώς, πρώτα χρησιμοποιείται WHO/ICC για να γίνει καθορισμός της μορφής MDS 

που έχει ο ασθενής, με ποιο γενετικό προφίλ και με ποιο ποσοστό βλαστών και έπειτα 

εφαρμόζεται IPSS-R ή IPSS-M για να γίνει αξιολόγηση του ρίσκου με βάση αυτές τις 

παραμέτρους και τις επιπλέον μεταλλάξεις. Έτσι η ταξινόμηση δεν αντικαθιστά το 

προγνωστικό εργαλείο, καθώς τα IPSS-R και IPSS-M “χτίζουν” πάνω στην 

ταξινόμηση. 

Οι οντότητες που ορίζονται από τον WHO και το ICC έχουν διαφορετικές 

προγνωστικές επιπτώσεις όσον αφορά τα διαστήματα επιβίωσης και την πιθανότητα 

εξέλιξης σε ΟΜΛ. Υπάρχουν στοιχεία που τεκμηριώνουν τη σύνδεση μεταξύ 

διάγνωσης και πρόγνωσης από πρόσφατες συγκριτικές μελέτες μεταξύ των κατηγοριών 

WHO/ICC με IPSS-R και IPSS-M. Σύμφωνα με την έρευνα του Lee et al.(2024) , ένας 

ασθενής που αναγνωρίστηκε ως «MDS with mutated TP53», ιδιαίτερα με “multi-hit” 

TP53, σύμφωνα με τα κριτήρια WHO/ICC ανήκει σχεδόν σίγουρα είτε στην κατηγορία 

υψηλού είτε στην κατηγορία πολύ υψηλού κινδύνου του IPSS-R ή IPSS-M (Lee W. 

H., 2024). Επιπλέον, υπάρχει συμφωνία όσον αφορά τους κινδύνους μεταξύ των 

οντοτήτων που ορίζονται από το WHO-2022/ICC, όπως οι MDS-SF3B1, MDS with 
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mutated TP53, MDS/AML, και των κινδύνων που εκτιμώνται χρησιμοποιώντας το 

IPSS-M (Lee W. H., 2024), (Junying Wu, 2023), (Lee W. H., 2023).  

 

14. Οξειδωτικό στρες 
 

Το οξειδωτικό στρες περιγράφεται ως μια ανισορροπία μεταξύ του σχηματισμού 

οξειδωτικών ειδών (ROS-reactive oxygen species / RNS-reactive nitrogen species) και 

της ικανότητας του σώματος να τις αποτοξινώσει ή να επιδιορθώσει τη βλάβη. (Reddy, 

2023), (de Almeida, 2022). Υπό κανονικές συνθήκες, τα ROS λειτουργούν επίσης ως 

σηματοδοτικά μόρια στον έλεγχο του πολλαπλασιασμού, της απόπτωσης και των 

αμυντικών μηχανισμών, όταν τα επίπεδά τους ξεπεράσουν αυτά των αμυντικών 

μηχανισμών του σώματος, προκαλούν οξειδωτική βλάβη σε λιπίδια, πρωτεΐνες και 

DNA. (de Almeida, 2022), (Hong, 2024)  

Υπάρχουν αρκετές κυτταρικές πηγές που πυροδοτούν την παραγωγή των ROS, πιο 

ειδικά κατά τη διάρκεια της δραστηριότητας της αλυσίδας μεταφοράς ηλεκτρονίων 

μπορούν να σχηματιστούν υπεροξείδιο του αζώτου (NO), ανιόν υπεροξειδίου (O2•−), 

υπεροξείδιο του υδρογόνου (H2O2) και η ρίζα υδροξυλίου (HO•) (Zhang B. P., 2022), 

(Hong, 2024). Επιπλέον, τα ROS παράγονται από ένζυμα όπως οι οξειδάσες NADPH 

(NOX), η ξανθινοξειδάση και οι κυτοχρωματικές οξειδάσες συνεισφέρουν σημαντικά 

στην παραγωγή ROS (Cipriano, 2023), (de Almeida, 2022). Η υπεροξείδωση λιπιδίων, 

η καρβονυλίωση πρωτεϊνών και οι οξειδωτικές βλάβες στο DNA είναι μόνο μερικές 

από τις βλάβες που προκαλούνται λόγω της υπερπαραγωγής ROS (Martínez-Orgado, 

2023), (Reddy, 2023). 

Για την ποσοτικοποίηση του οξειδωτικού στρες χρησιμοποιούνται πολλοί βιοδείκτες. 

Πιο ειδικά, μελετώνται προϊόντα λιπιδικής υπεροξείδωσης (π.χ. malondialdehyde-

MDA, 4-hydroxynonenal), για την οξειδωτική βλάβη στο DNA η 8-hydroxy-2’-

deoxyguanosine (8-OHdG), για την οξειδωτική τροποποίηση πρωτεϊνών οι πρωτεϊνικοί 

καρβονύλιοι και γίνονται εξετάσεις για το συνολικό αντιοξειδωτικό δυναμικό (π.χ. 

TAC) (Martínez-Orgado, 2023), (Frijhoff, 2015). Κάθε δείκτης έχει πλεονεκτήματα και 

περιορισμούς όσων αφορά την ευαισθησία, εξειδίκευση και βιολογική ερμηνεία. Για 

παράδειγμα, το 8-OHdG είναι αξιόπιστο για DNA damage αλλά δεν προσδιορίζει την 

προέλευσή του, ενώ οι μετρήσεις MDA επηρεάζονται από τεχνικούς παράγοντες στην 

προετοιμασία του δείγματος (Frijhoff, 2015), (Martínez-Orgado, 2023). Για έγκυρα 

συμπεράσματα είναι σημαντικός ο συνδυασμός δεικτών και η τυποποίηση των 

μεθόδων (Ghezzi, 2020), (Frijhoff, 2015). 

14.1. Αντιοξειδωτικά συστήματα 
 

Στο σώμα μας υπάρχουν διάφοροι τύποι προστατευτικών μηχανισμών. Κάποια από 

αυτά είναι τα ενζυματικά αντιοξειδωτικά, όπως η καταλάση, η υπεροξειδική 

δισμουτάση-SOD, η γλουταθειόνη υπεροξειδάση-GPx. Ένας άλλος μηχανισμός είναι 

το αναγεννητικό σύστημα, όπως η γλουταθειόνη-GSH, και μη ενζυματικά μόρια πχ. 

βιταμίνες C και E, ουρικό οξύ και καροτενοειδή (Hong, 2024), (Reddy, 2023). 
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Επιπλέον, υπάρχουν μεταγραφικοί μηχανισμοί προσαρμογής, όπως ο άξονας Nrf2-

Keap1, που ενεργοποιεί την έκφραση γονιδίων που είναι υπεύθυνα για την 

αποτοξίνωση και το συντονισμό του οξειδωτικού φορτίου (Hong, 2024). Όταν οι 

αμυντικές οδοί είναι ανεπαρκείς ή αναποτελεσματικές όσον αφορά την ποσότητα των 

ROS, υπάρχει κυτταρική βλάβη και φλεγμονή (Reddy, 2023). 

Το οξειδωτικό στρες έχει συνδεθεί με πολλές ασθένειες. Αυτές περιλαμβάνουν τον 

καρκίνο, τις νευροεκφυλιστικές ασθένειες (π.χ., τη νόσο Αλτσχάιμερ και Πάρκινσον), 

χρόνιες φλεγμονώδεις ασθένειες και μεταβολικές ασθένειες (π.χ., διαβήτη) (Reddy, 

2023). Επιπλέον, υπάρχουν ενδείξεις ότι το οξειδωτικό στρες παίζει σημαντικό ρόλο 

στις διαταραχές του μυελού των οστών και στην ανάπτυξη αιματολογικών κακοηθειών 

(Reddy, 2023), (Hong, 2024). Τα ROS μπορούν να ενεργοποιήσουν φλεγμονώδεις 

οδούς όπως NF-κB και NLRP3 inflammasome και αντιστρόφως η χρόνια φλεγμονή να 

ενισχύσει την παραγωγή ROS, δημιουργώντας φαύλο κύκλο (Cipriano, 2023), (de 

Almeida, 2022). 

Ωστόσο, τα ROS δεν είναι μόνο επιβλαβή, δηλαδή σε μικρές ποσότητες είναι χρήσιμα 

ως δευτερογενείς αγγελιοφόροι για διάφορες διεργασίες που σχετίζονται με τη 

μεταγωγή σήματος, τις αντιδράσεις στο στρες και την ανοσολογική απόκριση. Η 

ρυθμιστική ή παθολογική δράση των ROS εξαρτάται από το είδος τους, τον ιστό στον 

οποίο παράγονται και το χρόνο παραγωγής τους (de Almeida, 2022), (Zhang B. P., 

2022). Ο διπλός αυτός ρόλος δείχνει γιατί απλές θεραπείες με γενικά αντιοξειδωτικά 

δεν είναι αποτελεσματικές και γιατί μελετώνται στοχευμένες παρεμβάσεις στην 

παραγωγή ROS, όπως αναστολείς NOX και τροποποίηση μιτοχονδριακής λειτουργίας 

(Hong, 2024), (Cipriano, 2023). 

 

14.2. Οξειδωτικό στρες και MDS 
 

Τα κύτταρα διαθέτουν έναν αμυντικό μηχανισμό από την υπερβολική παραγωγή ROS, 

η οποία μπορεί να προκαλέσει παθολογική ανισορροπία στο σύστημα. Για την 

καλύτερη άμυνα σε αυτή την υπερβολική οξείδωση, ενεργοποιείται ένα περίπλοκο 

δίκτυο αντιοξειδωτικών που περιλαμβάνει ενζυματικούς και μη ενζυματικούς 

παράγοντες. Τα ενζυματικά αντιοξειδωτικά περιλαμβάνουν τα ένζυμα SOD, MPD και 

GPx, ενώ τα μη ενζυματικά αντιοξειδωτικά περιλαμβάνουν την GSH, την α-

τοκοφερόλη και τη βιταμίνη C (Boura-Theodorou, 2025). 

Η συμβολή των ROS στην καρκινογένεση είναι σημαντική, διότι έχουν επιρροή τις 

γενετικές και επιγενετικές διεργασίες. Οι αλλοιώσεις στη μεθυλίωση του DNA και οι 

μεταλλάξεις σε γονίδια που είναι υπεύθυνα για την επιγενετική ρύθμιση της γονιδιακής 

έκφρασης, όπως τα EZH2 και DNMT3A, έχουν συνδεθεί με  MDS. Η υπερμεθυλίωση 

του DNA από ROS συμβαίνει κυρίως σε περιπτώσεις εξέλιξης MDS σε AML (Boura-

Theodorou, 2025). 

Η οξειδοαναγωγική ρύθμιση στον μυελό των οστών επηρεάζει τη βιωσιμότητα και την 

ικανότητα αυτοανανέωσης των αιμοποιητικών βλαστικών κυττάρων και τη γενετική 

ακεραιότητα των προγονικών κυττάρων. Υπό οξειδοαναγωγική ανισορροπία, υπάρχει 

αυξημένη απειλή βλάβης του DNA, μιτοχονδριακής δυσλειτουργίας και κλωνικής 
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εξέλιξης με τελικό αποτέλεσμα την σταδιακή χειροτέρευση ή μετατροπή σε οξεία 

μυελογενή λευχαιμία (AML) (Dong, 2023), (Jing, 2024). 

Ο μυελός των οστών είναι ιστός με υψηλές ενεργειακές απαιτήσεις και πολλές πηγές 

ROS (Pierro F, 2025), (Bahmani, 2025). Τα μιτοχόνδρια είναι ο κύριος τόπος 

παραγωγής mROS ως παρεπόμενο της αλυσίδας μεταφοράς ηλεκτρονίων, ενώ ένζυμα 

όπως οι NADPH οξειδάσες (NOX) και η ξανθινοξειδάση συμβάλλουν επίσης στην 

παραγωγή ROS (Jing, 2024), (Chen Wang, 2022). Τα ROS που παράγονται κυρίως από 

τη NADPH οξειδάση και ειδικότερα την ισομορφή NOX2, εκφράζονται σε 

φαγοκυτταρικά κύτταρα και ασκούν ανοσοκατασταλτική δράση. Η ανεξέλεγκτη 

ενεργοποίηση των υπομονάδων του συμπλέγματος NOX2/NADPH οδηγεί σε 

υπερβολική παραγωγή ROS και συμβάλλει στην εγκαθίδρυση οξειδωτικού στρες 

(Boura-Theodorou, 2025). 

Στα MDS, επιπλέον επιβαρυντικοί παράγοντες είναι η χρόνια φλεγμονή, η 

σιδηροφόρος υπερφόρτωση, ιδιαίτερα σε πολυμεταγγιζόμενους ασθενείς, και οι 

μεταλλάξεις που διαταράσσουν τη μιτοχονδριακή ή πυρηνική επιδιόρθωση DNA 

(Cecilia H. Kim, 2021), (Bahmani, 2025) (Jing, 2024).  

Η υπερφόρτωση σιδήρου και η απελευθέρωση ελεύθερου σιδήρου προκαλούν 

αντιδράσεις τύπου Fenton για τον σχηματισμό ισχυρών ριζών (•OH) , αυξάνουν την 

οξειδωτική βλάβη  και είναι επιβλαβής για τα μιτοχόνδρια (Cecilia H. Kim, 2021). Η 

φερόπτωση αναφέρεται στον κυτταρικό θάνατο που προκαλείται από σίδηρο μέσω 

υπεροξείδωσης λιπιδίων και έχει ιδιαίτερο ενδιαφέρον για τα MDS.  Έχει βρεθεί 

ξεκάθαρη σχέση μεταξύ της υπερφόρτωσης σιδήρου με αυξημένους δείκτες 

οξειδωτικής βλάβης και κακές κλινικές εκβάσεις σε ασθενείς με MDS (Wendy Marina 

Davis, 2023), (Cecilia H. Kim, 2021). Από την άλλη πλευρά, προκλινικά δεδομένα 

δείχνουν ότι ο κυρίαρχος ρόλος του σιδήρου στη δημιουργία ενός προοξειδωτικού 

περιβάλλοντος καθιστά τη σιδηρόπτωση είτε επιβλαβή είτε ακόμη και θεραπευτική 

(Yifan Yang, 2025). 

Τα ROS προκαλούν πολλές μοριακές βλάβες. Μπορούν να προκαλέσουν οξειδωτική 

τροποποίηση βάσεων του DNA (π.χ. 8-OHdG), διασπάσεις αλυσίδων, υπεροξείδωση 

λιπιδίων, σχηματισμό τοξικών αλδεϋδων (π.χ. 4-HNE) και καρβοξυλίωση ή 

υποκατάσταση πλευρικών ομάδων πρωτεϊνών (Li, 2025), (Jing, 2024), (Martínez-

Orgado, 2023). Στο μυελό αυτά προκαλούν αυξημένη απόπτωση ή πυρόπτωση, 

διαταραγμένη διαφοροποίηση και αυξημένο ρυθμό κλωνικών εξελίξεων (Pierro F, 

2025), (Jing, 2024). 

Στους ασθενείς με MDS έχει περιγραφεί η ενεργοποίηση του NLRP3 inflammasome, 

μια διαδικασία που συνδέει άμεσα το redox imbalance με φλεγμονώδη κυτταρικό 

θάνατο(πυροπτωσία) (Lyu, 2023), (David A. Sallman T. C., 2016). Η αυξημένη 

παραγωγή ROS λειτουργεί ως σήμα ενεργοποίησης NLRP3, προκαλώντας 

απελευθέρωση IL-1β/IL-18 και στην παραγωγή ASC specks (Soltani, 2024), (Chen 

Wang, 2022). Αυτοί είναι βιοδείκτες που σχετίζονται με την αποτελεσματικότητα της 

ερυθροποιητικής θεραπείας και με την κλινική εικόνα σε κάποιες υποομάδες MDS. 

Δείκτες οξειδωτικής φθοράς (π.χ. επίπεδα υπεροξειδίων, MDA, 8-OHdG) στο πλάσμα 

ή στα κύτταρα ασθενών με MDS φάνηκαν πως σχετίζονται με την ευαισθησία στην 
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ερυθροποιητική θεραπεία (ESA), με τη σοβαρότητα της αναιμίας και με 

επιδημιολογικά αποτελέσματα (Ana Cristina Gonçalves, 2021), (Jing, 2024). Οι 

περιορισμοί οφείλονται στις διαφορές στη μεθοδολογία και την ανάγκη τυποποίησης 

των βιοδεικτών.  Κατά συνέπεια, πολλοί ερευνητές έχουν προτείνει τη χρήση μιας 

στρατηγικής πολλών δεικτών (David A. Sallman T. C., 2016) (Frijhoff, 2015), (Jing, 

2024). 

Έτσι, μελετώνται στρατηγικές που είτε αναστέλλουν τη δημιουργία δραστικών ειδών 

οξυγόνου είτε αυξάνουν τη δραστηριότητα των αντιοξειδωτικών μηχανισμών. Κάποια 

παραδείγματα είναι οι αναστολείς NOX, μόρια στόχευσης μιτοχονδριακών ROS 

(mitochondria-targeted antioxidants), και παρεμβάσεις στην οδό Nrf2 (Chen Wang, 

2022), (Wei Liu, 2023). Κάποιες μελέτες δείχνουν την αποτελεσματικότητα αυτής της 

προσέγγισης για τη μείωση της απώλειας προδρόμων κυττάρων λόγω παθολογικής 

πυρόπτωσης ή τη μείωση της κλωνικής επιθετικότητας, όμως απαιτούνται παραπάνω 

τυχαιοποιημένες κλινικές δοκιμές (Pierro F, 2025).  

Επιπλέον, οι Gonçalves et al. (Gonçalves, et al., 2015) και Tsamesidis I. et al. 

(Tsamesidis, et al., 2019) ανέδειξαν τη σημασία δεικτών όπως η MDA, τα επίπεδα 

υπεροξειδίων, η γλουταθειόνη και τα ROS στη φυσιοπαθολογία των MDS, ενώ έχει 

υποστηριχθεί επίσης ότι οι πρωτεωμικές υπογραφές του οξειδωτικού στρες μπορούν 

να λειτουργήσουν ως προγνωστικοί δείκτες (Boura-Theodorou, 2025). 

Επιπλέον, έχει μελετηθεί ο συνδυασμός αυξημένου οξειδωτικού στρες με υψηλά 

επίπεδα μεθυλίωσης DNA και διακυμάνσεις στα αμινοξέα. Μεταλλάξεις στο 

μιτοχονδριακό γονιδίωμα και αλλοιώσεις που επηρεάζουν μιτοχονδριακές λειτουργίες 

σχετίζονται με διαφορετική πρόγνωση σε MDS (Dong, 2023). Η ενσωμάτωση mtDNA 

δεδομένων σε προγνωστικά μοντέλα φαίνεται να προσθέτει προγνωστική αξία. 

 

15. Οξειδωτικοί δείκτες στα MDS 
 

Οι οξειδωτικοί δείκτες διαφέρουν μεταξύ τους ως προς τον ρόλο τους στο φαινόμενο 

του οξειδωτικού στρες και έχουν διερευνηθεί διεξοδικά σε δείγματα αίματος και 

μυελού των οστών από ασθενείς που πάσχουν από MDS. Κάποιοι από αυτούς είναι η 

μαλονδιαλδεΰδη (MDA) ως δείκτης υπεροξείδωσης λιπιδίων, η 8-υδροξυ-2'-

δεοξυγουανοσίνη (8-OHdG) ως δείκτης οξείδωσης DNA, τα πρωτεϊνικά καρβονύλια 

και η GSH/GSSG ως δείκτης αντιοξειδωτικών. Σε πολλές σειρές αναφοράς οι ασθενείς 

με MDS εμφανίζουν αυξημένες τιμές οξειδωτικών δεικτών σε σχέση με υγιή άτομα. 

(Ana Cristina Gonçalves, 2021), (Zhu, 2024), (Tsiara, 2025), (Yifan Yang, 2025) 

Όσων αφορά τους δείκτες, σε κάποιες μελέτες μετρούν MDA ή 4-HNE με 

χρωματογραφία (HPLC/LC-MS), άλλες χρησιμοποιούν ELISA για 8-OHdG και 

πρωτεϊνικούς καρβονυλίους, ενώ κυτταρικές προσεγγίσεις με DCF-DA και ροή 

κυτταρομετρίας καταγράφουν το intracellular ROS (Yifan Yang, 2025), (Zhu, 2024), 

(de Almeida, 2022), (Cecilia H. Kim, 2021), (Frijhoff, 2015). Επιπλέον, ο 

προσδιορισμός γλουταθειόνης (GSH/GSSG) και της συνολικής αντιοξειδωτικής 

κατάστασης (TAC) δίνουν μια εικόνα για το επίπεδο προσαρμογής του οργανισμού 
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στο οξειδωτικό στρες. Σύμφωνα με τα αποτελέσματα των μελετών υπάρχει μείωση 

GSH και αύξηση ROS στο μυελό και στο περιφερικό αίμα ασθενών με MDS, αλλά  

τεχνικά ζητήματα, περιορίζουν τη μεταφορά στην κλινική πράξη (Tsiara, 2025), (Ana 

Cristina Gonçalves, 2021), (Zhu, 2024).  

Οι οξειδωτικοί δείκτες στα MDS χρησιμοποιούνται ως πιθανοί προγνωστικοί δείκτες 

που συμπληρώνουν τις παραδοσιακές εκτιμήσεις κινδύνου. Αυτοί οι δείκτες μπορούν 

επίσης να θεωρηθούν ως προγνωστικοί βιοδείκτες για τη θεραπεία. Μπορούν επιπλέον 

να χρησιμοποιηθούν ως εργαλεία για την επιλογή θεραπειών, συμπεριλαμβανομένης 

της θεραπείας αποσιδήρωσης, των αντιοξειδωτικών που στοχεύουν τα μιτοχονδριακά 

κύτταρα και δοκιμές που στοχεύουν τη φερόπτωση ή λιπιδική υπεροξείδωση (Ana 

Cristina Gonçalves, 2021), (Pierro F, 2025), (Thalla, 2025). Ωστόσο, η τυποποίηση 

δεικτών, μεγάλης κλίμακας, προοπτικές μελέτες και τυχαιοποιημένα πρωτόκολλα είναι 

απαραίτητες για να αποδειχθεί οποιοδήποτε πλεονέκτημα επιβίωσης ή/και 

καθυστερήσεις στην εξέλιξη της ΟΜΛ. (Pierro F, 2025), (Zhu, 2024), (Frijhoff, 2015). 

Παρακάτω ακολουθεί ένας πίνακας με συγκεντρωμένους τους οξειδωτικούς βιοδείκτες 

που έχουν χρησιμοποιηθεί στα MDS από τη βιβλιογραφία. 

 

Δείκτης Δείγμα και μέθοδος Ευρήματα σε MDS 

8-OHdG (8-hydroxy-2’-

deoxyguanosine) 

PBMC/ορός/ούρα – μέτρηση 

με ELISA / LC-MS 

Δείκτης οξειδωτικής βλάβης 

DNA. Αυξημένα επίπεδα 

(Kikuchi S, 2012), (Ana 

Cristina Gonçalves, 2021) 

MDA / TBARS 

(μαλονδιαλδεϋδη / 

thiobarbituric-acid reactive 

substances ισοδύναμα) 

Πλάσμα / ορός – μέτρηση με 

TBARS spectrophotometric 

ή MDA με HPLC/LC-MS 

Δείκτης λιπιδικής 

υπεροξείδωσης. Αυξημένα 

επίπεδα (Tsiara, 2025), (Ana 

Cristina Gonçalves, 2021) 

Protein carbonyls / 

AOPP(protein oxidation) 

Πλάσμα – μέτρηση με 

DNPH spectrophotometry / 

ELISA 

Μόνιμη πρωτεϊνική 

οξείδωση. Αύξηση ή ίδια 

επίπεδα (Tsiara, 2025), 

(Pierro F, 2025) 

GSH/ GSSG (ολική 

μειωμένη/οξειδωμένη 

γλουταθειόνη, GSH:GSSG) 

Ερυθρά / κύτταρα μυελού – 

μέτρηση με χρωματογραφία / 

kits colorimetric 

Βασικός ενδοκυτταρικός 

αντιοξειδωτικός δείκτης. 

Μείωση GSH (Tsiara, 2025), 

(Ana Cristina Gonçalves, 

2021) 

GPx (glutathione 

peroxidase), GR(glutathione 

reductase), SOD, CAT, TAC 

Ερυθρά / πλάσμα – μέτρηση 

με ενζυμικές δραστηριότητες 

(spectrophotometric kits) 

Μείωση GPx και GR, 

αύξηση ή ίδια επίπεδα CAT, 

αυξημένο TAC (Tsiara, 

2025) (Gonçalves A. C.-R., 

2021) 

Isoprostanes(F2-

isoprostanes) 

Πλάσμα/ ούρα – μέτρηση με 

LC-MS 

Ευαίσθητοι δείκτες λιπιδικής 

υπεροξείδωσης. Αύξηση 

(Sabitha S, 2024) 

4-HNE (4-hydroxy-2-

nonenal) 

Πλάσμα/ μυελός – μέτρηση 

με ELISA, LC-MS, 

immunohistochemistry 

Τοξική αλδεΰδη προϊόν 

λιπιδικής υπεροξείδωσης. 

Αύξηση (Pierro F, 2025), 

(Feldman, 2010) 
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Mitochondrial ROS (mROS)/ 

μέτρηση με DCF-DA 

MitoSOX (flow cytometry) 

Κύτταρα μυελού / PBMC/ 

CD34+ – μέτρηση με ροή 

κυτταρομετρίας, MitoSOX 

Αυξημένη mROS (Shimizu, 

2016), (Jing, 2024) 

Labile plasma iron (LPI) / 

non-transferrin bound iron 

(NTBI) 

Ορός – μέτρηση με ειδικά 

assays 

Δείκτης ελεύθερου/ τοξικού 

σιδήρου. Αύξηση LPI/NTBI 

(Hoeks, 2016), (Cecilia H. 

Kim, 2021) 

d-ROMs(derivatives of 

reactive oxygen metabolites) 

test 

Ορός – μέτρηση με εμπορικό 

photometric test 

Screening για οξειδωτικό 

φορτίο. Αυξημένα σε MDS 

(Shimizu, 2016) 

8-oxoG levels in bone 

marrow/ DNA damage 

assays (comet, γ-H2AX) 

Μυελός των οστών – 

immunostaining / comet 

assay / LC-MS 

Άμεσες μετρήσεις DNA 

βλάβης στο μυελό. 

Αυξημένα σήματα DNA 

damage. (Kikuchi S, 2012), 

(Novotna B, 2009), (Pierro F, 

2025) 

 

 

16. Τεχνητή νοημοσύνη 
 

Η τεχνητή νοημοσύνη (ΤΝ) είναι μέθοδοι και συστήματα που επιτρέπουν σε μηχανές 

να εκτελούν εργασίες που απαιτούσαν ανθρώπινη νοημοσύνη. Κάποιες από αυτές είναι 

η ταξινόμηση και η πρόβλεψη και υλοποιούνται μέσω κανόνων, λογικούς 

συσχετισμούς και στατιστικά μοντέλα μάθησης από δεδομένα (Choi RY, 2020). 

Οι πρόσφατες εξελίξεις στην τεχνητή νοημοσύνη βασίζονται στη μηχανική μάθηση 

(machine learning) και ειδικότερα σε βαθιά νευρωνικά δίκτυα (deep learning), όπου 

χρειάζονται πολλά επίπεδα υπολογισμών για την απόκτηση ιεραρχικής 

αναπαράστασης δεδομένων. Με αυτό τον τρόπο εμφανίζεται πρόοδος όσων αφορά την 

αναγνώριση φωνής, εικόνας και φυσικής γλώσσας. (Choi RY, 2020) 

Η Τεχνητή Νοημοσύνη είναι εφαρμόσιμη στις ιατρικές και βιοϊατρικές επιστήμες σε 

εφαρμογές όπως η ανάλυση γονιδιωματικής αλληλουχίας και η λήψη κλινικών 

αποφάσεων. Ωστόσο, απαιτείται αυστηρότερη αξιολόγηση και ενσωμάτωση σε 

ρυθμιστικά πλαίσια έτσι ώστε να χρησιμοποιηθεί στην καθημερινή κλινική πρακτική. 

(Mintz Y, 2019) 

Στο τεχνικό επίπεδο οι πιο διαδεδομένες επιλογές είναι η επιβλεπόμενη μάθηση 

(supervised learning) για πρόβλεψη και ταξινόμηση, η μη επιβλεπόμενη μάθηση 

(clustering) για ανακάλυψη δομών και οι μέθοδοι βαθιάς μάθησης (deep learning) που 

χρησιμοποιούν πολλά στρωματοποιημένα νευρωνικά δίκτυα για να μάθουν ιεραρχικές 

αναπαραστάσεις δεδομένων. (Mosquera Orgueira, 2023), (Mintz Y, 2019) 

Επιπλέον, με τις αρχιτεκτονικές transformer και τα μεγάλα γλωσσικά μοντέλα (LLMs) 

μπορεί να γίνει επεξεργασία ακολουθιών, όπως γονιδιωματικά σήματα και ιατρικά 

κείμενα, αλλά απαιτείται ειδική προσαρμογή και αυστηρή αξιολόγηση για την χρήση 

τους για ιατρικές αποφάσεις. (Singh R. B., 2025) 
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Ένα από τα πιο σοβαρά προβλήματα στην εφαρμογή της ΤΝ στην υγεία είναι η 

προκατάληψη (bias). Προκατάληψη είναι όταν τα δεδομένα εκπαίδευσης δεν 

αντιπροσωπεύουν επαρκώς τον πληθυσμό ή όταν οι στόχοι εκπαίδευσης (labels) 

περιέχουν σφάλματα και τα μοντέλα μπορούν να ενισχύσουν ανισότητες (Tran Z, 

2023). Γι’ αυτό το λόγο για τη δημιουργία αξιόπιστων μοντέλων πρέπει να 

ακολουθούνται κάποια βήματα. Αυτά τα βήματα περιλαμβάνουν τη συλλογή και 

καθαρισμό των δεδομένων, τον ορισμό του στόχου και των μετρικών, το διαχωρισμό 

σε σετ εκπαίδευσης/επαλήθευσης/εξωτερικής επικύρωσης, την εκπαίδευση και 

ρύθμιση υπερπαραμέτρων και την αξιολόγηση σε ανεξάρτητα δεδομένα (Stefan 

Feuerriegel, 2024), (Shiferaw KB, 2023). 

Οι μετρικές αξιολόγησης ενός αλγορίθμου (π.χ. ακρίβεια, ευαισθησία, ειδικότητα, 

ROC-AUC, precision-recall) είναι κρίσιμες, αλλά δεν αντικαθιστούν τον ποιοτικό 

έλεγχο στην κλινική πράξη. Γι’ αυτό πέρα από τους αριθμούς απαιτούνται προοπτικές 

μελέτες και δοκιμές σε ανεξάρτητα σύνολα δεδομένων (LeCun Y. B., 2015). Επιπλέον, 

πρέπει να χρησιμοποιούνται και βαθύτεροι έλεγχοι στην αξιολόγηση μοντέλων, όπως 

εξωτερική επικύρωση σε ανεξάρτητα cohorts, αντιστοιχία προβλεπόμενου κινδύνου με 

πραγματική συχνότητα(calibration), ανάλυση υποομάδων και εκτίμηση αβεβαιότητας 

στις προβλέψεις (Collins G S, 2024), (Shahriar Faghani, 2023), (van Royen, 2023). 

Στην ειδικότητα της αιματολογίας και στα μυελοδυσπλαστικά σύνδρομα , 

εφαρμόζονται ήδη μηχανισμοί μηχανικής μάθησης για βελτιωμένη προγνωστική 

στρωματοποίηση και πρόβλεψη μετατροπής σε ΟΜΛ. Η ΤΝ χρησιμοποιείται για να 

συγκρίνει ή να συμπληρώσει τα IPSS-R/IPSS-M και για εργαλεία που βασίζονται σε 

σε κλινικά και εργαστηριακά δεδομένα, όπως το AIPSS-MDS (Freya Schulze, 2024), 

(Mosquera Orgueira, 2023). 

 

16.1. Μηχανική Μάθηση 
 

Η Μηχανική Μάθηση (Machine Learning-ML) είναι ο κλάδος της ΤΝ όπου οι 

υπολογιστές μαθαίνουν από τις εμπειρίες τους και προσαρμόζουν την επεξεργασία 

τους ανάλογα με τις νέες γνώσεις που αποκτούν. Αυτό μπορεί να επιτευχθεί 

χρησιμοποιώντας ένα δέντρο αποφάσεων που οδηγεί σε ένα συμπέρασμα ή 

χρησιμοποιώντας αλγόριθμους που μιμούνται έναν εγκέφαλο στην επεξεργασία και 

δημιουργία μοτίβων. Με τη βαθιά μάθηση ένας αλγόριθμος λαμβάνει δεδομένα και στη 

συνέχεια τα εξετάζει σύμφωνα με μια προκαθορισμένη διαδρομή (τεχνητό νευρωνικό 

δίκτυο) που αναπτύχθηκε ειδικά για την ολοκλήρωση της εργασίας.  

Οι κύριες προσεγγίσεις της Μηχανικής Μάθησης διακρίνονται σε τρεις κατηγορίες: 

Α) Επιβλεπόμενη μάθηση (Supervised Learning): Χρησιμοποιεί δεδομένα εισόδου με 

γνωστές ετικέτες (labels). Ο αλγόριθμος εκπαιδεύεται μαθαίνοντας τη συσχέτιση 

μεταξύ εισόδου και εξόδου, ώστε να μπορεί να προβλέψει τις ετικέτες για άγνωστα 

δεδομένα. Τα πιο γνωστά παραδείγματα είναι η ταξινόμηση (classification) και η 

παλινδρόμηση (regression). Οι πιο γνωστές εφαρμογές είναι η πρόβλεψη νοσηρότητας, 

η πρόβλεψη ασθενειών, η αναγνώριση εικόνας και η ανάλυση φωνής (Goodfellow I., 

2016) 
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Β) Μη επιβλεπόμενη μάθηση (Unsupervised Learning): Πρόκειται για την εκπαίδευση 

σε δεδομένα χωρίς ετικέτες. Στόχος είναι η ανακάλυψη κρυμμένων προτύπων ή 

ομάδων (clusters) στα δεδομένα. Τεχνικές όπως η ανάλυση σε κύριες συνιστώσες 

(PCA) και οι αλγόριθμοι ομαδοποίησης (π.χ. k-means) χρησιμοποιούνται για μείωση 

διάστασης ή τμηματοποίηση πληθυσμών ασθενών. Στον ιατρικό τομέα θα μπορούσε 

να χρησιμοποιηθεί για ανακάλυψη νέων βιοδεικτών και υποτύπων νόσων. (Goodfellow 

I., 2016) 

Γ) Βαθιά μάθηση (Deep Learning): Αποτελεί υποκατηγορία της επιβλεπόμενης ή μη 

επιβλεπόμενης μάθησης που βασίζεται σε τεχνητά νευρωνικά δίκτυα με πολλαπλά 

επίπεδα (deep neural networks). Κάθε αξιολόγηση πραγματοποιείται σε διαφορετικό 

επίπεδο, που σημαίνει ότι βασίζεται στην έξοδο του προηγούμενου επιπέδου. Αυτά τα 

επίπεδα υπολογισμού ονομάζονται κρυφά επίπεδα γιατί οι είσοδοι και οι έξοδοί τους 

δεν είναι ορατές. Με τη βοήθεια της βαθιάς μάθησης έχουν γίνει πρόοδοι σε τομείς 

όπως η επεξεργασία φυσικής γλώσσας λόγω της ικανότητας της να εξάγει πολύπλοκα 

χαρακτηριστικά από μεγάλα δεδομένα. (Mintz Y, 2019) 

 

17. Αλγόριθμοι μη επιβλεπόμενης μάθησης 
 

17.1. K-means 
 

Ο αλγόριθμος K-means είναι η πιο δημοφιλής τεχνική μη επιβλεπόμενης μηχανικής 

μάθησης που προσπαθεί να διαχωρίσει το σύνολο δεδομένων σε k συστάδες όπου όλα 

τα στοιχεία σε μια συστάδα είναι πολύ παρόμοια μεταξύ τους αλλά πολύ ανόμοια με 

τα υπόλοιπα. Εισήχθη από τον MacQueen (1967) και βασίζεται στην επαναληπτική 

ελαχιστοποίηση του αθροίσματος των τετραγώνων των αποστάσεων των δεδομένων 

από τα κεντροειδή των ομάδων (Lloyd, 1982).  

Αυτός ο αλγόριθμος ξεκινά με μια αρχικοποίηση k κεντροειδών, όπου κάθε 

παρατήρηση αντιστοιχίζεται στο πλησιέστερο κεντροειδές και στη συνέχεια τα 

κεντροειδή υπολογίζονται εκ νέου ως ο μέσος όρος των συστάδων. Η διαδικασία 

επαναλαμβάνεται μέχρι να υπάρχει σύγκλιση. Ο αλγόριθμος ωστόσο εμφανίζει 

κάποια μειονεκτήματα, όπως η ανάγκη καθορισμού του αριθμού των ομάδων και η 

ευαισθησία σε ακραίες τιμές και μη σφαιρικές κατανομές. Για τον λόγο αυτό η 

προεπεξεργασία των δεδομένων είναι απαραίτητη πριν από την εκτέλεση του 

αλγορίθμου (Hastie, 2009). 

Ο K-means εφαρμόζεται συχνά σε βιοϊατρικά δεδομένα, όπως στην ανάλυση 

γονιδιακής έκφρασης και στην ομαδοποίηση ασθενών με παρόμοια κλινικά 

χαρακτηριστικά, συμβάλλοντας στην αναγνώριση υποομάδων που δεν είναι άμεσα 

εμφανή (Jain, 2010). Ο αλγόριθμος K-means είναι μια κατάλληλη τεχνική 

ομαδοποίησης για σύνολα δεδομένων μικρού μεγέθους λόγω της απλότητας και της 

ευκολίας ερμηνείας του. 
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17.2. Hierarchical clustering 
 

Η ιεραρχική ομαδοποίηση είναι από τις απλούστερες μορφές αλγορίθμου μη 

επιβλεπόμενης μάθησης. Στόχος της είναι η κατασκευή μιας ιεραρχίας συστάδων χωρίς 

να υποθέτει κανέναν προκαθορισμένο αριθμό συστάδων. Δημιουργεί μια δομή δέντρου 

που δείχνει τη σχέση ομοιότητας μεταξύ των παρατηρήσεων σε διάφορα επίπεδα 

(Hastie, 2009). 

Υπάρχουν δύο κύριοι τύποι, η συγχωνευτική (agglomerative) προσέγγιση και η 

διαιρετική (divisive). Η συγχωνευτική, που είναι η πιο συνηθισμένη, ξεκινά με κάθε 

παρατήρηση ως ξεχωριστή ομάδα και συνδυάζει επαναληπτικά τις πιο κοντινές ομάδες 

μέχρι να σχηματιστεί μια ενιαία συστάδα, ενώ η διαιρετική μέθοδος ξεκινάει 

θεωρώντας όλες τις παρατηρήσεις ως μία ενιαία συστάδα και στη συνέχεια διαιρώντας 

τες (Gan, 2020). 

Η έννοια της απόστασης μεταξύ των ομάδων καθορίζεται από το κριτήριο σύνδεσης 

(linkage criterion), με τα πιο συνηθισμένα να είναι η απλή σύνδεση (single linkage), η 

πλήρης σύνδεση (complete linkage), η μέση απόσταση (average linkage) και η μέθοδος 

Ward, η οποία ελαχιστοποιεί τη διακύμανση εντός των ομάδων (Gan, 2020). 

Η ιεραρχική ομαδοποίηση χρησιμοποιείται σε βιοϊατρικές εφαρμογές, ιδιαίτερα στην 

ανάλυση γονιδιακής έκφρασης, όπου η αναγνώριση προτύπων και η μελέτη σχέσεων 

μεταξύ δειγμάτων είναι δυνατή χωρίς την ανάγκη ορισμού του αριθμού των συστάδων. 

Δεν απαιτεί πολλά δείγματα και επιτρέπει τη μελέτη της δομής σε διάφορα επίπεδα 

ανάλυσης. Επιπλέον, είναι πιο ευέλικτη από τον K-means, διότι είναι σε θέση να 

ανιχνεύσει συστάδες με ποικίλα σχήματα και μεγέθη. Η μέθοδος αυτή όμως έχει τους 

περιορισμούς της, συμπεριλαμβανομένης της υπολογιστικής πολυπλοκότητας για 

μεγάλα σύνολα δεδομένων και της ευαισθησίας της σε υπολογισμούς απόστασης και 

στα κριτήρια σύνδεσης. Επίσης, οποιοδήποτε λάθος γίνει στην αρχική διαδικασία 

συγχώνευσης δεν μπορεί να διορθωθεί στα επόμενα βήματα, πράγμα που μπορεί να 

επηρεάσει τη δομή των ομάδων (Hastie, 2009). 

 

17.3. GMM (Gaussian Mixture Models) 
 

Τα Gaussian Mixture Models (GMM) είναι μια πιθανοκρατική μη επιβλεπόμενη 

προσέγγιση μάθησης για ομαδοποίηση που επιτρέπει τη μαλακή (soft) ανάθεση της 

πιθανότητας κάθε παρατήρησης να ανήκει σε οποιαδήποτε από τις k συστάδες. Η 

βασική υπόθεση του μοντέλου είναι ότι οι παρατηρήσεις παράγονται από έναν 

συνδυασμό κανονικών (Gaussian) κατανομών με άγνωστες παραμέτρους (Bishop, 

2006).  

Κάθε συστάδα σχετίζεται με μια πολυδιάστατη κανονική κατανομή, η οποία 

χαρακτηρίζεται από ένα διάνυσμα μέσων τιμών και έναν πίνακα συνδιακύμανσης. Το 

μοντέλο αποτελείται από το άθροισμα αυτών των κατανομών, σταθμισμένων με 

συντελεστές μίξης που αναφέρονται στην πιθανότητα εμφάνισης κάθε ομάδας. Η 

εκτίμηση των παραμέτρων πραγματοποιείται συνήθως με τον αλγόριθμο Expectation-
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Maximization (EM), περιλαμβάνει τον επαναληπτικό υπολογισμό των πιθανοτήτων 

κάθε παρατήρησης που ανήκει σε κάθε συστάδα (E-step) και την ενημέρωση των 

παραμέτρων των κατανομών (M-step) (Bishop, 2006). 

Ένα σημαντικό πλεονέκτημα των GMM είναι η ικανότητά του να αναπαραστήσει 

πολύπλοκες δομές δεδομένων. Μπορούν να προσαρμοστούν σε ελλειπτικές κατανομές 

και σε ομάδες άνισου μεγέθους και κατεύθυνσης, με βάση τον πίνακα συνδιακύμανσης. 

Επιπλέον, όντας ένα πιθανοτικό μοντέλο, λαμβάνεται υπόψη η αβεβαιότητα σχετικά 

με την ταξινόμηση των παρατηρήσεων σε συστάδες (Jiang, 2021). 

Σε ένα βιοϊατρικό περιβάλλον όπου τα σύνολα δεδομένων είναι λίγα, τα GMM 

μπορούν να αποτελέσουν χρήσιμη ερευνητική προσέγγιση λόγω των πρόσθετων 

πληροφοριών που παρέχει σε σύγκριση με άλλες απλές προσεγγίσεις ομαδοποίησης. 

Ωστόσο, χρειάζονται προσεκτική επιλογή του αριθμού των συστάδων, που 

επιτυγχάνεται χρησιμοποιώντας κριτήρια όπως το Bayesian Information Criterion 

(BIC) ή το Akaike Information Criterion (AIC) (Vrieze, 2012). Τα GMM είναι όμως 

υπολογιστικά πιο απαιτητικά από άλλα μοντέλα και τείνουν να παγιδεύονται σε τοπικά 

ελάχιστα, ανάλογα με την αρχικοποίηση. Προκειμένου να μειωθεί αυτό το πρόβλημα, 

εκτελούνται διάφορες προσεγγίσεις αρχικοποίησης ή συνδυάζεται με άλλες τεχνικές, 

όπως ο K-means. 

 

17.4. DBSCAN (Density-Based Spatial Clustering of Applications 

with Noise) 
 

Πρόκειται για μια μη επιβλεπόμενη προσέγγιση μηχανικής μάθησης, βασισμένη στην 

έννοια της πυκνότητας δεδομένων (ομαδοποίηση βάσει πυκνότητας). Αυτή η 

προσέγγιση δεν απαιτεί προκαθορισμένο αριθμό συστάδων για να σχηματιστεί και 

επιτρέπει την ανίχνευση συστάδων οποιουδήποτε σχήματος, καθώς και διαχωρίζει τα 

θορυβώδη ή ακραία δεδομένα (noise) (Ester, 1996).  

Η κύρια αρχή της προσέγγισης του DBSCAN είναι ότι οι συστάδες αντιστοιχούν σε 

περιοχές υψηλής πυκνότητας σημείων, χωρισμένες από ζώνες χαμηλότερης 

πυκνότητας. Ο αλγόριθμος βασίζεται στην ακτίνα γειτονιάς ε (epsilon) και τον 

ελάχιστο αριθμό σημείων MinPts που ορίζουν τη ζώνη πυκνότητας. Με βάση αυτά, 

κάθε σημείο ταξινομείται ως πυρήνας (core point), οριακό σημείο (border point) ή 

θόρυβος (noise). Η διαδικασία ξεκινά από ένα σημείο πυρήνα και στη συνέχεια 

προσθέτει όλα τα σημεία εντός της ακτίνας ε που πληρούν το κριτήριο πυκνότητας. Η 

επέκταση συνεχίζεται αναδρομικά μέχρι να μη μπορούν να προστεθούν νέα σημεία 

(Ester, 1996).  

Ένα σημαντικό χαρακτηριστικό του DBSCAN είναι ότι είναι ικανό να εντοπίζει 

συστάδες με μη σφαιρικά σχήματα. Η ικανότητα εύρεσης πυκνών περιοχών μπορεί 

επίσης να βοηθήσει στον εντοπισμό υποομάδων ασθενών με κοινά χαρακτηριστικά ή 

μη φυσιολογικά πρότυπα που σχετίζονται με παθολογικές καταστάσεις. Επίσης, είναι 

πολύ χρήσιμος όταν δεν υπάρχουν αρκετές πληροφορίες σχετικά με τον αριθμό των 

πιθανών συστάδων ή όταν τα δεδομένα παρουσιάζουν ετερογένεια. Ωστόσο, η επιλογή 
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των παραμέτρων ε και MinPts θα πρέπει να ληφθεί σοβαρά υπόψη, καθώς επηρεάζει 

το αποτέλεσμα. Επιπλέον, η απόδοση του αλγορίθμου μπορεί να μειωθεί σε δεδομένα 

με μεταβαλλόμενη πυκνότητα ή υψηλή διάσταση (Bushra, 2021).  

 

18. Αλγόριθμοι επιβλεπόμενης μάθησης 
 

18.1. Τεχνητά νευρωνικά δίκτυα (ANNs) 
 

Τα Τεχνητά Νευρωνικά Δίκτυα (ANN) είναι υπολογιστικά μοντέλα που εμπνέονται 

από την αρχιτεκτονική και τη λειτουργία του νευρικού συστήματος και σχεδιάστηκαν 

για να μαθαίνουν πολύπλοκους, μη γραμμικούς μετασχηματισμούς μεταξύ εισόδων και 

εξόδων (LeCun Y. B., 2015), (Ian Goodfellow, 2016). 

Η σύγχρονη μορφή των ANN άρχισε να διαμορφώνεται τη δεκαετία του 1980 με την 

εισαγωγή του αλγόριθμου backpropagation, που επέτρεψε την εκπαίδευση 

πολυστρωματικών δικτύων. Στη δεκαετία του 1990, τα ANN χρησιμοποιήθηκαν 

εκτεταμένα σε εφαρμογές τεχνητής νοημοσύνης μετά τις τροποποιήσεις τους και 

ονομάστηκαν Βαθιά Νευρωνικά Δίκτυα. Τις δύο τελευταίες δεκαετίες, τα βαθιά 

νευρωνικά δίκτυα, τα οποία αποτελούνται από πολλά κρυφά στρώματα, έγιναν πολύ 

δημοφιλή λόγω της αυξημένης υπολογιστικής ισχύος και των μεγάλων συνόλων 

δεδομένων (LeCun Y. B., 2015). 

Ένα πολυστρωματικό ANN αποτελείται από ένα στρώμα εισόδου (features), ένα ή 

περισσότερα κρυφά στρώματα (hidden layers) και ένα στρώμα εξόδου. Οι νευρώνες 

μέσα σε κάθε επίπεδο συνδυάζουν τα βάρη όλων των εισόδων τους, ακολουθούμενα 

από την εφαρμογή της μη γραμμικής συνάρτησης ενεργοποίησης. Αυτά τα μοντέλα 

μαθαίνουν με την ελαχιστοποίηση ενός κόστους μέσω αλγορίθμων gradient descent 

και του backpropagation (Goodfellow I., 2016). Είναι ικανά να εξάγουν αυτόματα 

χρήσιμα χαρακτηριστικά εάν υπάρχουν αρκετά και ποικιλόμορφα δεδομένα (LeCun Y. 

B., 2015), αλλά η προσέγγιση που ακολουθείται για την επίτευξη μιας εξόδου δεν είναι 

απλή, πράγμα που δημιουργεί ανησυχίες για εφαρμογές υψηλού ιατρικού ρίσκου. Γι’ 

αυτό είναι απαραίτητες η διαφάνεια και τα μέτρα εξηγησιμότητας (πχ. SHAP) σε 

κλινικά πλαίσια (Rudin, 2019). 

Παρόλο που είναι ισχυρά, αυτά τα μοντέλα παρουσιάζουν ορισμένες προκλήσεις, 

ειδικά όταν εφαρμόζονται σε κλινικά δεδομένα, καθώς χρειάζονται πολλά δείγματα για 

αποτελεσματική εκπαίδευση και έχουν υψηλό κίνδυνο υπερπροσαρμογής (Goodfellow 

I., 2016), (Tauhidul Islam, 2024). 

Επίσης, αρκετές φορές οι πολύπλοκες μέθοδοι δεν αποδίδουν καλύτερα από τις 

παραδοσιακές ή τις λογιστικές τεχνικές όσον αφορά την προγνωστική ακρίβεια, όταν 

οι  μελέτες δεν ακολουθούν τις κατάλληλες μεθοδολογίες και έχουν μικρά μεγέθη 

δειγμάτων. Το θέμα είναι ότι δεν υπάρχει απόδειξη της σταθερής ανωτερότητας της 

Μηχανικής Μάθησης (ML) έναντι της logistic regression με τα υπάρχοντα δεδομένα 

και τη μεθοδολογία των μελετών (Christodoulou E, 2019). 
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Σε εφαρμογές υγείας, οι οδηγίες για την ανάπτυξη και την αναφορά προγνωστικών 

μοντέλων , πχ. TRIPOD-AI, τονίζουν την ανάγκη για διαφάνεια και διεξοδική 

τεκμηρίωση, ώστε να αποφευχθούν τα ψευδώς θετικά αποτελέσματα όταν 

χρησιμοποιούμε ANN (Gary S Collins, 2024). Έτσι, τα ANN μπορούν να 

χρησιμοποιηθούν ως μια πρόσθετη προσέγγιση για την απόδειξη της κλινικής 

σημασίας των δεικτών. Πρώτα θα πρέπει να παρουσιαστούν τα αποτελέσματα από 

εξηγήσιμα βασικά αποτελέσματα και μετά τα ANN ως δοκιμή μη-γραμμικών 

μοντέλων.  

 

18.2. XGBoost (Extreme Gradient Boosting) 
 

Ο XGBoost είναι ένας από τους πιο δημοφιλείς και προηγμένους αλγόριθμους 

μηχανικής μάθησης, που εφαρμόζει την τεχνική του gradient boosting σε δέντρα 

απόφασης (GBDTs). Ανήκει στην οικογένεια των ensemble μεθόδων, που σημαίνει ότι 

δημιουργούν ένα ισχυρό προγνωστικό μοντέλο αφού συνδυάσουν πολλά αδύναμα 

μοντέλα, συνήθως δέντρα απόφασης. Δημιουργήθηκε για την κατασκευή ενός  

αποτελεσματικού και ευέλικτου αλγορίθμου ενίσχυσης με πολλές πρακτικές 

βελτιώσεις που μεγαλώνουν την ακρίβεια και τη γενίκευση (Tianqi Chen, 2016). 

Η ιδέα του gradient boosting είναι να δημιουργηθεί ένα ισχυρό προγνωστικό μοντέλο 

ως συνόλου αδύναμων learners όπου κάθε νέο στοιχείο προστίθεται για να μειώσει το 

υπόλοιπο σφάλμα των προηγούμενων στοιχείων. Τα μαθηματικά πίσω από τον 

αλγόριθμο και η κατεύθυνση αυτής της μεθόδου περιγράφονται από τον J. H. Friedman 

(greedy function approximation, 2001), όπου μιλάει για εκπαίδευση μέσω της 

προσέγγισης του αρνητικού gradient της συνάρτησης κόστους (pseudo-residual fitting) 

(Friedman, 2001). 

Το XGBoost έχει αρκετές καινοτομίες που το κάνουν πιο αποδοτικό και πιο σταθερό 

από το κλασικό boosting. Αντιμετωπίζει καλύτερα τις ελλείπουσες τιμές (missing 

values) και τα αραιά δεδομένα και σε μεγάλα σύνολα δεδομένων χρησιμοποιεί 

προσεγγιστικούς αλγόριθμους για την εύρεση διαχωρισμών χωρίς αξιοσημείωτη 

μείωση στην ακρίβεια. Επιπλέον, για να αποφευχθεί η υπερπροσαρμογή ενσωματώνει 

όρους κανονικοποίησης  (penalty) στο objective για να είναι πιο σταθερό σε σχέση με 

άλλες εκδοχές του gradient boosting. Ένα εξίσου σημαντικό χαρακτηριστικό του είναι 

επίσης ότι στα μεγάλα datasets οι προσβάσεις στη μνήμη και η κατανάλωση πόρων 

βελτιστοποιούνται, και έτσι γίνεται πιο αποτελεσματικό. Όσων αφορά τα μικρότερα 

datasets, η επιλογή και ρύθμιση των παραμέτρων που επιτρέπουν τον έλεγχο των 

παραμέτρων μάθησης με cross-validation, είναι πολύ σημαντική (Tianqi Chen, 2016). 

Σε περιπτώσεις όπου η σχέση μεταξύ των χαρακτηριστικών είναι μη γραμμική και 

πιθανά υπάρχουν αραιά δεδομένα, το XGBoost συνήθως αποδίδει καλύτερα από τα 

απλά γραμμικά μοντέλα. Ωστόσο, τα δέντρα boosting είναι πολύπλοκα και για να 

εκτιμηθεί η συμβολή κάθε χαρακτηριστικού στις προβλέψεις, χρησιμοποιούνται 

προσεγγίσεις εξήγησης όπως τα SHAP values (Lundberg & Lee, 2017) που δίνουν 

αθροιστική βαθμολογία για τη συμβολή κάθε χαρακτηριστικού σε μια πρόβλεψη (Scott 

M Lundberg, 2017). 
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Παρόλο που η μέθοδος έχει πολλά πλεονεκτήματα μπορεί να υπερπροσαρμοστεί σε 

περίπτωση που δεν εφαρμοστούν σωστά οι διαδικασίες κανονικοποίησης, early 

stopping και cross-validation σε μικρό σύνολο δεδομένων (Tianqi Chen, 2016). Είναι 

απαραίτητο επίσης να γίνει σωστό hyperparameter tuning προκειμένου να αποφευχθεί 

η υπερπροσαρμογή, η οποία θα προκαλέσει υπερεκτίμηση των μετρήσεων απόδοσης 

(Friedman, 2001) και να χρησιμοποιούνται μέθοδοι ερμηνείας και δοκιμές 

σταθερότητας (πχ. bootstrap CIs) (Scott M Lundberg, 2017). 

Το XGBoost μπορεί να χρησιμεύσει ως μία από τις κύριες μη γραμμικές μεθόδους για 

τη σύγκριση και τη μελέτη αιματολογικών κακοηθειών μέσω της χρήσης βιοδεικτών. 

Σε ένα μικρό δείγμα είναι σημαντική η χρήση ισχυρούς κανονικοποίησης, περιορισμού 

βάθους και subsampling για να μειωθεί η πιθανότητα overfitting (Tianqi Chen, 2016). 

 

18.3. SVMs (Support Vector Machines) 
 

Τα SVMs έχουν καθιερωθεί ως ένας από τους πιο ισχυρούς και ευρέως 

χρησιμοποιούμενους αλγόριθμους εποπτευόμενης μάθησης για την επίλυση 

προβλημάτων ταξινόμησης και παλινδρόμησης. Η βασική τους ιδέα είναι ο 

προσδιορισμός του υπερεπιπέδου που δημιουργεί το μεγαλύτερο περιθώριο (margin) 

μεταξύ των κλάσεων. Αυτή η ιδέα προτάθηκε αρχικά από τους Vapnik & Chervonenkis 

(1974). Αργότερα αναπτύχθηκε περαιτέρω σε μια ολοκληρωμένη μέθοδο από τον 

Vapnik (1995). Ο κύριος στόχος των SVMs είναι να βρουν το ορίο απόφασης που 

διαχωρίζει σωστά τις κλάσεις και παρέχει το μεγαλύτερο δυνατό περιθώριο από τα 

πλησιέστερα σημεία εκπαίδευσης (support vectors). Τα μεγαλύτερα margin είναι 

γνωστό ότι μειώνουν τον κίνδυνο υπερπροσαρμογής και βελτιώνουν τη γενίκευση 

(Vapnik, 1998).  

Επιπλέον, οι SVMs χρησιμοποιούν kernel functions για μη γραμμικά διαχωρίσιμα 

προβλήματα. Αυτή η μέθοδος επιτρέπει την αντιστοίχιση δεδομένων σε έναν χώρο 

υψηλότερης διάστασης, όπου μπορούν να συμβούν γραμμικοί συνδυασμοί (Boser, 

1992). Οι πιο συνηθισμένοι πυρήνες είναι ο RBF (Radial Basis Function, Gaussian), ο 

Polynomial kernel και ο Linear kernel. Ο RBF χρησιμοποιείται συνήθως με βιοϊατρικά 

δεδομένα λόγω της ικανότητάς του να μοντελοποιεί μη γραμμικές σχέσεις, όπως 

αποδεικνύεται σε περιπτώσεις διάγνωσης αιματολογικών καρκίνων (πχ. Chen et al., 

2021, που χρησιμοποιείται RBF-SVM για βιοδείκτες αίματος). Η χρήση του RBF όμως 

απαιτεί προσεκτικό tuning καθώς ο παράγων γ ελέγχει την επίδραση που θα έχει κάθε 

δείγμα, ενώ το C είναι μια κανονικοποιημένη παράμετρος που εξισορροπεί το 

περιθώριο έναντι των σφαλμάτων (slack variables) και η λάθος ρύθμιση οδηγεί σε 

overfitting ή underfitting. 

Η γραμμική συνάρτηση πυρήνα είναι ιδανική στην περίπτωση που οι κλάσεις είναι 

σχεδόν γραμμικά διαχωρίσιμες στον χώρο χαρακτηριστικών. Όσον αφορά την 

εκπαίδευση και την πρόβλεψη είναι ταχύτερο από τα SVM πυρήνα, ενώ όσον αφορά 

την ερμηνεία είναι πιο διαφανές από τα μη γραμμικά SVM λόγω του γεγονότος ότι ο 

διαχωρισμός γίνεται χρησιμοποιώντας υπερεπίπεδα μέσα ή γύρω από τον αρχικό χώρο. 
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Ωστόσο, αν τα δεδομένα δεν είναι σχεδόν γραμμικά διαχωρίσιμα, η Linear SVM θα 

έχει χαμηλή απόδοση. (Kinza, 2024), (Awad, 2015) 

Στην περίπτωση μικρών ή μεσαίων δειγμάτων, τα SVMs έχουν φανεί αρκετά 

αποδοτικά επειδή η αποτελεσματικότητά τους εξαρτάται πιο πολύ από τα support 

vectors και όχι από το μέγεθος του δείγματος (Cristianini, 2013). Ένα άλλο 

πλεονέκτημα του SVM είναι ότι έχει χαμηλή πιθανότητα overfitting λόγω της 

κανονικοποίησής του μέσω της χρήσης της παραμέτρου C. Αυτή ελέγχει την ισορροπία 

μεταξύ μεγιστοποίησης του περιθωρίου και επιτρεπόμενων σφαλμάτων ταξινόμησης. 

Η παράμετρος αυτή είναι κρίσιμη σε datasets με θόρυβο ή βιολογική ετερογένεια 

(Cristianini, 2013).  

 

18.4. Random Forest 
 

Η αρχή του Random έγκειται στην κατασκευή και τον σχηματισμό πολλών δέντρων 

αποφάσεων. Αυτό σημαίνει ότι σχηματίζεται το δάσος των δέντρων και το τελικό 

αποτέλεσμα υπολογίζεται ως ένας συνδυασμός αποτελεσμάτων από τα δέντρα, 

δηλαδή, ψηφοφορία σε ταξινόμηση ή υπολογισμός μέσου όρου σε προβλήματα 

παλινδρόμησης. Αυτός ο αλγόριθμος αναπτύχθηκε από τον Leo Breiman το 2001 

(Breiman, 2001).  

Η εκπαίδευση αυτού του αλγορίθμου βασίζεται σε δύο αρχές: δειγματοληψία bootstrap 

και τυχαία επιλογή χαρακτηριστικών. Το δείγμα εκπαίδευσης λαμβάνεται τυχαία με 

αντικατάσταση σε κάθε δέντρο, ενώ σε κάθε κόμβο μόνο ένα τυχαίο υποσύνολο 

χαρακτηριστικών θεωρείται ότι κάνει μια βέλτιστη διαίρεση (Breiman, 2001). 

Αυτός ο αλγόριθμος επιτρέπει την αντιμετώπιση δεδομένων που έχουν πολλά 

χαρακτηριστικά και σύνθετες μη γραμμικές σχέσεις μεταξύ τους. Επιπλέον, έχει πολύ 

καλές ιδιότητες κατά της υπερπροσαρμογής, λόγω της συνδυαστικής προσέγγισης 

μειώνει τη διακύμανση του μοντέλου. Ο αλγόριθμος υπολογίζει τη σημασία των 

χαρακτηριστικών (feature importance) επομένως είναι δυνατό να προσδιοριστούν τα 

πιο σημαντικά χαρακτηριστικά για να γίνουν προβλέψεις. Είναι ιδιαίτερα κατάλληλο 

μοντέλο στην κλινική πρακτική λόγω της ικανότητας αντιμετώπισης μικρών συνόλων 

δεδομένων και θορυβωδών και ελλειπουσών δεδομένων (Hapfelmeier, 2014). 

Τα μειονεκτήματα του Random Forest περιλαμβάνουν το γεγονός ότι μπορεί να είναι 

λιγότερο εύκολα ερμηνεύσιμο από τον βασικό αλγόριθμο δέντρου αποφάσεων και 

απαιτεί περισσότερη υπολογιστική ισχύ. Επιπλέον, ο καθορισμός των 

υπερπαραμέτρων, όπως ο αριθμός των δέντρων και ο αριθμός των χαρακτηριστικών 

που εξετάζονται σε κάθε διάσπαση, επηρεάζει την απόδοση (Aria, 2021). 

 

19. Τεχνητή Νοημοσύνη και διάγνωση MDS 
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Η τεχνητή νοημοσύνη αποτελεί πλέον ένα πολύτιμο εργαλείο στη διάγνωσηΗ 

μηχανική μάθηση μπορεί να εφαρμοστεί για την ακριβέστερη ανίχνευση παθολογικών 

αλλοιώσεων και γενετικών μεταλλάξεων και βιοδεικτών μέσω της μορφολογικής 

ανάλυσης του μυελού των οστών (Karna Desai, 2024). Ωστόσο, η ανάλυση του 

επιχρίσματος μυελού των οστών συνδέεται με ορισμένες τεχνικές προκλήσεις που 

απαιτούν την εφαρμογή πρόσθετων εργαλείων όπως η αλληλούχηση επόμενης γενιάς 

(NGS) και η πολυπαραμετρική κυτταρομετρία ροής (MFC) (Clichet V L. D., 2023). 

Επιπλέον, η διάγνωση των MDS είναι μια πολύπλοκη διαδικασία, καθώς περιλαμβάνει 

κυτταρολογικούς, κυτταρογενετικούς και μοριακούς παράγοντες. Επιπλέον, η απουσία 

ενοποίησης της μεθοδολογίας που χρησιμοποιείται σε διαφορετικά εργαστήρια λόγω 

διαφορών στον εξοπλισμό και τα αντισώματα αποτελεί σημαντική πρόκληση (Karna 

Desai, 2024). Υπάρχουν πολλά μοντέλα μηχανικής μάθησης που χρησιμοποιούνται για 

την ανάλυση και επεξεργασία βιολογικών δεδομένων. Αυτά περιλαμβάνουν τα 

Συνελικτικά Νευρωνικά Δίκτυα (CNN), τα Δέντρα Απόφασης (Decision Trees), τα 

Random Forest, τα GBM και ElasticNet. Κάθε μοντέλο χρησιμοποιείται για ορισμένες 

περιπτώσεις και δείχνει εξαιρετικά αποτελέσματα όσον αφορά χαρακτηριστικά όπως η 

ευαισθησία, η εξειδίκευση και η ακρίβεια της διάγνωσης (Karna Desai, 2024). Έτσι, οι 

νέοι αλγόριθμοι επιλογής χαρακτηριστικών καθιστούν δυνατή την αποκάλυψη των πιο 

κρίσιμων παραμέτρων (Clichet V L. D., 2023). 

 

20. Μορφολογικά και αιματολογικά δεδομένα στη 

διάγνωση των MDS με τεχνητή νοημοσύνη 
 

Η διάγνωση των μυελοδυσπλαστικών συνδρόμων με τη χρήση τεχνητής νοημοσύνης 

έχει διευκολυνθεί σε μεγάλο βαθμό με την ανάλυση των μορφολογικών πληροφοριών 

σχετικά με τα αιμοποιητικά κύτταρα και τις αιματολογικές και μοριακές παραμέτρους. 

Αναλυτικότερα: 

 

20.1. Αιματολογικοί παράμετροι στη Τ.Ν. 
 

Έχει αποδειχθεί ότι είναι εξαιρετικά χρήσιμο να χρησιμοποιείται το αποτέλεσμα της 

γενικής εξέτασης αίματος μέσω αλγορίθμων μηχανικής μάθησης για την πρόβλεψη 

διαφόρων ασθενειών (Haider RZ, 2022). Με το να συνδυάζονται δεδομένα NGS, 

αιματολογικές και βιοχημικές μετρήσεις και μορφολογικά χαρακτηριστικά, μπορούν 

να αναπτυχθούν αλγόριθμοι που ελαχιστοποιούν την υποκειμενικότητα και βελτιώνουν 

την ακρίβεια της διάγνωσης. 

Η γενική αίματος χαρακτηρίζεται από βασικές παραμέτρους, ωστόσο, ορισμένες νέες 

παράμετροι όπως οι δείκτες Cell Population Data (CPD) είναι ιδιαίτερα χρήσιμοι για 

τη διάγνωση MDS. Ο συνδυασμός του δείκτη Ne-WX (structural neutrophil 

dispersion), που είναι δείκτης δυσγραλουνοποίησης, του MCV (Mean Cell Volume) 

και του ANC (Absolut Neutrophil Count), αντιπροσωπεύει τη βαθμολογία MDS-CBC. 
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Η εισαγωγή του Immature Platelet Fraction (IPF) οδηγεί σε αύξηση της ακρίβειας της 

εξέτασης: με threshold MDS-CBC = 0.23 και όριο IPF 3%, η ευαισθησία ισούται με 

94-95% ενώ η ειδικότητα είναι περίπου 87% με τη βοήθεια των μοντέλων Randon 

Forest και CART (Zhu J, 2022). 

Άλλες παράμετροι όπως τα MAC (Macrocytic red Cells), RDW (Red cell Distribution 

Width) , Neu-X (σχετικό με cytoplasmic complexity of neutrophils), Neu-Y (σχετικό 

με nucleic acid content) και Neu-Z (σχετικό με το cell size) εμφανίζουν AUC > 0.8 για 

τη διαφοροποίηση του MDS από άλλες κυτοπενίες, με προγνωστική αξία (Urrechaga 

E, 2024).  

20.2. Μοριακοί και κυτταρογενετικοί παράμετροι στη Τ.Ν. 
 

Εκτός από τις αιματολογικές πληροφορίες, μελέτες που αφορούν μη επιβλεπόμενα 

μοντέλα μηχανικής μάθησης που χρησιμοποιούν μορφολογικές και γενετικές 

πληροφορίες στα MDS έχουν οδηγήσει στην αναγνώριση διακριτών μορφολογικών 

προφίλ, τα οποία αποδείχθηκε ότι συσχετίζονται με κάποιες γενετικές ανωμαλίες (π.χ. 

μεταλλάξεις σε TET2, SF3B1). Κάθε ένα από αυτά τα προφίλ σχετίζεται με 

διαφορετική πρόγνωση (Nagata Y, 2020) (Haider, 2022). 

Επιπλέον, η ανάλυση των δεδομένων NGS αποκάλυψε ότι μεταλλάξεις εμφανίζονται 

συχνά σε γονίδια όπως τα TET2, SF3B1, ASXL1, SRSF2, DNMT3A και RUNX1. 

Σύμφωνα με μεγάλη μελέτη, η σημασία αυτών των γενετικών αλλοιώσεων έχει 

τεκμηριωθεί από την ισχυρή τους συσχέτιση με την κατηγορία κινδύνου IPSS-R 

(Haferlach, 2014). Επιπροσθέτως, σημειώνεται ότι ορισμένες μορφολογικές αλλαγές 

εντός των αιμοποιητικών κυττάρων συνδέονται με κάποιες μεταλλάξεις. Αυτό 

υποδεικνύει ότι υπάρχουν μορφολογικά δακτυλικά αποτυπώματα για κάθε γενετικό 

υπόβαθρο (Ogawa, 2019). 

Αναλύοντας τα πρωτεϊνικά και τα γονιδιωματικά δεδομένα, παρατηρήσαμε ότι τα 

μοντέλα ML είναι σε θέση να συνδέσουν τα μορφολογικά χαρακτηριστικά των 

ασθενών με μοριακά χαρακτηριστικά, άρα μπορούν να χρησιμοποιηθούν για τη 

διάγνωση των MDS. Ως αποτέλεσμα, παρόλο που αυτή η τεχνολογία έχει εφαρμοστεί 

ελάχιστα μέχρι στιγμής στο MDS, φαίνεται πιθανό ότι η τεχνητή νοημοσύνη μπορεί να 

βοηθήσει στον εντοπισμό συσχετίσεων μεταξύ κάποιων μεταλλάξεων (π.χ. SF3B1, 

TET2) και κυτταρικής μορφολογίας (Alexander Binder, 2018). 

 

20.3. Μορφολογικά δεδομένα από αιμοποιητικά κύτταρα στην 

Τ.Ν 
 

Έχουν διεξαχθεί πολλές έρευνες χρησιμοποιώντας ψηφιακές εικόνες μυελού των 

οστών ή περιφερικού αίματος χρησιμοποιώντας αλγόριθμους βαθιάς μάθησης (π.χ. 

CNN). Υπάρχουν πλέον πολλά παραδείγματα τέτοιων μοντέλων, 

συμπεριλαμβανομένων αρκετών με εντυπωσιακή ευαισθησία και ειδικότητα. Στη 

συνέχεια παρατίθενται ορισμένα παραδείγματα.  
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Το μοντέλο Histogram of Cell Types χρησιμοποιεί εκατοντάδες κυτταρικές σειρές που 

βρίσκονται σε δείγματα μυελού των οστών για να δημιουργήσει ένα ψηφιακό 

αποτύπωμα που αναπαριστά τα περίπλοκα δεδομένα που παράγονται από την 

κυτταρολογία του μυελού των οστών. Αυτό επιτρέπει στους γιατρούς να κάνουν πιο 

ακριβείς διαγνώσεις (Tayebi RM, 2022). Άλλη μελέτη χρησιμοποιεί τεχνικές Imaging 

Flow Cytometry με Machine Learning (ML) για τον ποσοτικό χαρακτηρισμό της 

δυσερυθροποίησης σε δείγματα μυελού των οστών σε ασθενείς με MDS (Rosenberg, 

2024). 

Τέτοιες μάθοδοι αποδείχθηκαν εξαιρετικά αξιόπιστες στη διαφοροποίηση μεταξύ 

MDS και ICUS (Idiopathic Cytopenia of Undetermined Significance) ή CCUS (Clonal 

Cytopenia of Undetermined Significance) σε δείγματα μυελού των οστών και 

περιφερικού αίματος, ελαχιστοποιώντας την υποκειμενικότητα στην παρατήρηση των 

κυττάρων (Palak Dave, 2024) (Nicole H Romano, 2024). 

Όσον αφορά την πρακτική εφαρμογή, ο αλγόριθμος CNN που σχεδίασε η ομάδα του 

Acevedo είχε ως στόχο να ανιχνεύσει ουδετερόφιλα με υποκοκκιώδη δυσπλασία στο 

επίχρισμα περιφερικού αίματος. Το καλύτερο μοντέλο ήταν το Μ1 και πέτυχε απόδοση 

AUC=0.982, ευαισθησία 95.5% και ειδικότητα 94.3% πράγμα που δείχνει ότι ο 

αλγόριθμος μπορούσε να αναγνωρίσει δυσπλαστικές μορφές οι οποίες αγνοούνταν από 

τον παρατηρητή (Elshoeibi AM, 2023). Παρόμοια, η ομάδα του Kimura 

χρησιμοποίησε CNN και XGBoost για να διακρίνει 17 διαφορετικούς τύπους κυττάρων 

από πάνω από 690.000 εικόνες αίματος. Το τελικό μοντέλο ήταν σε θέση να 

ταξινομήσει το MDS από απλαστική αναιμία (ΑΑ) με ευαισθησία 96.2% και 

ειδικότητα 100% (Elshoeibi AM, 2023). 

 

21. Οξειδωτικοί δείκτες και Τ.Ν. 
 

Η Τεχνητή Νοημοσύνη στη διαδικασία ανάλυσης διευκολύνει την ταχύτητα και την 

ευκολία επεξεργασίας των βιοδεικτών. Η χρήση τεχνικών μηχανικής μάθησης και 

βαθιάς μάθησης χρησιμοποιείται σε διάφορα στάδια της διαδικασίας ανίχνευσης, 

ανάλυσης εικόνας και ενσωμάτωσης βιολογικών δεδομένων, προκειμένου να βρεθούν 

βιοδείκτες όπως ROS, MDA και αντιοξειδωτικά ένζυμα με μεγαλύτερη ακρίβεια σε 

σύγκριση με άλλες μεθόδους (Pantic I, 2022) (Duan S, 2025). Τα νευρωνικά δίκτυα, τα 

δέντρα αποφάσεων και τα τυχαία δάση είναι μερικές από τις τεχνικές που έχουν 

χρησιμοποιηθεί στην ταξινόμηση και την πρόβλεψη των επιπέδων οξειδωτικού στρες. 

Οι γραμμικές και λογιστικές παλινδρομήσεις είναι πολύτιμα εργαλεία, ιδιαίτερα όταν 

χρησιμοποιούνται μαζί με μη γραμμικά μοντέλα (Pantic I, 2022). 

Η επιλογή του σωστού βιοδείκτη είναι ύψιστης σημασίας. Χωρίς σωστή επισήμανση 

και βιολογικά στοιχεία, τα μοντέλα δεν θα μπορέσουν να παρέχουν καμία κλινικά 

χρήσιμη πληροφορία (Nuñez-Selles AJ, 2025). Τα μοντέλα μηχανικής μάθησης 

λειτουργούν ως μοντέλα πρόβλεψης. Εκπαιδεύονται χρησιμοποιώντας επισημασμένα 

δεδομένα, προκειμένου να ανιχνεύσουν ανωμαλίες εντός των τελικών σημείων του 

οξειδωτικού στρες. Έχουν την ικανότητα να προβλέπουν τις αποκλίσεις των 

βιοδεικτών και να ταξινομούν τα δείγματα ανάλογα (Duan S, 2025), (de la Villehuchet 
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AM, 2009). Η ενσωμάτωση μηχανικής μάθησης στην ανάλυση δεικτών οξειδωτικού 

στρες είναι ένας τρόπος βελτίωσης των διαγνωστικών και προγνωστικών ικανοτήτων 

και εστίασης στη θεραπεία των οδών οξειδωτικού στρες (Kazakov Y, 2025). Ωστόσο, 

υπάρχουν ορισμένες προκλήσεις λόγω της απαίτησης για μεγάλα επισημασμένα 

σύνολα δεδομένων, τυποποίηση πρωτοκόλλων και εξωτερική επικύρωση (Mihai, 

2025), (Pantic I, 2022). 

Η κλινική αξία αυτού φαίνεται από αρκετές εφαρμογές της. Ένα από αυτά είναι το 

IIRPM, το οποίο παρέχει μια συνδυασμένη βαθμολογία των αιματολογικών και 

κλινικών δεδομένων για την αξιολόγηση της φλεγμονής και του οξειδωτικού στρες 

post-mission (Mihai, 2025). Επίσης, σε μελέτη για ασθενείς με διαβητική νεφροπάθεια, 

δημιουργήθηκε ένα προγνωστικό μοντέλο χρησιμοποιώντας γονίδια που εμπλέκονται 

στο οξειδωτικό στρες. Σε αυτή τη μελέτη, η πρόβλεψη της νόσου ήταν δυνατή μέσω 

της χρήσης υπογραφών οξειδωτικού στρες. Οι αλγόριθμοι LASSO και SVM-RFE 

εφαρμόστηκαν στην επιλογή των δεικτών DUSP1, PRDX6, S100A8, οι οποίοι 

αποδείχθηκαν πολύ αποτελεσματικοί (Zhu HM, 2023). Επιπλέον, έχει χρησιμοποιηθεί 

ML (LASSO, Random Forest, ANN) για να εντοπίσουν και να επικυρώσουν 6 

βιοδείκτες που σχετίζονται με οξειδωτικό στρες σε δείγματα ασθενών με ελκώδη 

κολίτιδα (UC). Έγινε και εργαστηριακή επαλήθευση και το αποτέλεσμα προτείνει 

ορισμένες μοριακές υπογραφές οξειδωτικού στρες ως διαγνωστικούς στόχους. 

Η μηχανική μάθηση μπορεί επίσης να αξιοποιήσει βιοδείκτες οξειδωτικού στρες για 

πρόγνωση έκβασης ασθένειας. Σε μια ερευνητική μελέτη σχετικά με την πρόβλεψη της 

επιβίωσης ηλικιωμένων ασθενών με μη μικροκυτταρικό καρκίνο του πνεύμονα 

(NSCLC), χρησιμοποιήθηκε το Oxidative Stress Score (OSS) από έξι συστηματικούς 

βιοδείκτες οξειδωτικού στρες.  Χρησιμοποιήθηκαν οι αλγόριθμοι Decision Tree (DT), 

Random Forest (RF) και SVM με τον RF να έχει την καλύτερη απόδοση με AUC 

περίπου 0,79 στην εσωτερική επικύρωση (Chen H, 2024).  

 

22. Ανάλυση οξειδωτικών βιοδεικτών με Τ.Ν. στα 

MDS 
 

Η εφαρμογή της Τεχνητής Νοημοσύνης (ΤΝ) στη μελέτη των οξειδωτικών βιοδεικτών 

στα MDS μπορεί να βοηθήσει στην κατανόηση και τη διαχείριση των αιματολογικών 

διαταραχών. Είναι προφανές ότι οι ασθενείς που πάσχουν από MDS έχουν υψηλά 

επίπεδα οξειδωτικού στρες, καθώς έχουν υψηλότερα επίπεδα TBARS και χαμηλότερα 

GSH, πράγμα που σημαίνει ότι υπάρχει ανάγκη για αξιόπιστες μεθόδους διάγνωσης 

(Tsiara, 2025). 

Τα μοντέλα μηχανικής μάθησης είναι σε θέση να αναλύουν πολυδιάστατα δεδομένα, 

όπως τα επίπεδα αντιοξειδωτικών ενζύμων και λιπιδίων. Έτσι, προβλέπουν την εξέλιξη 

της νόσου και την απόκριση στη φαρμακευτική αγωγή (Kazakov Y, 2025). Η 

ενσωμάτωση πληροφοριών που συλλέγονται από βιοχημική ανάλυση, κυτταρομετρία 

ροής και γενετικό προφίλ χρησιμοποιώντας μηχανική μάθηση μπορεί να αποκαλύψει 

μοτίβα που δεν μπορούν να ανιχνευθούν στατιστικά (Stagno, 2025). 
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Η εφαρμογή νευρωνικών δικτύων έχει βοηθήσει στην ανακάλυψη μη γραμμικών 

συνδέσεων μεταξύ των επιπέδων των ROS και παραμέτρων όπως η αναλογία 

GSH/GSSG και η δραστηριότητα της καταλάσης, οι οποίες χρησιμεύουν ως δείκτες 

αντιοξειδωτικής ικανότητας, δίνοντας έτσι μια εικόνα για τη φύση των υποκείμενων 

μηχανισμών ανάπτυξης διαφόρων ασθενειών (Pierro F, 2025). Επιπλέον, η εφαρμογή 

τεχνικών όπως τα τυχαία δάση και η SVM έχει βοηθήσει στην αύξηση της ακρίβειας 

της διάγνωσης από την ενσωμάτωση δεδομένων που λαμβάνονται σε διάφορα επίπεδα 

(Α. Kosvyra, 2024). Η συνεχής πρόοδος στην τεχνολογία μπορεί να ενισχύσει 

περισσότερο την αξιοπιστία και την εφαρμοσιμότητα αυτών των προσεγγίσεων στην 

καθημερινή κλινική πρακτική. 

 

23. Επιλογή μοντέλων Τ.Ν. 
 

Σε προβλέψεις ιατρικής δεν είναι εύκολο να ξέρει κάποιος εκ των προτέρων ποιο 

μοντέλο Τ.Ν. θα αποδώσει καλύτερα. Πολλοί αλγόριθμοι π.χ. logistic regression, 

random forest, XGBoost, neural network κλπ., έχουν διαφορετική συμπεριφορά 

ανάλογα με το μέγεθος και την ποιότητα του dataset, το πόσο γραμμικές είναι οι 

σχέσεις, τα ελλιπή δεδομένα και την πολυπλοκότητα των αλληλεπιδράσεων πχ. 

GSH/GSSG ratio με μεταλλάξεις SF3B1. Γι’ αυτούς τους λόγους η σωστή προσέγγιση 

είναι να εκπαιδεύσει κάποιος και να αξιολογήσει πολλά μοντέλα με σταθερή 

μεθοδολογία και να συγκρίνει τις επιδόσεις τους με αντικειμενικό τρόπο όπως οι AUC, 

MCC, calibration κλπ.  

 

24. Σχεδιασμός της μελέτης 
 

Η παρούσα εργασία αποτελεί δευτερογενή και αναδρομική μελέτη, η οποία 

χρησιμοποίησε ήδη διαθέσιμα κλινικά και εργαστηριακά δεδομένα, με στόχο τη 

διερεύνηση της διαγνωστικής αξίας βιοδεικτών που σχετίζονται με το οξειδωτικό στρες 

στα μυελοδυσπλαστικά σύνδρομα. 

Η ανάλυση επικεντρώθηκε στο να γίνει διαχωρισμός μεταξύ δύο πληθυσμών, ασθενών 

με MDS και υγιών ατόμων ελέγχου, χρησιμοποιώντας ένα ισορροπημένο σύνολο 

δεδομένων. Οι μεταβλητές που χρησιμοποιήθηκαν περιλάμβαναν δείκτες οξειδωτικού 

στρες, δείκτες αντιοξειδωτικής άμυνας και βασικά δημογραφικά χαρακτηριστικά, με 

επιλογή βασισμένη στη βιολογική τους συνάφεια με τους υποκείμενους 

παθοφυσιολογικούς μηχανισμούς.  

Στο πρώτο στάδιο πραγματοποιήθηκε διερευνητική στατιστική ανάλυση, με στόχο να 

υπάρξει κατανόηση της δομής των δεδομένων, να γίνει έλεγχος των κατανομών και 

των μεταξύ τους συσχετίσεων, καθώς και μια αρχική εκτίμηση της διαχωριστικής 

ικανότητας των επιμέρους βιοδεικτών. Εξετάστηκε επίσης η ισορροπία των κλάσεων 

και η παρουσία πολυσυγγραμμικότητας. Στη συνέχεια εφαρμόστηκαν μέθοδοι μη 

επιβλεπόμενης μάθησης (clustering), έτσι ώστε να διερευνηθεί η ύπαρξη τάσης 
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ομαδοποιήσεων και να εντοπιστούν πιθανά ξεχωριστά βιολογικά προφίλ. Στο τελικό 

στάδιο αναπτύχθηκαν και αξιολογήθηκαν μοντέλα επιβλεπόμενης μηχανικής μάθησης 

για τη δυαδική ταξινόμηση των ατόμων σε MDS ή Control, με τη χρήση 

διασταυρούμενης επικύρωσης, βελτιστοποίησης υπερπαραμέτρων, επιλογής ορίων 

ταξινόμησης και αξιολόγησης της σημασίας των μεταβλητών. Με αυτό τον τρόπο έγινε 

συνδυασμός διερευνητικών και προβλεπτικών μεθόδων, πράγμα που επέτρεψε την 

κατανόηση της δομής των δεδομένων και την αξιόπιστη αξιολόγηση των βιοδεικτών 

για διαγνωστική χρήση.  

 

25. Δεδομένα και πληθυσμός μελέτης 
 

Η παρούσα διπλωματική βασίζεται σε ανάλυση εργαστηριακών δεδομένων που 

προέρχονται από την δημοσιευμένη εργασία με τίτλο «Correlation of Oxidative Stress 

Biomarkers and Hematological Parameters in Blood Cancer Patients from Sardinia, 

Italy» των Tsamesidis et al. Η αρχική μελέτη πραγματοποιήθηκε σύμφωνα με τις 

κατευθυντήριες οδηγίες της Ορθής Κλινικής Πρακτικής (Good Clinical Practice) και 

τις αρχές της Διακήρυξης του Ελσίνκι, ενώ είχε λάβει έγκριση από την αρμόδια 

θεσμική επιτροπή βιοηθικής.  

Τα δείγματα αίματος συλλέχθηκαν από τους συμμετέχοντες μετά από νυχτερινή 

νηστεία διάρκειας τουλάχιστον 10 ωρών. Στην αρχική ομάδα μελέτης, η αιμοληψία 

πραγματοποιήθηκε την ημέρα της διάγνωσης και πριν από την έναρξη οποιασδήποτε 

ειδικής θεραπείας για τη νόσο.  

Η αρχική ομάδα περιλάμβανε 80 ασθενείς με αιματολογικές κακοήθειες και 40 υγιή 

άτομα. Οι ασθενείς ταξινομήθηκαν σε τέσσερις διαγνωστικές κατηγορίες: λέμφωμα 

Hodgkin (HL), μη-Hodgkin λέμφωμα (NHL), οξεία μυελογενή λευχαιμία (AML) και 

μυελοδυσπλαστικά σύνδρομα (MDS). Οι επιμέρους κλινικοί υπότυποι και οι 

κυτταρογενετικές κατηγορίες κινδύνου περιγράφονται αναλυτικά στη δημοσιευμένη 

εργασία. Η πλειονότητα των ασθενών παρουσίαζε σημαντικές συνοσηρότητες, 

ιδιαίτερα στις ομάδες AML, NHL και MDS, γεγονός που καθιστούσε δύσκολη τη 

συστηματική σύγκριση των υποομάδων με βάση τις συνυπάρχουσες παθολογικές 

καταστάσεις. 

Οι εργαστηριακές μεταβλητές που χρησιμοποιήθηκαν στην παρούσα ανάλυση 

περιλαμβάνουν τη μαλονδιαλδεϋδη  (MDA, ng/mL), η οποία αποτελεί δείκτη λιπιδικής 

υπεροξείδωσης και οξειδωτικής βλάβης, τη συνολική αντιοξειδωτική ικανότητα (TAC, 

mM), που δείχνει τη συστηματική αντιοξειδωτική άμυνα του οργανισμού, τις τιμές 

αντιδραστικών μορφών οξυγόνου (ROS, %), τα επίπεδα βιταμίνης Ε (μmol/L), καθώς 

και την ηλικία (έτη) κατά τον χρόνο συλλογής του δείγματος. Αυτές οι μεταβλητές 

επιλέχθηκαν λόγω της βιολογικής τους συνάφειας με τους μηχανισμούς οξειδωτικού 

στρες και της διαθεσιμότητας τους για όλα τα άτομα της μελέτης. Η ηλικία 

συμπεριλήφθηκε επίσης ως δημογραφικός παράγοντας, δεδομένου ότι έχει αποδειχθεί 

ότι σχετίζεται με την οξειδωτική κατάσταση του οργανισμού και με τον κίνδυνο 

εμφάνισης αιματολογικών νοσημάτων.  
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Για την ανάπτυξη των μοντέλων, τα άτομα κατηγοριοποιήθηκαν σε δύο ομάδες: MDS 

( άτομα με διάγνωση MDS) και Control (υγιή άτομα). Το τελικό σύνολο δεδομένων 

περιλάμβανε 40 άτομα (20 ασθενείς με MDS και 20 υγιείς μάρτυρες) και 

χρησιμοποιήθηκε για αναλύσεις ομαδοποίησης (clustering) και επιβλεπόμενης 

ταξινόμησης (classification).  

 

26. Μεταβλητές της μελέτης 
 

Οι μεταβλητές που χρησιμοποιήθηκαν στην παρούσα μελέτη επιλέχθηκαν με γνώμονα 

τη βιολογική τους σημασία σε σχέση με το οξειδωτικό στρες και την αντιοξειδωτική 

άμυνα, αλλά και τη διαθεσιμότητά τους για όλους τους συμμετέχοντες. Στόχος ήταν να 

δημιουργηθεί ένα σύνολο δεικτών που να είναι στατιστικά χρήσιμο και εύκολα 

ερμηνεύσιμο από κλινικής πλευράς.  

Στη μελέτη αυτή υπάρχουν οι ανεξάρτητες μεταβλητές (predictors), οι οποίες 

χρησιμοποιήθηκαν για την ανάπτυξη των μοντέλων και η μεταβλητή έκβασης 

(outcome), η οποία χρησιμοποιήθηκε στο πλαίσιο της επιβλεπόμενης ταξινόμησης. 

Οι μεταβλητές εισόδου περιλάμβαναν δείκτες οξειδωτικού στρες, δείκτες 

αντιοξειδωτικής ικανότητας και έναν βασικό δημογραφικό παράγοντα, οι οποίοι 

συλλογικά δείχνουν την οξειδοαναγωγική ισορροπία του οργανισμού και τις πιθανές 

διαταραχές της στα μυελοδυσπλαστικά σύνδρομα.  

 

26.1. Κύριες μεταβλητές εισόδου και μεταβλητή έκβασης 
 

Οι μεταβλητές που χρησιμοποιήθηκαν στην ανάλυση ήταν οι εξής: 

- Reactive Oxygen Species (ROS, %) 

- Malondialdehyde (MDA, ng/mL) 

- Total Antioxidant Capacity (TAC, mM) 

- Vitamin E (μmol/L) 

- Age (έτη) 

Κάθε μεταβλητή έχει να κάνει με μια διαφορετική διάσταση της οξειδοαναγωγικής 

κατάστασης ή σχετίζεται με γνωστούς παράγοντες κινδύνου. 

Τα ROS χρησιμεύουν ως άμεσος δείκτης οξειδωτικού στρες, διότι εκφράζουν τα 

επίπεδα των αντιδραστικών μορφών οξυγόνου στον οργανισμό. Η κυτταρική βλάβη 

και διαταραχές της αιμοποίησης έχουν δείξει συσχέτιση με υψηλότερες τιμές και στα 

αιματολογικά νοσήματα φαίνεται να έχουν σχέση και με την εξέλιξη της νόσου. 

Η Malondialdehyde (MDA) είναι προϊόν λιπιδικής υπεροξείδωσης και χρησιμοποιείται 

ως δείκτης οξειδωτικής βλάβης των κυτταρικών μεμβρανών. Υψηλές τιμές του δείκτη 

αυτού υποδηλώνουν αυξημένη καταστροφή λιπιδίων λόγω οξειδωτικού στρες. 
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Η Total Antioxidant Capacity (TAC) δείχνει τη συνολική αντιοξειδωτική ικανότητα 

του οργανισμού, δηλαδή το πόσο αποτελεσματικά μπορεί να εξουδετερώσει τις 

ελεύθερες ρίζες και δίνει μια πιο ολοκληρωτική εικόνα της άμυνας του οργανισμού. 

Η Vitamin E είναι μια σημαντική λιποδιαλυτή αντιοξειδωτική ουσία που προστατεύει 

τις κυτταρικές μεμβράνες από την οξειδωτική καταστροφή. Το αυξημένο οξειδωτικό 

στρες έχει σχετιστεί με χαμηλά επίπεδά της. 

Τέλος, η Age (ηλικία) χρησιμοποιήθηκε ως βασικός δημογραφικός παράγοντας, καθώς 

αποτελεί γνωστό παράγοντα κινδύνου για τα μυελοδυσπλαστικά σύνδρομα και 

συνδέεται με τη συσσώρευση οξειδωτικής βλάβης με την πάροδο του χρόνου. 

Όλες οι μεταβλητές αναλύθηκαν ως συνεχείς αριθμητικές μεταβλητές, χωρίς επιπλέον 

κατηγοριοποίηση, ώστε να διατηρηθεί η πλήρης πληροφορία και να μη χαθεί 

διακριτική ικανότητα.  

Η μεταβλητή έκβασης αποτέλεσε το outcome για την ανάπτυξη και αξιολόγηση των 

μοντέλων ταξινόμησης (Control vs MDS). Η μεταβλητή Category χρησιμοποιήθηκε 

στο στάδιο της επιβλεπόμενης ανάλυσης, όπου τα μοντέλα εκπαιδεύτηκαν να 

προβλέπουν την κατηγορία κάθε ατόμου με βάση τις τιμές των βιοδεικτών και της 

ηλικίας. Στη μη επιβλεπόμενη ανάλυση (clustering) χρησιμοποιήθηκε κατά τη 

δημιουργία ομάδων για να φανεί κατά πόσο οι ομάδες που προκύπτουν συμφωνούν με 

την πραγματική κλινική κατηγοριοποίηση. Έτσι, διατηρείται η ανεξαρτησία της 

ανάλυσης και η δομή των δεδομένων μελετάται πιο αντικειμενικά.  

Για να υπάρχει συνέπεια, ορίστηκε ότι το Control είναι η αρνητική κλάση και το MDS 

η θετική κλάση, πράγμα απαραίτητο για το σωστό υπολογισμό δεικτών απόδοσης όπως 

η ευαισθησία (sensitivity), η ειδικότητα (specificity) και ο δείκτης Matthews 

correlation coefficient (MCC). 

 

27. Γενική προεπεξεργασία δεδομένων 
 

Είναι σημαντικό να γίνει καθαρισμός των δεδομένων πριν από την εκτέλεση 

οποιασδήποτε ανάλυσης στο σύνολο δεδομένων. Ο πρώτος λόγος για τον οποίο ο 

καθαρισμός είναι απαραίτητος είναι ότι θα καθορίσει αν τα στατιστικά μας στοιχεία θα 

είναι ακριβή. Γι’αυτό το λόγο λάβαμε υπόψη το γεγονός ότι τα αρχικά δεδομένα 

ελήφθησαν από εξωτερική πηγή και δεν ήταν ομοιόμορφα ως προς τη μορφή και τις 

συμβάσεις ονομασίας. 

Αρχικά, οι μεταβλητές μετατράπηκαν σε αριθμητική μορφή για να μπορούν να 

χρησιμοποιηθούν από τις στατιστικές μεθόδους και τα μοντέλα μηχανικής μάθησης. 

Έγινε επίσης έλεγχος στις δεκαδικές τιμές για να μη γίνουν λάθη στην εισαγωγή των 

δεδομένων. Οι μονάδες των μεταβλητών έμειναν ίδιες σε όλη την ανάλυση, ωστόσο 

όπου υπήρχαν διαφορές στην κλίμακα που επηρέαζαν τους αλγόριθμους εφαρμόστηκε 

κανονικοποίηση (scaling), η οποία περιγράφεται σε επόμενες ενότητες.  
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Όσων αφορά τα ονόματα των μεταβλητών, έγινε απλοποίηση για να είναι πιο εύκολα 

στην ανάγνωση (π.χ. “TAC(mM)” σε “TAC”), χωρίς να χαθεί η πληροφορία για τις 

μονάδες μέτρησης. 

Συνοπτικά η προεπεξεργασία περιλάμβανε:  

- Επιλογή σχετικών μεταβλητών, 

- Μετατροπή όλων των μεταβλητών σε αριθμητικές, 

- Αφαίρεση ελλειπουσών ή μη έγκυρων τιμών, 

- Μετασχηματισμός της μεταβλητής στόχου σε δύο κατηγορίες (Control και 

MDS) 

- Και ανίχνευση μη έγκυρων αριθμητικών τιμών (NaN, Inf). 

Καταβλήθηκαν προσπάθειες για να διασφαλιστεί ότι δεν εισήχθη καμία μορφή 

μεροληψίας. Δεν χρησιμοποιήθηκαν μέθοδοι συμπλήρωσης ελλιπών τιμών 

(imputation), επειδή ο μικρός αριθμός συμμετεχόντων μπορεί να επηρεάσει την 

κατανομή των μεταβλητών. Χρησιμοποιήθηκε μια μέθοδος πλήρους ανάλυσης 

περίπτωσης, που σημαίνει ότι όλα τα αποτελέσματα βασίστηκαν σε πραγματικά 

δεδομένα. 

 

27.1. Μετασχηματισμός δεδομένων, διαχείριση ελλιπών τιμών και 

έλεγχος έγκυρων τιμών 
 

Τα δεδομένα φορτώθηκαν σε περιβάλλον R. Οι μεταβλητές που σχετίζονται με την 

ανάλυσή μας επιλέχθηκαν από τα φορτωμένα δεδομένα και δημιουργήθηκε ένα σύνολο 

δεδομένων, που περιελάμβανε τις ακόλουθες μεταβλητές:  Age, TAC, ROS, Vitamin 

E, Category.  

Πρώτον, τα ονόματα των μεταβλητών τροποποιήθηκαν σε μια απλούστερη έκδοση για 

ευκολότερη ερμηνεία των δεομένων. Όλες οι μεταβλητές στη συνέχεια μετατράπηκαν 

σε αριθμητικό τύπο, κάτι που περιλάμβανε την αλλαγή του τύπου χαρακτήρων σε 

αριθμητικό τύπο και την προσαρμογή της μορφής της δεκαδικής τιμής (δηλαδή 

αντικατάσταση του κόμματος με τελεία).  

Στη συνέχεια, πραγματοποιήθηκε καθαρισμός των δεδομένων χρησιμοποιώντας 

διάφορα φίλτρα για: διαγραφή ελλιπών τιμών (συνάρτηση drop_na()), έλεγχο για 

πλήρεις παρατηρήσεις (complete cases) με τη συνάρτηση complete.cases() και 

εξάλειψη μη πεπερασμένων τιμών (φίλτρο is.finite). 

Τα ελλειπή δεδομένα μπορούν να επηρεάσουν τα αποτελέσματα της στατιστικής 

συμπερασματολογίας και την ακρίβεια του μοντέλου. Στη διατριβή μου, αποφάσισα να 

χρησιμοποιήσω έναν συντηρητικό τρόπο διαχείρισης των ελλειπουσών δεδομένων. 

Μετά την εισαγωγή των δεδομένων και τη μετατροπή τους σε κατάλληλη μορφή, όλες 

οι παρατηρήσεις που περιείχαν ελλιπούσες τιμές σε οποιαδήποτε από τις εξεταζόμενες 

μεταβλητές διαγράφηκαν. Αυτό επιτεύχθηκε με την εφαρμογή της συνάρτησης 

drop_na() που διατηρεί μόνο περιπτώσεις με μη ελλιπούσες τιμές σε κάθε στήλη των 

δεδομένων. Ως περαιτέρω έλεγχος των ελλειπουσών τιμών, χρησιμοποιήθηκε η 
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συνάρτηση complete.cases(), διασφαλίζοντας ότι θα παρέμεναν μόνο πλήρεις 

περιπτώσεις χωρίς ελλιπόμενα δεδομένα. 

Υπάρχουν δυο βασικοί λόγοι για τους οποίους δεν επέλεξα να χρησιμοποιήσω τεχνικές 

εκτίμησης (imputation) για να συμπληρώσω τις ελλιπούσες τιμές. Ο π΄ρωτος λόγος 

αφορά το μέγεθος του δείγματος (n=40), καθιστώντας το ευάλωτο σε πιθανές 

μεροληψίες κατά την εισαγωγή εκτιμώμενων τιμών δεδομένων. Ένας άλλος λόγος 

αναφέρεται στη βιολογική φύση των εξεταζόμενων μεταβλητών, οι πραγματικές τιμές 

των οποίων πρέπει να λαμβάνονται υπόψη κατά τη διεξαγωγή της ανάλυσης. Μετά την 

εφαρμογή των παραπάνω φίλτρων, το τελικό dataset που χρησιμοποιήθηκε στην 

ανάλυση περιλάμβανε αποκλειστικά πλήρεις παρατηρήσεις για όλες τις μεταβλητές 

(Age, TAC, ROS, Vitamin E και Category), διασφαλίζοντας ότι κάθε υπολογισμός 

βασίστηκε σε πραγματικά μετρημένα δεδομένα χωρίς την εισαγωγή τεχνητών τιμών.  

Εκτός από την πληρότητα του συνόλου δεδομένων, πρέπει να δοθεί προσοχή στην 

αριθμητική ορθότητα των δεδομένων. Σε αυτή την εργασία, έχει πραγματοποιηθεί 

αυστηρό φιλτράρισμα.  

Όταν γίνεται η μετατροπή των μεταβλητών σε αριθμούς, το φιλτράρισμα 

πραγματοποιείται έτσι ώστε οι παρατηρήσεις να περιλαμβάνουν μόνο εκείνες τις 

μεταβλητές που έχουν τιμές που είναι αριθμητικά σωστές και πεπερασμένες (is.finite). 

Έτσι, τέτοιοι τύποι τιμών όπως: NaN (Not a Number), Inf ή -Inf (άπειρες τιμές) και 

άλλοι δεν θα ληφθούν υπόψη στην ανάλυση. Αυτό υλοποιείται χρησιμοποιώντας 

if_all(where(is.numeric), is.finite). Η ουσία του έγκειται στη διασφάλιση ότι κάθε 

αριθμητική μεταβλητή σε κάθε παρατήρηση είναι αριθμητικά σωστή και πεπερασμένη. 

Απαιτείται επειδή οι μη πεπερασμένες τιμές μπορεί να οδηγήσουν σε αστάθεια 

αλγορίθμων μηχανικής μάθησης, σφάλματα υπολογισμου στατιστικών δεικτών ή 

παραμορφώσεις των εκτιμήσεων των παραμέτρων του μοντέλου. Επιπλέον, υπάρχει 

ένα ελάχιστο μέγεθος ελέγχου δείγματος (n<20). Παίζει τον ρόλο ενός συστήματος 

ασφαλείας για την αποτροπή ανάλυσης με ανεπαρκή αριθμό παρατηρήσεων. Σε αυτή 

την εργασία, το σύνολο δεδομένων που προέκυψε περιείχε 40 παρατηρήσεις, που 

υπερβαίνουν το καθορισμένο ελάχιστο όριο.  

Το σύνολο δεδομένων που προέκυψε περιείχε 40 παρατηρήσεις και 5 μεταβλητές (40 

x 5), όπου 20 αντιστοιχούσαν στην ομάδα MDS και οι άλλες 20 στην ομάδα Control. 

Η ισορροπία αυτή επαληθεύτηκε χρησιμοποιώντας τη συχνότητα της μεταβλητής 

Category.  

Τέλος, πραγματοποιήθηκε μια συνοπτική περιγραφική ανάλυση (summary statistics) 

του συνόλου δεδομένων, η οποία περιλάμβανε τον υπολογισμό μέσων τιμών, 

διακυμάνσεων και εύρους των μεταβλητών στο σύνολο δεδομένων. Σκοπός αυτού του 

βήματος ήταν η διεξαγωγή ενός τελικού ελέγχου του συνόλου δεδομένων για 

σφάλματα πριν από τη χρήση περαιτέρω αναλύσεων. 

 

27.2. Γενική αναλυτική ροή 
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Η  διαδικασία ανάλυσης γύρω από την οποία βασίζεται η διατριβή έχει σχεδιαστεί ως 

μια διαδοχική προσέγγιση στην επεξεργασία δεδομένων, επιτρέποντας μια σταδιακή 

διερεύνηση και ανάλυση του συνόλου δεδομένων ως προς το διαγνωστικό τους 

δυναμικό. 

Πρώτα απ 'όλα, πραγματοποιήθηκε μια εντατική διερεύνηση του συνόλου δεδομένων, 

η οποία περιελάμβανε: επαλήθευση της ισορροπίας των τάξεων (20 MDS, 20 

Controls), ανάλυση των συσχετίσεων και της πολυσυγγραμμικότητας μεταξύ των 

μεταβλητών, αξιολόγηση της διακριτικής ικανότητας κάθε βιοδείκτη ξεχωριστά (μέσω 

ROC/AUC και γραμμικών διακριτικών συναρτήσεων (LDA)). Έτσι, ο στόχος αυτού 

του σταδίου ήταν να διασφαλιστεί η καταλληλότητα του συνόλου δεδομένων και να 

εντοπιστούν οι μεταβλητές με υψηλό διαγνωστικό δυναμικό. 

Στο δεύτερο στάδιο, πραγματοποιήθηκε μη επιβλεπόμενη μάθηση στο σύνολο 

δεδομένων, όπου δεν χρησιμοποιήθηκε η μεταβλητή αποτελέσματος. Αυτό επέτρεψε 

στον ερευνητή να διερευνήσει: την παρουσία συστάδων στο σύνολο δεδομένων, τον 

βέλτιστο αριθμό συστάδων (k = 2 - 4), τη σύγκριση αλγορίθμων συστάδων (k- means, 

hierarchical clustering, Gaussian mixture models) και τη σταθερότητα των συστάδων 

χρησιμοποιώντας επαναδειγματοληψία bootstrap. Το αποτέλεσμα της ομαδοποίησης 

αξιολογήθηκε εκ των υστέρων σε σχέση με την πραγματική συμμετοχή στην κλάση 

(MDS/Control), για να επαληθευτεί η αντιστοιχία της δομής του συνόλου δεδομένων 

με τη βιολογική διαφορά μεταξύ των δύο κατηγοριών. 

Το τρίτο βήμα περιελάμβανε την κατασκευή ταξινομητών μηχανικής μάθησης για 

δυαδική ταξινόμηση δειγμάτων εφαρμόζοντας τους ακόλουθους αλγόριθμους: 

Artificial Neural Networks, Support Vector Machines (RBF kernel), Random Forest , 

XGBoost. Η διαδικασία επικύρωσης των μοντέλων έγινε nested cross-validation (5-

fold x 5 repeats, συνολικά 25 outer folds), με εσωτερική βελτιστοποίηση 

υπερπαραμέτρων (inner cross-validation έως 3 folds). Επιπλέον, χρησιμοποιήθηκε μια 

στρατηγική αύξησης δεδομένων στα δείγματα εκπαίδευσης (στόχος: 35 δείγματα ανά 

κατηγορία). Η αξιολόγηση των μοντέλων μηχανικής μάθησης έγινε χρησιμοποιώντας 

διαφορετικές μετρήσεις, όπως accuracy, sensitivity, specificity, F1-score, Matthews 

correlation coefficient (MCC) και area under the ROC curve (AUC), ενώ 

πραγματοποιήθηκε και pooled ROC ανάλυση με χρήση όλων των outer-test 

προβλέψεων.  

Επιπλέον, διερευνήθηκε η συμβολή κάθε βιοδείκτη μέσω: standalone predictive 

analysis, incremental feature removal, permutation importance και sensitivity analysis 

ως προς τον αριθμό των folds.  

Γενικά, η διαδικασία ανάλυσης που ακολουθήθηκε στην έρευνα αποσκοπεί στο να 

συνδυάσει τις διερευνητικές και τις προγνωστικές προσεγγίσεις, παρέχοντας έτσι την 

ευκαιρία να αναλυθούν τα δομικά χαρακτηριστικά και οι διαγνωστικές δυνατότητες 

των δεδομένων. Η διαδοχική εκτέλεση και των τριών βημάτων εγγυάται τη συνοχή της 

διαδικασίας ανάλυσης.  
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28. Προκαταρκτική διερευνητική ανάλυση δεδομένων 
 

Πριν από τη χρήση των προσεγγίσεων μηχανικής μάθησης χωρίς και υπό επίβλεψη, 

διεξήχθη μια διερευνητική ανάλυση των δεδομένων, με στόχο την αρχική αξιολόγηση 

της δομής, της ποιότητας και της επάρκειας των πληροφοριών. Αυτό το βήμα 

πραγματοποιήθηκε στο περιβάλλον R, μέσω κωδικοποίησης που ενσωμάτωσε 

ελέγχους για ισορροπία κλάσεων, πολυσυγγραμμικότητα, τη διακριτική ικανότητα των 

μεταβλητών μονομεταβλητά και διμεταβλητά, μαζί με τη δημιουργία περιγραφικών 

στατιστικών και γραφικών. Σε μικρά βιοϊατρικά σύνολα δεδομένων, η αρχική 

εξερεύνηση είναι ιδιαίτερα κρίσιμη, καθώς μπορεί να αποκαλύψει χαρακτηριστικά που 

έχουν άμεσες επιπτώσεις στην εγκυρότητα περαιτέρω ανάλυσης, όπως 

ανισορροπημένες ομάδες, υψηλότερη πολυσυγγραμμικότητα, υψηλή ομοιότητα 

παρατηρήσεων ή, αντίστροφα, μεταβλητές με υψηλή διακριτική ικανότητα 

μονομεταβλητά. 

Σε αυτό το σημείο, πραγματοποιήθηκε η διαδικασία εισαγωγής δεδομένων, καθώς και 

η επιλογή των μεταβλητών που συμμετείχαν στην προκαταρκτική ανάλυση: Age, TAC 

(mM), MDA(ng/ml), ROS, Vitamin E και Category. Στη συνέχεια, πραγματοποιήθηκε 

η τυποποίηση της ονοματολογίας, έτσι ώστε οι μεταβλητές να έχουν μια ενιαία μορφή 

για την ανάλυση. Η μεταβλητή κατηγορίας έγινε παράγοντας με δύο επίπεδα, Control 

και MDS.  

Μετά την εκτέλεση της διαδικασίας καθαρισμού δεδομένων και τον αποκλεισμό 

παρατηρήσεων με ελλείπουσες τιμές, το σύνολο δεδομένων που χρησιμοποιήθηκε σε 

αυτό το στάδιο αποτελούνταν από 40 παρατηρήσεις, 20 παρατηρήσεις εκ των οποίων 

ανήκαν σε υγιή άτομα και άλλες 20 σε άτομα με MDS. Αυτή η κατανομή κλάσεων 

επικυρώθηκε μέσω της εκτέλεσης δοκιμών ισορροπίας κλάσεων χρησιμοποιώντας τον 

υπολογισμό απόλυτων και σχετικών συχνοτήτων. Προσδιορίστηκε ένας λόγος 

ανισορροπίας, δηλαδή η σχέση μεταξύ του αριθμού των ατόμων με MDS και του 

ελέγχου, και ανήλθε σε 1,00. Έτσι, το σύνολο δεδομένων βρέθηκε να είναι τέλεια 

ισορροπημένο, κάτι που είναι εξαιρετικά σημαντικό, καθώς επιτρέπει την αποφυγή 

πιθανής μεροληψίας στα επόμενα βήματα της ανάλυσης. 

Στη συνέχεια, η σχέση μεταξύ των ανεξάρτητων μεταβλητών προσδιορίστηκε με τη 

βοήθεια δύο μεθόδων που αλληλοσυμπληρώνονται, δηλαδή του πίνακα συσχετίσεων 

και του υπολογισμού του δείκτη διόγκωσης της διακύμανσης (Variance Inflation 

Factor, VIF). Οι συνεχείς μεταβλητές Age, TAC_Mm, MDA_ng_ml, ROS και Vitamin 

E επιλέχθηκαν για τον σκοπό αυτό. Με τη βοήθεια του πίνακα συσχέτισης, κατέστη 

δυνατή η αποτύπωση των γραμμικών σχέσεων και ο VIF χρησίμευσε ως δείκτης 

πιθανής πολυσυγγραμμικότητας ή επικάλυψης πληροφοριών. Οι τιμές ερμηνεύτηκαν 

με βάση πρακτικά όρια: VIF <2 : χαμηλή πολυσυγγραμμικότητα, 2-5 : μέτρια 

πολυσυγγραμμικότητα, αλλά εξακολουθεί να είναι αποδεκτή, >5 : υψηλή 

πολυσυγγραμμικότητα, η οποία θα μπορούσε να αποτελέσει σοβαρό πρόβλημα. Ήταν 

κρίσιμο να διεξαχθεί η ανάλυση, καθώς η συσχέτιση μεταξύ των δεικτών θα επηρέαζε 

σε μεγάλο βαθμό την ανάπτυξη του μοντέλου. 
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Στη συνέχεια, διερευνήθηκε η διακριτική ικανότητα καθεμίας από τις μεταβλητές στη 

διάκριση μεταξύ των ομάδων MDS και Ελέγχου. Για καθεμία από τις πέντε μεταβλητές 

εκτιμήθηκαν οι ελάχιστες και μέγιστες τιμές κάθε μεταβλητής, το επίπεδο επικάλυψης 

μεταξύ των δύο ομάδων και η περιοχή κάτω από την καμπύλη ROC (AUC). Αυτή η 

μέθοδος παρείχε μια άμεση μέτρηση της ικανότητας κάθε μεταβλητής να διακρίνει 

μεταξύ των δύο ομάδων και έδωσε ένα γενικό και ανεξάρτητο μέτρο της διακριτικής 

ικανότητας (threshold independent). Επιπλέον, δημιουργήθηκαν διαγράμματα 

πυκνότητας (density plots) για καθεμία από τις μεταβλητές και τις ομάδες, όπου 

προσδιορίστηκαν οι μέσες τιμές, μαζί με τις ζώνες πλήρους διαχωρισμού, όταν ήταν 

διαθέσιμες. 

Σε περιπτώσεις όπου μια μεταβλητή εμφάνιζε πλήρη μονοπαραγοντικό διαχωρισμό, 

υπολογιζόταν επιπλέον ένα υποψήφιο σημείο διαχωρισμού ως το μέσο σημείο μεταξύ 

της μέγιστης τιμής της ομάδας Control και της ελάχιστης τιμής της ομάδας MDS. Όπου 

δεν παρατηρήθηκε πλήρης διάκριση, δημιουργήθηκε ένα διερευνητικό διάγραμμα 

κατωφλίου για τη μεταβλητή με την υψηλότερη AUC με βάση το βέλτιστο όριο ROC. 

Η διαδικασία αυτή είχε καθαρά διερευνητικό χαρακτήρα και αποσκοπούσε στην 

αρχική ανάδειξη μεταβλητών με ισχυρό διαγνωστικό σήμα. 

Εκτός από το προαναφερθέν μονομεταβλητό τεστ, μελετήθηκε επίσης η διακριτική 

δύναμη κάθε δύο πιθανών συνδυασμών μεταβλητών. Σχηματίστηκαν δέκα ζεύγη από 

τις πέντε μεταβλητές και δημιουργήθηκαν τα διαγράμματα διασποράς καθεμίας, με 

διαφοροποίηση στην χρωματική κωδικοποίηση μεταξύ των δύο ομάδων. 

Πραγματοποιήθηκε επίσης Γραμμική Διακριτική Ανάλυση (LDA) για κάθε ζεύγος, 

προκειμένου να προσδιοριστεί εάν όντως ένας γραμμικός συνδυασμός μόνο δύο 

μεταβλητών είναι αρκετός για τη διάκριση μεταξύ ατόμων με MDS και της υγιούς 

ομάδας ελέγχου. Η χρήση της LDA σε αυτό το σημείο είναι διερευνητικής φύσης, 

λειτουργώντας ως ένα εύκολο στην κατανόηση εργαλείο για τη διάκριση γραμμικής 

διακριτικής σχέσης εντός του συνόλου δεδομένων. 

Επίσης, πραγματοποιήθηκαν βασικές περιγραφικές στατιστικές για το  δείγμα και ανά 

ομάδα έκβασης. Υπολογίστηκε ο μέσος όρος, η τυπική απόκλιση, το ελάχιστο και το 

μέγιστο για κάθε μεταβλητή, ενώ καταγράφηκαν τα αντίστοιχα στατιστικά στοιχεία σε 

επίπεδο ομάδας. Αυτά τα περιγραφικά μέτρα χρησιμοποιήθηκαν για τη διαδικασία 

διασφάλισης ποιότητας κατά την ανάλυση των δεδομένων και για την τεκμηρίωση των 

αποτελεσμάτων. 

Αυτές οι διαδικασίες οδήγησαν σε μια σειρά από διαφορετικούς τύπους αριθμητικών 

και οπτικών αποτελεσμάτων, όπως γραφήματα ισορροπίας κλάσεων (class imbalance 

plots), πίνακα συσχετίσεων (correlation matrix), διαγράμματα VIF (VIF plot), 

μονοπαραγοντικές (single variable plots) και διπαραγοντικές απεικονίσεις (pairwise 

separation plots), threshold plots, συνοπτικό dashboard και πίνακες περιγραφικών 

στατιστικών. Αυτά λειτούργησαν και ως μηχανισμός ελέγχου ποιότητας και 

τεκμηρίωσης των αναλυτικών επιλογών που ακολούθησαν. 

Με αυτόν τον τρόπο, μπορεί να ειπωθεί ότι η αρχική διερευνητική και διαγνωστική 

ανάλυση παρείχε την πρώτη διαδικασία φιλτραρίσματος για το σύνολο δεδομένων. 

Κατά τη διαδικασία αυτή, σημειώθηκε ότι το σύνολο δεδομένων ήταν ισορροπημένο, 
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συνεπές και κατάλληλο για περαιτέρω ανάλυση, καθώς και κάποια ένδειξη των 

βιοδεικτών που μετέφεραν τις περισσότερες διαγνωστικές πληροφορίες. 

 

28.1. Έλεγχος ισορροπίας κλάσεων 
 

Η δοκιμή ισορροπίας κλάσεων χρησίμευσε ως η πρώτη μέθοδος ανάλυσης στη 

διερευνητική φάση, καθώς η αναλογία μεταξύ των δύο κλάσεων ήταν απαραίτητη για 

την ερμηνεία των αποτελεσμάτων της περιγραφικής στατιστικής, καθώς και για την 

κατανόηση της απόδοσης των μελλοντικών μεθόδων ταξινόμησης. Σε προβλήματα 

δυαδικής ταξινόμησης, η έντονη ανισορροπία μεταξύ των κλάσεων μπορεί να οδηγήσει 

σε μεροληπτική εκπαίδευση των μοντέλων, τεχνητά υψηλές τιμές ακρίβειας και 

υποεκτίμηση της απόδοσης ως προς τη μειοψηφική κλάση.  

Η μεταβλητή κατηγορίας μετασχηματίστηκε αρχικά σε δυαδική παραγοντική 

μεταβλητή με δύο επίπεδα, Control και MDS, μέσω της τυποποίησης των τιμών της 

στήλης χρησιμοποιώντας μετασχηματισμό πεζών γραμμάτων, αφαίρεση 

πλεονάζοντων κενών (trimws) και αντιστοίχιση όλων των μη-control περιπτώσεων 

στην κλάση MDS Αυτό το βήμα ήταν κρίσιμο για να διασφαλιστεί η συνέπεια στη 

χρήση της μεταβλητής αποτελέσματος σε ολόκληρη τη διαδικασία. 

Οι παρατηρήσεις με ελλείποντα δεδομένα αφαιρέθηκαν από το σύνολο δεδομένων και 

η ισορροπία ελέγχθηκε μέσω του υπολογισμού του αριθμού των παρατηρήσεων σε 

κάθε κατηγορία και των ποσοστών τους επί του αριθμού παρατηρήσεων. Τα 

καθαρισμένα δεδομένα περιλάμβαναν 20 παρατηρήσεις στην κατηγορία Ελέγχου και 

20 παρατηρήσεις στην κατηγορία MDS, δηλαδή 40 παρατηρήσεις, οι οποίες 

αποτελούσαν το 50% του μεγέθους του δείγματος η καθεμία. Πέραν της απλής 

αναγραφής των συχνοτήτων, υπολογίστηκε και ο δείκτης ανισορροπίας (imbalance 

ratio) ως το πηλίκο:  

Imbalance Ratio= nMDS / nControl  

Στο παρόν dataset ο λόγος αυτός ήταν 1.00.  Ως πρακτικό κριτήριο ερμηνείας ορίστηκε 

ότι τιμές > 2.0 ή < 0.5 θα θεωρούνταν ενδεικτικές σημαντικής ανισορροπίας, ενώ 

ενδιάμεσες τιμές θα αντιστοιχούσαν σε αποδεκτά ή ισορροπημένα δεδομένα. Το 

dataset που έχουμε λοιπόν ήταν balanced dataset, δηλαδή χωρίς ένδειξη προβληματικής 

ανισορροπίας κλάσεων. Η προκύπτουσα κατανομή παρουσιάστηκε οπτικά με τη 

βοήθεια ενός ραβδογράμματος, στο οποίο κάθε κλάση εμφανιζόταν με το πλήθος των 

παρατηρήσεων και το αντίστοιχο ποσοστό της. 

Αυτό το αποτέλεσμα έχει σημαντικές επιπτώσεις στη μεθοδολογία της έρευνας. 

Πρώτον, επιτρέπει την ερμηνεία των μετρήσεων απόδοσης του μοντέλου, όπως η 

accuracy, η sensitivity και η specificity χωρίς την αποποίηση ευθύνης σχετικά με το 

υψηλό επίπεδο ανισότητας στο δείγμα. Δεύτερον, μειώνει την ανάγκη εφαρμογής 

ειδικών μεθόδων αντιμετώπισης της ανισορροπίας, όπως η υπερδειγματοληψία της 

μειονοτικής ομάδας ή η σταθμισμένη συνάρτηση κόστους, τουλάχιστον όπως 

υπαγορεύεται από τα αρχικά δεδομένα. Τέλος, επιτρέπει τη σύγκριση της απόδοσης 
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διαφόρων αλγορίθμων με δίκαιο τρόπο, καθώς ο καθένας από αυτούς θα λειτουργεί 

στο ίδιο πλαίσιο, στο οποίο και οι δύο ομάδες εκπροσωπούνται εξίσου. 

 

28.2. Πολυσυγγραμμικότητα 
 

Έχοντας εξετάσει την ισορροπία των ομάδων κλάσεων, το επόμενο βήμα ήταν η 

διερεύνηση της πολυσυγγραμμικότητας μεταξύ ανεξάρτητων μεταβλητών. Η 

πολυσυγγραμμικότητα υποδηλώνει την παρουσία ισχυρής συσχέτισης μεταξύ δύο ή 

περισσότερων προγνωστικών παραγόντων και μπορεί να επηρεάσει σημαντικά την 

απόδοση διαφόρων μοντέλων. Η εξέταση της πολυσυγγραμμικότητας καθίσταται 

κρίσιμη κατά την εργασία με ένα σύνολο δεδομένων που περιέχει βιοδείκτες που 

αντιστοιχούν σε σχετικές βιολογικές διεργασίες, όπως η οξείδωση και η αντιοξειδωτική 

άμυνα. Σε τέτοιες περιπτώσεις, ορισμένες μεταβλητές μπορεί να περιλαμβάνουν 

επικαλυπτόμενα δεδομένα. Στο πλαίσιο αυτής της διπλωματικής, η ανάλυση της 

πολυσυγγραμμικότητας πραγματοποιήθηκε χρησιμοποιώντας πέντε ανεξάρτητες 

μεταβλητές που συμπεριλήφθηκαν στη φάση της ολοκληρωμένης ανάλυσης 

δεδομένων: : Age, TAC, MDA, ROS, Vitamin E.  

Ο έλεγχος της πολυσυγγραμμικότητας περιλάμβανε δύο βήματα. Πρώτον, 

υπολογίστηκε ο πίνακας συσχέτισης για όλες τις μεταβλητές. Δεύτερον, υπολογίστηκε 

ο Variance Inflation Factor (VIF) για κάθε μεταβλητή ξεχωριστά. 

Σε πρώτο επίπεδο, ο πίνακας συσχέτισης υπολογίστηκε χρησιμοποιώντας τη 

συνάρτηση cor() για να προσδιοριστεί η γραμμική συσχέτιση μεταξύ κάθε ζεύγους 

μεταβλητών. Ο προκύπτων πίνακας συσχέτισης παρείχε τη δυνατότητα να 

προσδιοριστεί η αρχική φύση και το μέγεθος των συσχετίσεων μεταξύ βιοδεικτών και 

ηλικίας. 

Ο πίνακας συσχέτισης είναι ιδιαίτερα χρήσιμος, αλλά δεν αρκεί από μόνος του για την 

πλήρη εκτίμηση της πολυσυγγραμμικότητας σε πολυπαραγοντικό περιβάλλον. Για τον 

λόγο αυτό, υπολογίστηκε για κάθε μεταβλητή ο δείκτης διόγκωσης της διακύμανσης 

(VIF), μέσω ειδικής συνάρτησης που εφαρμόστηκε στον κώδικα. Η διαδικασία 

περιελάμβανε την παλινδρόμηση κάθε προγνωστικού παράγοντα ξεχωριστά ως 

ανεξάρτητη μεταβλητή σε όλες τις άλλες μεταβλητές, με το R2 που ελήφθη να 

χρησιμοποιείται για τον υπολογισμό του VIF μέσω του τύπου:  VIF= 1/(1-R2). Στον 

κώδικα χρησιμοποιήθηκε η ακόλουθη ερμηνεία του VIF με βάση προκαθορισμένα 

όρια:  

- VIF < 2: χαμηλή πολυσυγγραμμικότητα 

- VIF= 2-5: μέτρια αλλά αποδεκτή πολυσυγγραμμικότητα 

- VIF > 5: υψηλή και δυνητικά προβληματική πολυσυγγραμμικότητα 

Λαμβάνοντας υπόψη τους παραπάνω περιορισμούς, οι περισσότερες μεταβλητές 

βρέθηκαν να εμφανίζουν χαμηλή πολυσυγγραμμικότητα, ενώ μόνο οι μεταβλητές 

MDA και ROS είχαν μέτρια υψηλά VIF, αν και καμία δεν ξεπέρασε το 5. Επομένως, 

δεν εντοπίστηκε κανένα πρόβλημα πολυσυγγραμμικότητας από την ανάλυση.  
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28.3. Μονοπαραγοντική διαχωριστική ικανότητα 
 

Μετά τον έλεγχο της ισορροπίας των κλάσεων και της πολυσυγγραμμικότητας, 

αξιολογήθηκε η μονοπαραγοντική διαχωριστική ικανότητα των επιμέρους 

μεταβλητών. Ο στόχος σε αυτό το στάδιο ήταν να αξιολογηθεί εάν κάποιος από τους 

προγνωστικούς παράγοντες, διαθέτει αρκετές πληροφορίες για να διακρίνει μεταξύ 

ασθενών με MDS και ατόμων ελέγχου. 

Η μέθοδος που περιγράφεται παραπάνω εφαρμόστηκε στις πέντε μεταβλητές που 

συμπεριλήφθηκαν στο exploratory pipeline: Age, TAC, MDA, ROS και Vitamin E. Για 

καθεμιά από αυτές εφαρμόστηκε ειδική διαδικασία μέσω της συνάρτησης 

check_single_variable_separation(), η οποία αποτελείται από τέσσερις κύριες 

ενέργειες: διαχωρισμός τιμών ανά ομάδα, επαλήθευση επικάλυψης μεταξύ των δύο 

ομάδων, υπολογισμός ROC και AUC και οπτικοποίηση των καμπυλών κατανομής. 

Αρχικά, οι τιμές κάθε χαρακτηριστικού χωρίστηκαν σε δύο σύνολα, ένα για τα 

κανονικά δείγματα και το άλλο για τα δείγματα MDS, προκειμένου να προσδιοριστεί 

το εύρος τιμών για κάθε σύνολο ξεχωριστά. Στη συνέχεια, ελέγχθηκε εάν το εύρος 

τιμών των δύο ομάδων επικαλύπτεται. Ως πλήρης διαχωρισμός μεταξύ των ομάδων 

θεωρήθηκε η μηδενική επικάλυψη, πράγμα που σημαίνει ότι max(Control) < 

max(MDS) ή min(Control) > max(MDS). Σε περίπτωση οποιασδήποτε επικάλυψης, 

καταγράφηκε επίσης και το αντίστοιχο κοινό εύρος τιμών (overlap range), καθώς 

παρείχε περισσότερες πληροφορίες σχετικά με την πιθανότητα διάκρισης μεταξύ των 

ομάδων ως προς τις τιμές κάθε μεταβλητής. Η διαχωριστική ικανότητα κάθε 

μεταβλητής ποσοτικοποιήθηκε επιπλέον με ROC ανάλυση, χρησιμοποιώντας τη 

βιβλιοθήκη pROC. Για κάθε predictor κατασκευάστηκε ROC καμπύλη με έκβαση τη 

δυαδική μεταβλητή της νόσου και υπολογίστηκε η περιοχή κάτω από την καμπύλη 

(AUC), ως ανεξάρτητο από καποιο cut-off μέτρο διαγνωστικής απόδοσης. Η χρήση της 

AUC επέτρεψε την εκτίμηση της ικανότητας διάκρισης κάθε βιοδείκτη και τη 

συγκριτική κατάταξή τους ακόμη και όταν δεν υπήρχε πλήρης διαχωρισμός. 

Έπειτα σχεδιάστηκε ένα διάγραμμα πυκνότητας ξεχωριστά για κάθε μεταβλητή 

χρησιμοποιώντας τη συνάρτηση create_single_var_plot(). Τα διαγράμματα έδειξαν την 

κατανομή των δύο κλάσεων, τους μέσους όρους τους και πρόσθετες πληροφορίες 

σχετικά με το εύρος τιμών τους και εάν υπάρχει επικάλυψη. Όπου υπάρχει πλήρης 

διαχωρισμός, υποδείχθηκε επίσης το διάστημα διαχωρισμού(separation gap).  

 

28.4. Threshold analysis 
 

Η μέθοδος ανάλυσης κατωφλίου (threshold analysis) εφαρμόστηκε για να 

προσδιοριστεί, σε καθαρά διερευνητικό επίπεδο,  εάν ένας μόνο βιοδείκτης μπορεί να 

χρησιμεύσει ως ενδεικτικό σημείο διάκρισης για τη διάκριση ασθενών με MDS από 

υγιή άτομα. 
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Η διαδικασία περιλάμβανε δύο πιθανές προσεγγίσεις με βάση την παρουσία ή την 

απουσία μονοπαραμετρικού διαχωρισμού από τις μεταβλητές. Όταν συνέβαινε 

μονοπαραμετρικός διαχωρισμός, η τιμή κατωφλίου υπολογίστηκε υπολογίζοντας το 

μέσο σημείο μεταξύ της μέγιστης τιμής της ομάδας Control και της ελάχιστης τιμής 

της ομάδας MDS. Το κατώφλι αυτό αντιστοιχούσε στο μέσο του πραγματικού 

separation gap και χρησιμοποιήθηκε ως ενδεικτικό σημείο ταξινόμησης του dataset.  

Για κάθε μεταβλητή με πλήρη διαχωρισμό παρήχθη ξεχωριστό threshold plot, το οποίο 

περιλάμβανε boxplots ανά ομάδα, jittered individual observations, οριζόντια 

διακεκομμένη γραμμή στη θέση του threshold, καθώς και λεκτική αναφορά της τιμής 

του κατωφλίου και του εύρους του separation gap. Στη δεύτερη περίπτωση, ο κώδικας 

επιλέγει τον βιοδείκτη με την υψηλότερη AUC και γίνεται εξαγωγή ενός διερευνητικού 

κατωφλίου με βάση την ανάλυση ROC που πραγματοποιήθηκε για αυτόν, μέσω της 

συνάρτηση coords(…, “best”) της βιβλιοθήκης pROC. Με αυτόν τον τρόπο 

λαμβάνουμε ένα σημείο αποκοπής με βάση τα δεδομένα του δείγματος που 

διαφοροποιεί καλύτερα τους ασθενείς με MDS και τους υγιείς. 

Ο σκοπός της διεξαγωγής της ανάλυσης κατωφλίου μπορεί να χαρακτηριστεί κυρίως 

ως ερμηνευτικός, καθώς μας επέτρεψε να ερμηνεύσουμε το διαγνωστικό αποτέλεσμα 

του μονοπαραγοντικού μοντέλου μεταφράζοντάς το σε μια πιο κλινικά κατανοητή 

μορφή και μετρώντας τη διαφορά μεταξύ των δύο ομάδων για μεταβλητές με υψηλή 

διακριτική ικανότητα. Θα πρέπει να σημειωθεί ότι τα όρια που προκύπτουν σε αυτό το 

πλαίσιο είναι καθαρά διερευνητικά και αφορούν αυτό το σύνολο δεδομένων. 

 

28.5. Διπαραγοντική διαχωριστική ικανότητα 
 

Όσον αφορά την διμεταβλητή διακριτική ανάλυση για τις μεταβλητές, ο σκοπός αυτής 

είναι να εξεταστεί εάν υπάρχουν συνδυασμοί των δύο βιοδεικτών που θα ήταν 

καλύτεροι στη διαφοροποίηση μεταξύ MDS και Control σε σχέση με τη ξεχωριστή 

αξιολόγηση κάθε μεταβλητής. Η διμεταβλητή διακριτική ανάλυση διεξήχθη μεταξύ 

των μονομεταβλητών ελέγχων και της πολυμεταβλητής μοντελοποίησης και όλοι οι 

πιθανοί συνδυασμοί για τις πέντε μεταβλητές σχηματίστηκαν σε ζεύγη, με αποτέλεσμα 

δέκα ζεύγη μεταβλητών. Για κάθε ζεύγος κατασκευάστηκε διάγραμμα διασποράς 

(scatter plot), στο οποίο οι δυο μεταβλητές τοποθετήθηκαν στους άξονες x και y και 

κάθε παρατήρηση χρωματίστηκε ανάλογα με την ομάδα στην οποία ανήκε. Στα 

διαγράμματα αυτά προστέθηκαν επίσης οι μέσοι όροι κάθε ομάδας και η ευκλείδεια 

απόσταση μεταξύ των δυο κεντροειδών, ώστε να αποτυπωθεί οπτικά ο βαθμός 

διαχωρισμού στον διδιάστατο χώρο.  

Πέρα από την οπτική διερεύνηση, για κάθε ζεύγος εφαρμόστηκε Γραμμική Διακριτική 

Ανάλυση (Linear Discriminant Analysis, LDA) μέσω της συνάρτησης MASS::lda. Η 

LDA χρησιμοποιήθηκε στο στάδιο αυτό ως μια γραμμική εξερευνητική προσέγγιση 

και όχι ως predictive model. Για κάθε ζεύγος, εκτιμήθηκε η αντίστοιχη προσαρμογή 

LDA, καθώς και οι προβλεπόμενες κλάσεις όλων των παρατηρήσεων και το κατά πόσο 

συμφωνούν με τις πραγματικές ετικέτες κλάσης. Εάν όλες οι ταξινομήσεις ήταν 

τέλειες, τότε το ζεύγος χαρακτηρίστηκε ως ζεύγος που παρουσιάζει γραμμική 
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διαχωρισιμότητα. Επιπλέον, στα αντίστοιχα scatter plots αποτυπωνόταν και η 

γραμμική ευθεία διαχωρισμού της LDA. Για κάθε ζεύγος καταγράφηκαν σε ξεχωριστό 

πίνακα αποτελεσμάτων η πρώτη μεταβλητή, η δεύτερη μεταβλητή και η ύπαρξη ή μη 

πλήρους γραμμικού διαχωρισμού. Έτσι, ήταν δυνατό να εξεταστεί εάν το σήμα που 

αποκαλύφθηκε από τα πολυμεταβλητά μοντέλα θα ήταν δυνατό να προβλεφθεί μόνο 

με βάση ζεύγη μεταβλητών. Επιπλέον, μέσω αυτού του τύπου ανάλυσης, μπορούσαν 

να βρεθούν ζεύγη βιοδεικτών που παρουσίαζαν συμπληρωματικές πληροφορίες. 

Τέλος, μια άλλη πτυχή που μπορούσε να μελετηθεί ήταν εάν η διαφοροποίηση μεταξύ 

των περιπτώσεων MDS και των υγιών ατόμων θα μπορούσε να επιτευχθεί γραμμικά 

σε έναν χώρο χαμηλότερης διάστασης. 

 

28.6. Περιγραφικά στατιστικά 
 

Ως τελικό βήμα της προκαταρκτικής διερευνητικής και διαγνωστικής ανάλυσης, 

υπολογίστηκαν συνοπτικά περιγραφικά στατιστικά για το δείγμα και ανά κατηγορία 

έκβασης. Η ενότητα αυτή παρέχει μια ποσοτική κατανόηση του εύρους και της 

διακύμανσης των μεταβλητών και βοηθά στην ερμηνεία των ευρημάτων που 

ελήφθησαν μέσω μονομεταβλητής και διμεταβλητής ανάλυσης. 

Για τις πέντε συνεχείς μεταβλητές του exploratory stage (Age, TAC, MDA, ROS, 

Vitamin E) υπολογίστηκαν οι δείκτες Mean, SD, Min, Max. Επίσης, 

πραγματοποιήθηκε και ομαδοποιημένη περιγραφή ανά κατηγορία έκβασης, με χρήση 

των group_by(Disease_bin) και summarise(across(…)). Για κάθε μεταβλητή και για 

καθεμιά από τις δυο ομάδες (Control και MDS) υπολογίστηκαν η μέση τιμή και η 

τυπική απόκλιση ώστε να βοηθήσουν στη συγκριτική παρουσίαση των ευρημάτων και 

να κάνουν διαφανή την κατανομή των τιμών των βιοδεικτών.  

 

29. Μη επιβλεπόμενη ανάλυση συστάδων 
 

Η μη επιβλεπόμενη ανάλυση συστάδων (clustering) εφαρμόστηκε ως ξεχωριστό 

αναλυτικό στάδιο με σκοπό τη διερεύνηση της εσωτερικής δομής του dataset χωρίς 

χρήση της γνωστής κλινικής κατηγοριοποίησης κατά την κατασκευή των ομάδων. Η 

ομαδοποίηση διαφέρει από τα μοντέλα επιβλεπόμενης μάθησης, στα οποία οι 

διαγνωστικές πληροφορίες χρησιμοποιούνται για την εκπαίδευση του αλγορίθμου, 

καθώς επιδιώκει να εντοπίσει εγγενείς συστάδες παρατηρήσεων εντός των δεδομένων 

αποκλειστικά με βάση το προφίλ των μεταβλητών εισόδου. Είναι σημαντικό να 

χρησιμοποιείται μη επιβλεπόμενη ομαδοποίηση σε βιοϊατρικά σύνολα δεδομένων, 

καθώς επιτρέπει στους ερευνητές να προσδιορίσουν εάν η διαφορά μεταξύ των 

παθολογικών και των μη παθολογικών καταστάσεων είναι εγγενής στα δεδομένα. 

Η ανάλυση ομαδοποίησης πραγματοποιήθηκε σε ένα διαδοχικό υπολογιστικό πλαίσιο 

σε λογισμικό R στην τρέχουσα εργασία, χρησιμοποιώντας μεθόδους ομαδοποίησης και 

συμπληρωματικές προσεγγίσεις για την αξιολόγηση της αναπαραγωγιμότητας και της 



58 
 

ερμηνευσιμότητας των συστάδων που σχηματίστηκαν. Τα βήματα που 

περιλαμβάνονταν στο υπολογιστικό πλαίσιο ήταν ο προσδιορισμός των μεταβλητών 

για ανάλυση, ο καθαρισμός των αριθμητικών δεδομένων, η ομαλοποίηση όλων των 

συνεχών μεταβλητών, η περιγραφική στατιστική και ο έλεγχος κανονικότητας, ο 

υπολογισμός του πίνακα συσχέτισης, η ανάλυση κύριων συνιστωσών (PCA), η επιλογή 

του ιδανικού αριθμού συστάδων, η χρήση διαφόρων αλγορίθμων συσταδοποίησης, η 

συσταδοποίηση συναίνεσης, η αξιολόγηση της σταθερότητας μέσω bootstrapping, η 

στατιστική σύγκριση συστάδων και, τέλος, η εξωτερική επικύρωση των προκύπτοντων 

συστάδων έναντι των πραγματικών labels.  

 

29.1. Σκοπός του clustering 
 

Η ανάλυση συστάδων πραγματοποιήθηκε κυρίως για να προσδιοριστεί εάν τα 

δεδομένα κατανέμονται φυσικά μεταξύ ομάδων ανθρώπων που έχουν μοναδικά 

βιοχημικά χαρακτηριστικά, χωρίς να λαμβάνεται υπόψη οποιαδήποτε διάγνωση με 

βάση το σύνολο δεδομένων, δηλαδή για να επαληθεύσουμε εάν τα δεδομένα που 

σχετίζονται με το οξειδωτικό στρες και την αντιοξειδωτική άμυνα μπορούν να κάνουν 

τα άτομα να ομαδοποιηθούν φυσικά σε ομάδες που αντιστοιχούν σε διαφορετικούς 

βιολογικούς τύπους. Η χρήση του clustering έχει τέσσερις κύριες επιδιώξεις. 

Η πρώτη είναι να ελεγχθεί εάν η διαφορά μεταξύ ασθενών με MDS και υγιών ατόμων 

δεν αντιπροσωπεύει μια μεροληπτική ταξινόμηση των δεδομένων με βάση ένα 

μοντέλο, αλλά μάλλον την εγγενή δομή του συνόλου δεδομένων. Όταν ταξινομούνται 

σε διάφορες ομάδες χωρίς καμία γνώση της διάγνωσης, τα δεδομένα που σχετίζονται 

με τους βιοδείκτες γίνονται βιολογικά έγκυρα. 

Δεύτερον, ήταν να ανακαλυφθούν τυχόν φαινοτυπικά χαρακτηριστικά που θα 

μπορούσαν να υποδηλώνουν οξειδωτικό στρες σε διάφορα στάδια. Δεδομένου ότι το 

dataset περιλαμβάνει μεταβλητές όπως ROS, Vitamin E και TAC, το clustering 

επιτρέπει την ανάδειξη ομάδων με περισσότερο “oxidative-stress-like” ή περισσότερο 

“control-like” προφίλ.  

Τρίτον, ήταν σημαντικό να παρατηρηθεί η συνέπεια μεταξύ των διαφορετικών 

τεχνικών ομαδοποίησης. Η χρήση διαφορετικών τεχνικών ομαδοποίησης ήταν  

σημαντική επειδή σε μικρότερα μεγέθη δειγμάτων, το αποτέλεσμα μπορεί να εξαρτάται 

σε μεγάλο βαθμό από τη γεωμετρία των δεδομένων και τον τρόπο λειτουργίας κάθε 

τεχνικής ομαδοποίησης. Για το λόγο αυτό, σε αυτήν τη ροή εργασίας εφαρμόστηκαν 

αλγόριθμοι ομαδοποίησης partition-based, hierarchical, model-based και density-

based. 

Τέταρτον, να δημιουργηθεί ένα ενδιάμεσο επίπεδο ανάλυσης μεταξύ της απλής 

exploratory περιγραφής και της επιβλεπόμενης ταξινόμησης, επειδή εάν οι 

παραγόμενες συστάδες υπό τις συνθήκες μιας μη επιβλεπόμενης προσέγγισης 

αποδειχθούν εμφανείς και συνεπείς με τη διάγνωση, τότε τα αποτελέσματα 

ταξινόμησης έχουν βιολογικά θεμέλια εκτός από το ότι είναι αλγοριθμικά. 
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29.2. Επιλογή μεταβλητών 
 

Οι μεταβλητές που συμμετείχαν στην μη επιβλεπόμενη προσέγγιση επιλέχθηκαν 

δυναμικά μέσω του clustering pipeline, με βάση τη διαθεσιμότητα και την 

καταλληλότητά τους για ομαδοποίηση. Στον κώδικα δημιουργήθηκε αρχικά ένα 

διάνυσμα available_biomarkers, στο οποίο προστέθηκαν διαδοχικά μεταβλητές που 

ανιχνεύθηκαν στο αρχείο εισόδου και μπορούσαν να χρησιμοποιηθούν ως συνεχείς 

αριθμητικοί δείκτες. Οι μεταβλητές οι οποίες χρησιμοποιήθηκαν σε αυτό το pipeline 

ήταν: Age, TAC, ROS, Vitamin E.  

Ωστόσο, αξίζει να σημειωθεί ότι στο clustering pipeline η MDA δεν θεωρήθηκε 

σκόπιμα ως μεταβλητή ομαδοποίησης. Όλες οι στήλες στον κώδικα που περιείχαν τις 

μεταβλητές ομαδοποίησης αναζητήθηκαν σκόπιμα στον κώδικα. Αυτή η απόφαση 

λήφθηκε για σαφή λόγο. Με βάση την προηγούμενη διερευνητική ανάλυση δεδομένων, 

είχε ήδη αποδειχθεί ότι η MDA διέθετε αξιοσημείωτες μονομεταβλητές δυνατότητες 

διάκρισης, έως και τον πλήρη διαχωρισμό περιπτώσεων στο δείγμα. Στο μη 

επιβλεπόμενο πλαίσιο μηχανικής μάθησης, η συμπερίληψη μιας τόσο εξαιρετικά 

ισχυρής διακριτικής μεταβλητής στην ανάλυση θα δημιουργούσε ένα κυρίαρχο 

αποτέλεσμα στη διαδικασία ομαδοποίησης, καθιστώντας την μια μονοδιάστατη 

αναπαραγωγή της ίδιας γνώσης. Με τον αποκλεισμό της MDA, το clustering εστιάζει 

σε ένα πιο σύνθετο πολυπαραγοντικό προφίλ που βασίζεται στην ηλικία, τα ROS, τη 

Vitamin E και την TAC και επιτρέπει την ανάδειξη πιο λεπτών βιολογικών προτύπων. 

Στη διαδικασία ανάλυσης ενσωματώθηκε ένας εσωτερικός έλεγχος ασφαλείας 

προκειμένου να διασφαλιστεί ότι η ανάλυση δεν θα συνεχιζόταν εκτός εάν υπήρχαν 

τουλάχιστον δύο σημαντικές μεταβλητές διαθέσιμες προς εξέταση. Σε αυτή την 

περίπτωση, αυτή η απαίτηση ικανοποιήθηκε, καθώς οι τέσσερις επιλεγμένες 

μεταβλητές αποτελούνταν από συνεχείς αριθμητικές τιμές. Η επιλογή αυτών των 

μεταβλητών δικαιολογείται τόσο βιολογικά όσο και αναλυτικά, καθώς οι τέσσερις 

διαστάσεις καλύπτουν τρεις βασικές πτυχές της παθοφυσιολογίας: τη δημογραφική 

επιβάρυνση μέσω της ηλικίας, το οξειδωτικό φορτίο μέσω των ROS, την 

αντιοξειδωτική προστασία μέσω της Vitamin E, και τη συνολική αντιοξειδωτική 

ικανότητα μέσω της TAC.  Με αυτή τη σύνθεση, το clustering αναμένεται να 

διερευνήσει αν τα άτομα ομαδοποιούνται και αν η ομαδοποίηση αυτή αντανακλά 

πολυπαραγοντικό oxidative stress phenotype. 

 

29.3. Καθαρισμός και scaling 
 

Μόλις καθαρίστηκαν οι μεταβλητές που προορίζονταν για συμμετοχή στην 

ομαδοποίηση, εφαρμόστηκε μια μοναδική τεχνική καθαρισμού και κλιμάκωσης 

δεδομένων, προσαρμοσμένη ειδικά για μη επιβλεπόμενη μάθηση. Αυτό το βήμα 

αποδείχθηκε κρίσιμο, καθώς η αριθμητική συγκρισιμότητα των μεταβλητών μπορεί να 

επηρεάσει σημαντικά τη λειτουργία των αλγορίθμων ομαδοποίησης. 
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Πρώτον, όλες οι πιθανές μεταβλητές έγιναν αριθμητικές χρησιμοποιώντας την 

as_num_scientific(). Η συνάρτηση αυτή χρησιμοποιήθηκε για να χειριστεί πιθανές 

καταχωρήσεις χαρακτήρων αντικαθιστώντας τα κόμματα με τελείες και 

χρησιμοποιώντας την as.numeric(). Ο αριθμητικός μετασχηματισμός 

πραγματοποιήθηκε επαναληπτικά για όλες τις μεταβλητές που βρέθηκαν στο διάνυσμα 

available_biomarkers. Έτσι, η διαδικασία έγινε μη ευαίσθητη στις αλλαγές στη μορφή 

του αρχικού αρχείου και δεν εξαρτιόταν πλέον από το όνομα ή τον τύπο τιμής που 

περιέχεται στο αρχείο.  

Στη συνέχεια, το clustering dataset καθαρίστηκε από ελλιπείς παρατηρήσεις 

χρησιμοποιώντας complete-case filtering αλλά μόνο μεταξύ των μεταβλητών που θα 

συμμετείχαν στην ομαδοποίηση. Η ανάγκη για αυτό το βήμα υπαγορεύτηκε από το 

γεγονός ότι οι υπολογισμοί απόστασης ή πιθανότητας στους οποίους βασίζεται η 

ομαδοποίηση απαιτούν την παρουσία δεδομένων για όλες τις μεταβλητές, προκειμένου 

να διασφαλιστεί η ορθότητα. Επιπλέον, δεδομένης της μικρής ποσότητας δεδομένων, 

η καταλογισμός των ελλείπουσων παρατηρήσεων μπορεί να έχει επηρεάσει τη δομή 

των δεδομένων και, ως εκ τούτου, το αποτέλεσμα της ομαδοποίησης.  

Πριν και μετά τον καθαρισμό καταγράφονται οι διαστάσεις του dataset, ώστε να 

τεκμηριώνεται αριθμητικά η τελική analytic cohort. Ο αριθμός των δειγμάτων μετά τον 

καθαρισμό ήταν αρκετός για clustering (n>=5). Υπήρχαν δύο έλεγχοι σε εξέλιξη στον 

ελάχιστο αριθμό δειγμάτων, οι οποίοι εμπόδισαν την εκτέλεση του αλγορίθμου όταν 

λιγότερα από 5 δείγματα επιβίωσαν μετά τον καθαρισμό και μετά την κλιμάκωση, 

αντίστοιχα, διασφαλίζοντας ότι ο αριθμός των παρατηρήσεων στον τελικό πίνακα 

ομαδοποίησης δεν ήταν κάτω από 5. Ο σκοπός της εφαρμογής αυτού του ελέγχου ήταν 

η αποτροπή της ομαδοποίησης σε αριθμητικά και πρακτικά χωρίς νόημα δείγματα, κάτι 

που επιτεύχθηκε σε αυτή τη διπλωματική. 

Σε αυτή τη φάση, οι επιλεγμένες μεταβλητές κλιμακώθηκαν μέσω της συνάρτησης 

scale(). Η κλιμάκωση πραγματοποιήθηκε στον πίνακα βιοδεικτών, με αποτέλεσμα το 

αντικείμενο "scaled_data", το οποίο αποτέλεσε τη βάση για : την PCA, τον υπολογισμό 

αποστάσεων, το k-means clustering, το hierarchical clustering, το GMM και τη 

DBSCAN exploratory analysis. Η κλιμάκωση είναι ένα ουσιαστικό στοιχείο στη 

διαδικασία ομαδοποίησης, καθώς όλες οι μεταβλητές στο σύνολο δεδομένων 

λειτουργούν σε διαφορετικές μονάδες και εύρη. Χωρίς κανονικοποίηση, ένα μεγάλο 

εύρος και διακύμανση ορισμένων μεταβλητών μπορεί να επηρεάσει τον υπολογισμό 

της απόστασης και, κατά συνέπεια, ολόκληρα τα αποτελέσματα της ομαδοποίησης. Με 

δεδομένο ότι η MDA είχε ήδη εξαιρεθεί για να αποφευχθεί η υπερκυριαρχία ενός 

ισχυρού separator, το scaling των υπόλοιπων τεσσάρων μεταβλητών αποτέλεσε 

σημαντικό βήμα. Έτσι, η κλιμάκωση όλων των μεταβλητών, η μετατροπή τους σε 

τυποποιημένα χαρακτηριστικά με μέσο όρο περίπου 0 και τυπική απόκλιση περίπου 1, 

ήταν κρίσιμη για να τους παρέχεται ισότιμη εκπροσώπηση στη διαδικασία 

σχηματισμού συστάδων. 

 

29.4. Περιγραφική στατιστική και κανονικότητα 
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Μόλις ολοκληρώθηκε ο καθαρισμός και η κλιμάκωση των μεταβλητών, το δεύτερο 

βήμα ήταν η λήψη περιγραφικών στατιστικών στοιχείων για το σύνολο δεδομένων 

ομαδοποίησης και ο έλεγχος της κατανομής κάθε μεμονωμένης μεταβλητής. Στόχος 

εδώ ήταν ο συστηματικός χαρακτηρισμός της συμπεριφοράς των βιοδεικτών που 

περιλαμβάνονται στην ομαδοποίηση και η δικαιολόγηση της χρήσης μελλοντικών 

στατιστικών δοκιμών, ιδίως των δοκιμών συσχέτισης και σύγκρισης ομαδοποιήσεων. 

Για καθεμιά από τις μεταβλητές που τελικά χρησιμοποιήθηκαν, δημιουργήθηκε 

πίνακας περιγραφικών στατιστικών μέσω της συνάρτησης map_df, στον οποίο 

υπολογίστηκαν: ο αριθμός των διαθέσιμων παρατηρήσεων (n), η μέση τιμή (mean), η 

τυπική απόκλιση(SD), η διάμεσος (median), η ελάχιστη τιμή (min), η μέγιστη τιμή 

(max), το ενδοτεταρτημόριακό εύρος (IQR) και ο συντελεστής μεταβλητότητας 

(Coefficient of Variation, CV). Ο συντελεστής μεταβλητότητας υπολογίστηκε ως: CV 

= (SD/Mean) x 100 για κάθε βιοδείκτη με μη μηδενική μέση τιμή. Η συμπερίληψη του 

CV θεωρείται σημαντική λόγω της ικανότητάς του να παρέχει ένα συγκριτικό μέτρο 

του βαθμού διασποράς μεταβλητών που έχουν μετρηθεί σε διαφορετικές μονάδες και 

που διαφέρουν επίσης στο εύρος των αριθμητικών τους τιμών. Σε ένα σύνολο 

δεδομένων όπως το παρόν, όπου η Age εκφράζεται σε έτη, η TAC σε mM, τα ROS σε 

ποσοστό και η Vitamin E σε μmol/L, η σύγκριση μόνο με βάση την απόλυτη τυπική 

απόκλιση δεν θα ήταν επαρκής. 

Η περιγραφική στατιστική έπαιξε επίσης σημαντικό ερμηνευτικό ρόλο. Προκειμένου 

να επιλεγεί η κατάλληλη τεχνική ομαδοποίησης, κατέστη απαραίτητο να γνωρίζουμε 

εάν οι μεταβλητές ήταν ιδιαίτερα ασύμμετρες ή εάν υπήρχε ένα ευρύ φάσμα τιμών ή 

μεγάλη διασπορά, επειδή αυτό θα επηρέαζε τον τρόπο εμφάνισης των συστάδων και 

τη σημασία των αξόνων PCA. Στη συνέχεια εφαρμόστηκε έλεγχος κανονικότητας για 

καθεμιά από τις επιλεγμένες μεταβλητές με χρήση του ελέγχου Shapiro-Wilk. Ο 

έλεγχος πραγματοποιήθηκε μέσω της συνάρτησης shapiro.test() για κάθε biomarker 

ξεχωριστά, υπό την προϋπόθεση ότι ο αριθμός παρατηρήσεων βρισκόταν εντός των 

ορίων εφαρμογής της δοκιμασίας (τουλάχιστον 3 και το πολύ 5000 παρατηρήσεις). 

Στην παρούσα μελέτη, με n=40 πλήρεις παρατηρήσεις, η προϋπόθεση αυτή 

ικανοποιούνταν για όλες τις μεταβλητές. Για κάθε μεταβλητή καταγράφηκαν: το 

στατιστικό του ελέγχου (W), η τιμή p (p-value) και η δυαδική λεκτική ερμηνεία Normal 

= Yes/No, με όριο σημαντικότητας το 0.05. Η λογική του ελέγχου ήταν η εξής: αν 

p>0.05, η μεταβλητή θεωρούνταν συμβατή με κανονική κατανομή, αν p<= 0.05, 

θεωρούνταν ότι υπάρχει ένδειξη απόκλισης από την κανονικότητα.  

Τα αποτελέσματα του pipeline έδειξαν ότι: η Age ήταν σχεδόν κανονικά 

κατανεμημένη, η TAC είχε κανονική κατανομή, η Vitamin E είχε επίσης κανονική 

κατανομή, ενώ τα ROS δεν ήταν κανονικά κατανεμημένη.  

Αυτά τα δεδομένα δεν εφαρμόστηκαν για να παραλειφθούν μεταβλητές από τη 

διαδικασία ομαδοποίησης, καθώς δεν υπάρχει απαίτηση τα χαρακτηριστικά στους 

αλγόριθμους ομαδοποίησης να είναι κανονικά κατανεμημένα. Ωστόσο, αυτά ήταν 

κρίσιμα δεδομένα επειδή ο έλεγχος κανονικότητας επηρέασε ποια μέθοδος ανάλυσης 

θα χρησιμοποιούνταν στην επόμενη ενότητα κατά την ανάλυση συσχέτισης, δηλαδή 

Pearson εάν και οι δύο μεταβλητές ήταν κανονικά κατανεμημένες και Spearman εάν 

μία από τις δύο απέτυχε στη δοκιμή κανονικότητας. Επιπλέον, αυτός ο έλεγχος ήταν 
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προϋπόθεση για την επιλογή του κατάλληλου στατιστικού ελέγχου στο στάδιο 

σύγκρισης ομαδοποίησης, ιδιαίτερα στο βήμα που απαιτούσε την επιλογή μεταξύ 

παραμετρικών και μη παραμετρικών ελέγχων. Η ενότητα της περιγραφικής 

στατιστικής και της κανονικότητας ήταν μια ποσοτική προσέγγιση για την περιγραφή 

του χώρου χαρακτηριστικών πριν από την εφαρμογή των αλγορίθμων ομαδοποίησης. 

Επιπλέον, ήταν μια απαραίτητη διαγνωστική διαδικασία που επέτρεπε την κατάλληλη 

στατιστική επεξεργασία των μεταβλητών σε επόμενες φάσεις. 

 

29.5. Ανάλυση συσχέτισης 
 

Μετά την περιγραφική χαρτογράφηση των μεταβλητών και τη διασφάλιση ότι πληρούν 

την υπόθεση κανονικότητας, η επόμενη φάση περιλάμβανε τη διεξαγωγή ανάλυσης 

συσχέτισης μεταξύ των επιλεγμένων βιολογικών δεικτών. Η λογική πίσω από την 

ανάλυση συσχέτισης σε αυτό το στάδιο ήταν ο προσδιορισμός της δομής της σχέσης 

μεταξύ των μεταβλητών Age, TAC, ROS και Vitamin E με γραμμικό και μονοτονικό 

τρόπο. Μας βοηθά να εντοπίσουμε εάν υπάρχουν συμπληρωματικές ή 

επικαλυπτόμενες πληροφορίες εντός των μεταβλητών. Επιπλέον, αυτό το βήμα είναι 

απαραίτητο για την υποβοήθηση της ερμηνείας της PCA και του τελικού σχηματισμού 

των συστάδων, καθώς ισχυρές συσχετίσεις μεταξύ δυο μεταβλητών είναι πιθανό να 

αποτυπωθούν στον ίδιο άξονα κύριας συνιστώσας ή να καθοδηγήσουν την τοπολογία 

των ομάδων στο feature space. 

Δύο πίνακες συσχέτισης δημιουργήθηκαν εντός του clustering pipeline ο πίνακας 

συσχέτισης Pearson και ο πίνακας συσχέτισης Spearman. Αποφασίστηκε να 

παραχθούν και οι δύο πίνακες για να είναι δυνατή η χρήση τόσο της γραμμικής 

συσχέτισης (Pearson) όσο και της μη παραμετρικής εναλλακτικής της (Spearman). Και 

οι δύο πίνακες συσχέτισης υπολογίστηκαν χρησιμοποιώντας το πλήρες σύνολο 

δεδομένων για σκοπούς ομαδοποίησης στις πλήρεις παρατηρήσεις ανά ζεύγη, ώστε να 

διασφαλιστεί η μεγιστοποίηση των πληροφοριών. Επιπλέον, η προσαρμοστική 

μεθοδολογία συσχέτισης ανά ζεύγη (adaptive pairwise correlation strategy) 

εφαρμόστηκε στη διαδικασία, πράγμα που σημαίνει ότι για κάθε ζεύγος μεταβλητών 

εφαρμόστηκε ανεξάρτητα η κατάλληλη προσέγγιση. 

Για κάθε ζεύγος μεταβλητών, ελέγχθηκε η στατιστική Shapiro-Wilk και για τις δύο 

μεταβλητές. Εφόσον και οι δυο μεταβλητές χαρακτηρίζονταν ως approximately 

normal, χρησιμοποιούνταν το Pearson correlation test. Όταν τουλάχιστον μία από τις 

δύο μεταβλητές είχε μη κανονική κατανομή, επιλεγόταν το Spearman correlation test. 

Η διαδικασία επιλογής προγραμματίστηκε απευθείας μέσω της μεταβλητής 

method_choice, η οποία έλαβε την τιμή "pearson" όταν και οι δύο μεταβλητές είχαν 

κανονική κατανομή, και "spearman" διαφορετικά.  

Όσων αφορά τα pairwise correlation tests, για κάθε ζεύγος μεταβλητών εφαρμόστηκε 

cor.test() και καταγράφηκαν : η μέθοδος που χρησιμοποιήθηκε, ο συντελεστής 

συσχέτισης (r), η τιμή p, και όπου ίσχυε (στην περίπτωση Pearson), το 95% confidence 

interval. 
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Στην τελική εκτύπωση του pipeline, η ένταση της συσχέτισης ερμηνεύονταν με 

πρακτικό σχήμα: |r|<0.3: ασθενής συσχέτιση, 0.3<=|r|<0.7: μέτρια συσχέτιση , |r|>=0.7: 

ισχυρή συσχέτιση. Είναι σημαντικό να σημειωθεί ότι αυτό το κριτήριο εφαρμόστηκε 

ως ερμηνευτική μέθοδος για την περιγραφή της σχέσης μεταξύ βιοδεικτών. 

Η correlation analysis στο στάδιο του clustering εξυπηρετούσε τέσσερις βασικούς 

σκοπούς. Πρώτον, έδωσε μια εικόνα των εσωτερικών σχέσεων μεταξύ μεταβλητών 

πριν από την PCA και την ανάλυση συστάδων. Με αυτόν τον τρόπο, ήταν δυνατό να 

προσδιοριστεί ποιες μεταβλητές μπορεί να αλλάξουν μαζί και ποιες είναι πιο 

ανεξάρτητες. 

Δεύτερον, βοήθησε στην εξήγηση των αποτελεσμάτων των επόμενων PCA loadings. 

Εάν δύο μεταβλητές εμφανίζουν ισχυρή συσχέτιση, τότε είναι φυσικό να συμμετέχουν 

στην PCA με παρόμοιο τρόπο στην ίδια κύρια συνιστώσα. 

Τρίτον, βοήθησε στην κλινική και βιολογική ερμηνεία του συνόλου δεδομένων που 

ελήφθησαν. Για παράδειγμα, η αρνητική συσχέτιση μεταξύ των ROS και της Vitamin 

E ή η συσχέτιση μεταξύ των βιοδεικτών ηλικίας και οξειδωτικού στρες δεν αποτελεί 

μόνο στατιστικό εύρημα, αλλά και βιολογικά ερμηνεύσιμη παρατήρηση. 

Τέταρτον, βελτίωσε την ποιότητα του συνόλου δεδομένων που ελήφθη, καθώς εάν όλες 

οι μεταβλητές συσχετίζονταν σχεδόν πλήρως μεταξύ τους, τότε η ομαδοποίηση θα 

συνεπαγόταν μικρό πλεονασμό πληροφοριών. Διαφορετικά, η παρουσία ορισμένων 

ανεξάρτητων αξόνων πληροφοριών επιβεβαιώνει την εφαρμογή της πολυμεταβλητής 

μη επιβλεπόμενης τεχνικής. 

 

29.6. PCA 
 

Αφού εκτελέστηκε μια σειρά περιγραφικών στατιστικών, ελέγχθηκε η κανονικότητα 

και οι συσχετίσεις των μεταβλητών, διεξήχθη Ανάλυση Κύριων Συνιστωσών (Principal 

Component Analysis, PCA) στο scaled clustering dataset. Η PCA επιλέχθηκε ως 

διερευνητική τεχνική προκειμένου να μειωθεί ο αριθμός των διαστάσεων και να 

οπτικοποιηθεί η δομή του συνόλου δεδομένων.  

Η επιλογή της PCA στο στάδιο αυτό ήταν κατάλληλη διότι επιτρέπει τη συνοπτική 

περιγραφή ενός πολυδιάστατου βιοϊατρικού dataset χρησιμοποιώντας λιγότερους 

νέους άξονες που εξηγούν όσο το δυνατόν μεγαλύτερη συνολική διακύμανση, ενώ 

είναι και βολικό να αναπαραστήσουμε οπτικά την κατανομή του συνόλου δεδομένων 

σε χώρο χαμηλών διαστάσεων. Επίσης, η PCA καθιστά δυνατό τον προσδιορισμό των 

πιο σημαντικών μεταβλητών όσον αφορά τις κύριες διαστάσεις του συνόλου 

δεδομένων. 

Η PCA εφαρμόστηκε στο matrix των τεσσάρων επιλεγμένων μεταβλητών: Age, TAC, 

ROS, Vitamin E μετά από προηγούμενο scaling. Στον κώδικα χρησιμοποιήθηκε η 

συνάρτηση prcomp() με ορισμό: center = TRUE και scale. = TRUE ώστε κάθε 

μεταβλητή να έχει μηδενικό μέσο και μοναδιαία διασπορά πριν από την αποσύνθεση. 
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Αν και τα δεδομένα είχαν ήδη κλιμακωθεί στο προηγούμενο στάδιο, ο επαναληπτικός 

αυτός ορισμός ενισχύει τη σαφήνεια και τη σταθερότητα της PCA διαδικασίας.  

Από την PCA προέκυψαν τρία βασικά σύνολα αποτελεσμάτων: Variance explained per 

component, Loadings των μεταβλητών στις κύριες συνιστώσες, PCA scores για κάθε 

παρατήρηση. Σχετικά με το explained variance, αρχικά υπολογίστηκε το ποσοστό της 

συνολικής διακύμανσης που εξηγεί κάθε κύρια συνιστώσα. Στον κώδικα, τα 

αποτελέσματα αυτά εξάγονταν από το αντικείμενο summary(pca_result)$importance 

και εκτυπώνονταν για τις πρώτες έως πέντε συνιστώσες. Αυτή η πληροφορία είναι 

κρίσιμη, επειδή μας επιτρέπει να αξιολογήσουμε εάν το σύνολο δεδομένων μπορεί να 

περιγραφεί ικανοποιητικά από έναν περιορισμένο αριθμό διαστάσεων. Σε ένα μικρό 

σύνολο μεταβλητών, όπως το παρόν, το ερώτημα είναι ποιο στοιχείο είναι σημαντικό, 

αλλά και εάν οι δύο πρώτοι άξονες επαρκούν για να αποδώσουν το μεγαλύτερο μέρος 

των πληροφοριών. 

Στη συνέχεια εξετάστηκαν τα loadings των μεταβλητών στις κύριες συνιστώσες. Στον 

κώδικα, τα loadings των πρώτων τριών components αποθηκεύτηκαν στο αντικείμενο 

loadings και τυπώθηκαν αναλυτικά. Επιπλέον, υλοποιήθηκε συμπληρωματική 

διαδικασία που εντόπιζε για κάθε principal component τις μεταβλητές με απόλυτη τιμή 

loading μεγαλύτερη από 0.5, ορίζοντάς τες ως “important variables” αυτού του άξονα. 

Αυτό το όριο (|loading|>0.5) χρησιμοποιείται ως ευανάγνωστο μέσο ερμηνείας. Έτσι, 

η PCA αποδείχθηκε επίσης ότι είναι ένας βιολογικός αναγνώστης του συνόλου 

δεδομένων, εκτός από τη μαθηματική του διατύπωση. Δηλαδή, έγινε προσπάθεια να 

αποτυπωθεί ποιοι βιοδείκτες συνεισφέρουν κυρίως στη διακύμανση που εκφράζει κάθε 

component. 

Τέλος, εξήχθησαν τα PCA scores για κάθε δείγμα, δηλαδή οι συντεταγμένες κάθε 

παρατήρησης στο νέο reduced-dimensional space. Στον κώδικα δημιουργήθηκε data 

frame με τις πρώτες έως τρεις κύριες συνιστώσες (PC1, PC2, PC3) για κάθε 

παρατήρηση. Αυτές οι βαθμολογίες χρησιμοποιήθηκαν στη συνέχεια για την εξαγωγή 

τους σε ένα αρχείο και για την απεικόνιση των αποτελεσμάτων PCA. Σε περίπτωση 

που οι πρώτες μία ή δυο συνιστώσες εξηγούν μεγάλο ποσοστό της συνολικής 

διακύμανσης, αυτό σημαίνει ότι η δομή του συνόλου δεδομένων προκαλείται από έναν 

μικρό αριθμό βιολογικών διαστάσεων. 

Επίσης, η PCA εξυπηρετεί στον να αναδείξει ποιοι βιοδείκτες συνεισφέρουν 

περισσότερο στη γενική διακύμανση. Αυτό επιτρέπει τη σύνδεση μεταξύ στατιστικής 

δομής και βιολογικής σημασίας. Επιπροσθέτως, μπορεί να προσφέρει οπτικό υπόβαθρο 

για τη μελλοντική ερμηνεία των clusters. Όταν τα δείγματα αναπαρίστανται με βάση 

τα πρώτα principal components, μπορεί κανείς να κατανοήσει καλύτερα εάν οι ομάδες 

είναι διαχωρισμένες μεταξύ τους ή επικαλύπτονται. Αν μία μόνο μεταβλητή εξηγεί 

σχεδόν όλη τη διακύμανση, θα είναι μια σημαντική πτυχή που πρέπει να αναφερθεί 

κατά την περιγραφή των συστάδων. Τέλος, μπορεί να δημιουργήσει αναπαραγώγιμα 

ενδιάμεσα χαρακτηριστικά (PCA scores) που αποθηκεύτηκαν μαζί με τα υπόλοιπα 

αποτελέσματα της ανάλυσης. 
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29.7. Επιλογή αριθμού clusters 
 

Η επιλογή του βέλτιστου αριθμού συστάδων ήταν ένα βασικό σημείο στη μη 

επιβλεπόμενη μάθηση, καθώς σε μικρά βιοϊατρικά σύνολα δεδομένων μια αυθαίρετη 

επιλογή του k μπορεί να οδηγήσει είτε σε τεχνητά επιβαλλόμενη τμηματοποίηση είτε 

σε υπερβολικά απλοποιημένη αναπαράσταση της δομής των δεδομένων. Επομένως, 

στην παρούσα μελέτη, ο προσδιορισμός του αριθμού των συστάδων περιλάμβανε έναν 

συνδυασμό αρκετών συμπληρωματικών κριτηρίων για την αξιολόγηση της ποιότητας 

των συστάδων και έναν σαφή κανόνα επιλογής του σωστού αριθμού συστάδων που 

εφαρμόστηκαν στον κώδικα ομαδοποίησης. 

Μετά τη δημιουργία του scaled clustering dataset, ο κώδικας υπολόγισε αρχικά τον 

αριθμό δειγμάτων: n_samples=nrow(clustering_data) και όρισε ως μέγιστο επιτρεπτό 

αριθμό clusters: max_k_allowed= min(10, [n_samples/2]). Η επιλογή αυτή λειτουργεί 

ως safeguard ώστε να αποφεύγονται υπερβολικά μεγάλοι αριθμοί clusters σε σχέση με 

το μέγεθος του δείγματος. Στην παρούσα διπλωματική, με n=40, το [40/2]=20, συνεπώς 

το max_k_allowed ισούται με 10. Παρ’ όλα αυτά, για λόγους βιολογικής και 

μεθοδολογικής εστίασης, η σύγκριση περιορίστηκε στις τιμές: k=2, 3, 4. Η απόφαση 

αυτή ήταν σκόπιμη. Δεδομένου του μικρού μεγέθους του dataset και του δυαδικού 

κλινικού πλαισίου (MDS vs Control), η διερεύνηση πολύ μεγαλύτερων τιμών του k θα 

είχε περιορισμένη ερμηνευτική αξία και αυξημένο κίνδυνο ασταθών ή τεχνητών 

clusters.  

Ως πρώτο μέτρο αξιολόγησης υπολογίστηκε το Within-Cluster Sum of Squares(WSS) 

για τιμές k από 1 έως max_k_allowed. Για k=1, το WSS ισούται με το άθροισμα 

τετραγώνων γύρω από τον μέσο των scaled δεδομένων. Για k>1, το WSS υπολογίστηκε 

από τα αποτελέσματα του kmeans() με nstart=25, ώστε να μειωθεί η εξάρτηση από 

τυχαίες αρχικές θέσεις κέντρων. Η συλλογιστική πίσω από τον δείκτη WSS είναι ότι 

όταν ο αριθμός των συστάδων αυξάνεται, η ενδοσυσταδική διακύμανση μειώνεται. 

Ωστόσο, αυτή η μείωση δεν μπορεί να θεωρηθεί ως ανεξάρτητη παράμετρος για την 

επιλογή του βέλτιστου k, επειδή το WSS σχεδόν πάντα βελτιώνεται καθώς το k 

αυξάνεται. Γι' αυτό το κριτήριο WSS χρησιμοποιήθηκε κυρίως ως συμπληρωματική 

πληροφορία για την οπτικοποίηση των αποτελεσμάτων.  

Για κάθε υποψήφια τιμή k=2,3,4 ο αλγόριθμος εφάρμοσε k-means clustering και 

υπολόγισε δυο κύριους δείκτες ποιότητας: το μέσο silhouette width και το Calinski-

Harabasz index.  

Όσων αφορά το μέσο silhouette width, η silhouette τιμή κάθε δείγματος εκτιμά το 

βαθμό στον οποίο το δείγμα ανήκει περισσότερο στο δικό του cluster σε σχέση με τα 

γειτονικά clusters. Το μέσο πλάτος σιλουέτας ολόκληρου του συνόλου δεδομένων 

χρησιμοποιήθηκε ως αξιολόγηση της απόδοσης συσταδοποίησης. Οι υπολογισμοί 

έγιναν σύμφωνα με τον ακόλουθο τύπο: mean(cluster::silhouette(km$cluster, 

dist(clustering_data))[, 3], na.rm=TRUE). Υψηλότερες τιμές silhouette υποδηλώνουν 

πιο συμπαγείς και σαφώς διαχωρισμένες συστάδες. Ο δείκτης αυτός είναι ιδιαίτερα 

χρήσιμος επειδή συνδυάζει πληροφορία ενδοσυσταδικής συνοχής και διασυσταδικής 

απόστασης. 
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Ο δείκτης Calinski-Harabasz υπολογίστηκε μέσω της σχέσης : CH= (SSbetween/(k-1))/ 

(SSwithin/(n-k)) 

Όπου SSbetween είναι η διακύμανση μεταξύ clusters και SSwithin η ενδοσυσταδική 

διακύμανση.  

Υψηλότερες τιμές υποδηλώνουν καλύτερη αναλογία μεταξύ separation και 

compactness. Ο δείκτης αυτός χρησιμοποιήθηκε ως επιπλέον μέτρο επιβεβαίωσης της 

ποιοτητας του επιλεγμένου k.  

Οι τρεις αυτοί δείκτες (WSS, silhouette, Calinski-Harabasz) καταγράφονται σε πίνακα 

k_metrics, ο οποίος αποτέλεσε τη βασική αριθμητική βάση σύγκρισης για τα k= 2, 3, 

4. 

Πέρα από τα παραπάνω, εφαρμόστηκε και η συνάρτηση NbClust, με: Euclidean 

απόσταση, μέθοδο clustering: k-means, εύρος clusters: από το ελάχιστο έως το μέγιστο 

των candidate_k, index: “silhouette”. Η διαδικασία NbClust ήταν η εξωτερική και 

ανεξάρτητη προσέγγιση για την επικύρωση της επιλογής του k. Η χρήση του ίδιου 

μέτρου που βασίζεται στο silhouette-based index ως μετρική επικύρωσης δεν ακυρώνει 

το εργαλείο NbClust, καθώς παρουσιάζει μια εναλλακτική υπολογιστική μέθοδο που 

στοχεύει στην επικύρωση του ίδιου μέτρου.  

Για την τελική απόφαση για τον αριθμό clusters χρησιμοποιήθηκε ως κύριο κριτήριο 

το k με το μέγιστο silhouette width. Αυτός ο κανόνας συγκρίθηκε με την τιμή που 

προτάθηκε από το NbClust και, σε περίπτωση που συνέπιπταν, θεωρήθηκε ως ο 

αριθμός των συστάδων. Εάν υπήρχε ασυμφωνία μεταξύ των τιμών, τότε το πλάτος 

σιλουέτας ήταν ο κύριος κανόνας επιλογής, ενώ η ασυμφωνία σχολιάστηκε σε σχόλια. 

Σε περίπτωση που κάποιο από αυτά αποτύγχανε, υπήρχε ένας πρόσθετος κανόνας που 

όριζε την τιμή του k ίση με 2. Η λογική αυτή προσφέρει διαφάνεια και 

αναπαραγωγιμότητα στη διαδικασία επιλογής του k, στοιχείο ιδιαίτερα σημαντικό σε 

μικρά dataset όπου η επιλογή του αριθμού clusters είναι συχνά ευαίσθητη. 

 

29.8. Εφαρμογή clustering αλγορίθμων 
 

Έχοντας εντοπίσει τον σωστό αριθμό συστάδων, χρησιμοποιήθηκαν διάφορες μέθοδοι 

μη επιβλεπόμενης ομαδοποίησης. Η διαφορά μεταξύ των υποθέσεων που γίνονται από 

διάφορους αλγόριθμους ομαδοποίησης είναι ότι όλοι κάνουν διαφορετικές υποθέσεις 

σχετικά με τη γεωμετρία των δεδομένων. Και σε ένα μικρό σύνολο δεδομένων, η 

σύγκρισή τους απαιτείται για την επικύρωση της συνέπειας και της βασικής δομής της 

ομαδοποίησης. Οι τέσσερις μέθοδοι που εφαρμόστηκαν περιλαμβάνουν:  

- K-means clustering 

- Hierarchical clustering 

- Gaussian Mixture models (GMM) 

- DBSCAN ως exploratory density-based μέθοδος 

Οι τρεις πρώτες χρησιμοποιήθηκαν για τους βασικούς σκοπούς σύγκρισης, ενώ η 

DBCAN εφαρμόστηκε συμπληρωματικά. 
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29.8.1. K-means clustering 

 

Η μέθοδος K-means πραγματοποιήθηκε στο scaled dataset με τον αριθμό των 

συστάδων να είναι ίσος με το καθορισμένο k_choice και με την παράμετρο nstart = 25:  

kmeans(clustering_data, centers= k_choice, nstart= 25) 

Η παράμετρος nstart=25 χρησιμοποιήθηκε ώστε ο αλγόριθμος να ξεκινήσει από 25 

διαφορετικά σύνολα αρχικών κέντρων και να επιλέξει τη λύση με το μικρότερο within-

cluster sum of squares, κάτι που βοηθά στην αποφυγή μιας τοπικά βέλτιστης λύσης. Το 

k-means ήταν κατάλληλο για το παρόν στάδιο επειδή παρέχει απλό και ερμηνεύσιμο 

partitioning των scaled δεδομένων σε συμπαγείς συστάδες με βάση την 

ελαχιστοποίηση της ενδοσυσταδικής διασποράς. 

29.8.2. Hierarchical clustering 

 

Ταυτόχρονα έγινε ιεραρχική ομαδοποίηση με βάση την απόσταση Euclidean και τη 

μέθοδο σύνδεσης Ward.D2 : hclust(dist(clustering_data), method = “ward.D2”) μετά 

την οποία το δενδρογράφημα που προέκυψε κόπηκε σε k συστάδες. 

Η Ward.D2 επιλέχθηκε λόγω της ιδιότητάς του να δημιουργεί συστάδες αρκετά ίσου 

μεγέθους και συμπαγείς, μη αυξάνοντας έτσι το άθροισμα των διακυμάνσεων μεταξύ 

τους για κάθε συγχώνευση. Η ιεραρχική ομαδοποίηση έγινε εξαιρετικά πολύτιμη, 

καθώς δεν χρειαζόταν τα αρχικά κέντρα συστάδων. 

29.8.3. Gaussian Mixture Models (GMM) 

 

 Ως τρίτη κύρια προσέγγιση εφαρμόστηκε model-based clusteringμέσω της 

συνάρτησης  Mclust() : Mclust(clustering_data, G= seq_len(min(max(k_choice, 2), 

4))). 

Στο πλαίσιο της GMM, υποθέτουμε ότι οι παρατηρήσεις ανήκουν σε ένα μείγμα 

πολυμεταβλητής κανονικής κατανομής και εκτιμούμε πιθανοτικά την πιθανότητα να 

ανήκουν σε κάθε κλάση για κάθε παρατήρηση. Η διαδικασία είναι κατάλληλη σε 

περιπτώσεις όπου τα δεδομένα δεν προέρχονται από σφαιρικές συστάδες ή όταν η 

διασπορά τους διαφέρει. Ωστόσο, ο αριθμός των συστάδων διατηρήθηκε στη μέγιστη 

τιμή 4, προκειμένου να διασφαλιστεί η σταθερότητα της διαδικασίας. 

29.8.4. DBSCAN 

 

Το DBSCAN, εκτός από τους αλγόριθμους που αναφέρθηκαν παραπάνω, 

χρησιμοποιήθηκε ως μέθοδος βασισμένη στην πυκνότητα για διερευνητικούς σκοπούς. 

Δεν εξαρτάται από εκ των προτέρων γνωστούς αριθμούς συστάδων και είναι ικανό να 

βρει παρατηρήσεις τύπου noise. Οι παράμετροι του αλγορίθμου στον κώδικα είναι οι 

εξής : minPts = min(4, n_samples - 1) με n_samples=40, άρα minPts=4 και eps ως το 

90ό εκατοστημόριο των αποστάσεων του kNNdist, με:  

dbscan_minPts <- min(4, n_samples - 1) 



68 
 

dbscan_eps <- quantile(dbscan:: kNNdist(clustering_data, k = dbscan_minPts), 0.90, 

na.rm = TRUE) 

Και η υλοποίησή του: dbscan(clustering_data, eps = dbscan_eps, minPts = 

dbscan_minPts) 

Ο DBSCAN επιλέχθηκε ως ένα βοηθητικό εργαλείο σύγκρισης που εξαρτάται από την 

πυκνότητα. Η συμπερίληψη του στη διαδικασία μας επιτρέπει να αξιολογήσουμε εάν 

το σύνολο δεδομένων μας παρουσιάζει ένα πιο συμπαγές/σφαιρικό σχήμα ή μια δομή 

που σχετίζεται με την πυκνότητα και επίσης εάν ορισμένα από τα αντικείμενα 

λειτουργούν ως θόρυβος/ακραίες τιμές. 

Κάθε αλγόριθμος ομαδοποίησης μας παρέχει τη μοναδική του ετικέτα. Επομένως, 

αποφασίσαμε να ομαλοποιήσουμε τις ετικέτες των συστάδων εφαρμόζοντας τη 

συνάρτηση standardize_clusters() στην έξοδο. Αυτό αναταξινομεί τα labels ανάλογα 

με το μέγεθός τους ή, με άλλα λόγια, τη συχνότητα εμφάνισής τους. Κατά συνέπεια, 

μετά την ταξινόμηση των συστάδων σε φθίνουσα σειρά, οι νέες ετικέτες εκχωρούνται 

με τέτοιο τρόπο ώστε η μεγαλύτερη να επισημαίνεται ως αριθμός 1, η δεύτερη 

μεγαλύτερη ως αριθμός 2, και ούτω καθεξής. Τέλος, οι ετικέτες θα μετονομαστούν σε 

Group A, Group B, κ.λπ., σύμφωνα με το τελικό k.  

Η χρήση διαφόρων μεθόδων ομαδοποίησης έχει κάποια μεθοδολογική δικαιολόγηση. 

Πρώτον, μειώνει την εξάρτηση από τις υποθέσεις ενός μόνο μοντέλου. Για παράδειγμα, 

τα k-means, η ιεραρχική ομαδοποίηση και τα μοντέλα GMM διαφέρουν σημαντικά 

μεταξύ τους όσον αφορά τη γεωμετρική και πιθανολογική συλλογιστική. Επιπλέον, 

καθιστά δυνατή την αξιολόγηση του βαθμού στον οποίο τα αποτελέσματα που 

παράγονται από διάφορες μεθόδους συμπίπτουν. Εάν διαφορετικές μέθοδοι παράγουν 

παρόμοια αποτελέσματα ομαδοποίησης, υπάρχει μεγαλύτερη εμπιστοσύνη στην 

ύπαρξη μιας δομής δεδομένων. Ακόμα, η σύγκριση model-based, partition-based, 

hierarchical και density-based clustering βοηθά στην καλύτερη κατανόηση της δομής 

του χώρου δεδομένων. Τέλος, τέθηκαν οι βάσεις για την ομαδοποίηση συναίνεσης. 

29.8.5. Consensus clustering 

 

Έχοντας εκτελέσει τις κύριες τεχνικές ομαδοποίησης, προχωρήσαμε στην εφαρμογή 

της consensus clustering προκειμένου να βελτιώσουμε την σταθερότητα της τελικής 

λύσης ομαδοποίησης συνδυάζοντας διάφορους αλγόριθμους. Για τα δεδομένα μας, 

αυτό το βήμα ήταν ιδιαίτερα κρίσιμο, καθώς, για μικρά μεγέθη δειγμάτων, τα cluster 

labels μπορεί διαφέρουν ανάλογα με τον αλγόριθμο που χρησιμοποιήθηκε, παρά τη 

δομική ομοιότητα μεταξύ τους. 

Στη συνέχεια, οι standardized cluster αναθέσεις των τριών κύριων αλγορίθμων 

τοποθετήθηκαν σε κοινό πίνακα: consensus_mat<- cbind(kmeans_std, hc_std, 

gmm_std) 

Ο κώδικας ανέλυσε τη γραμμή του προκύπτοντος πίνακα, δηλαδή τις ετικέτες 

ομαδοποίησης που παράγονται από τους k-means, την ιεραρχική ομαδοποίηση και το 

GMM για κάθε δείγμα. Η τελική consensus cluster ανάθεση επιλέχθηκε σύμφωνα με 

τον κανόνα της πλειοψηφίας (majority vote):  
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consensus_std<- apply(consensus_mat, 1, function(r) { 

tab<- table(r) 

as.numeric(names(tab)[which.max(tab)]) }) 

Έτσι, κάθε δείγμα ταξινομήθηκε τελικά στο cluster στο οποίο συμφωνούσαν οι 

περισσότερες μέθοδοι. 

Εκτός από την προκύπτουσα consensus label, ο κώδικας αξιολόγησε επίσης το επίπεδο 

συμφωνίας μεταξύ των αλγορίθμων για κάθε δείγμα ξεχωριστά. Αυτό έγινε 

υπολογίζοντας τον αριθμό των διακριτών cluster labels σε κάθε σειρά του 

consensus_mat:  

-  Όταν και οι τρεις αλγόριθμοι συμφωνούσαν απόλυτα, τότε το δείγμα 

χαρακτηριζόταν ως high agreement 

- Όταν δύο από τους τρεις συμφωνούσαν, ως moderate agreement  

- Σε περιπτώσεις όπου κανένας δεν συνέκλινε στην ίδια ταξινόμηση, τότε είχε 

low agreement 

Το consensus clustering ήταν σημαντικό, καθώς σε μικρά βιοϊατρικά datasets, κάθε 

μεμονωμένος αλγόριθμος μπορεί να είναι ευαίσθητος στα αρχικά seeds, στο σχήμα των 

συστάδων, στις υποθέσεις σχετικά με τη σφαιρικότητα ή κανονικότητα και στην 

παρουσία σημείων στα όρια κάθε συστάδας. Ως εκ τούτου, το consensus clustering 

λοιπόν δεν αντικατέστησε τα επιμέρους αποτελέσματα των αλγορίθμων, αλλά 

χρησιμοποιήθηκε ως μέθοδος σύνοψης στην επακόλουθη ανάλυση των συστάδων.  

 

29.9. Bootstrap stability 
 

Η ποιότητα της ομαδοποίησης μπορεί να εκτιμηθεί σύμφωνα με την ικανότητα 

διαχωρισμού της, αλλά και την ανθεκτικότητα μιας τέτοιας λύσης σε μικρές 

διακυμάνσεις στο σύνολο δεδομένων. Έτσι, εισήχθη στη μεθοδολογία μια διαδικασία 

αξιολόγησης της σταθερότητας των συστάδων χρησιμοποιώντας bootstrap resampling. 

Η Bootstrap stability analysis πραγματοποιήθηκε μόνο όταν ο αριθμός των δειγμάτων 

ήταν ίσος ή μεγαλύτερος από δέκα. Αυτό έγινε επειδή η διαδικασία bootstrap θα έπρεπε 

να έχει αρκετές πληροφορίες και δεν μπορούσε να βασίζεται σε μικρό μέγεθος 

δείγματος. Στην παρούσα μελέτη, ήταν διαθέσιμες 40 παρατηρήσεις, πράγμα που 

σήμαινε ότι η διαδικασία μπορούσε να διεξάγεται κανονικά. 

29.9.1. Αριθμός bootstrap επαναλήψεων 

 

Ο αριθμός των επαναλήψεων για το bootstrap επιλέχθηκε ως n_bootstrap = 100. Όσον 

αφορά την εύρεση της τιμής σταθερότητας μιας διερευνητικής εκτίμησης, αυτή η 

παραλλαγή είναι κατάλληλη χωρίς να προκαλεί σημαντικούς υπολογισμούς στο 

παρεχόμενο δείγμα δεδομένων.  

29.9.2. Κατασκευή του co-occurrence matrix και επαναδειγματοληψία 
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Η bootstrap procedure βασίστηκε σε pairwise co-clustering probabilities. Αρχικά, 

ορίστηκε ένας τετραγωνικός πίνακας n x n, δηλαδή 40 x 40, με αρχικές τιμές μηδέν. 

Κάθε θέση (i,j) του δείχνει τον αριθμό των φορών που βρέθηκαν δύο δείγματα i και j 

μαζί στο ίδιο bootstrap sample και ανατέθηκαν στο ίδιο cluster.  

Όσον αφορά την αναδειγματοληψία σε κάθε bootstrap, έγιναν τα εξής: 

1. Το νέο seed (123+b) ορίστηκε ώστε κάθε bootstrap iteration να είναι 

αναπαραγώγιμο αλλά διαφορετικό από άλλες επαναλήψεις. 

2. Ένα δείγμα μεγέθους n επιλέχθηκε τυχαία με αντικατάσταση από τα δεδομένα 

με: idx<- sample(seq_len(n_samples), replace = TRUE) 

3. Σχηματίστηκε ένα bootstrap dataset (boot_data) από τα selected indices: 

boot_data <- clustering_data[idx, , drop= FALSE] 

Για το bootstrapping χρησιμοποιήθηκε η ομαδοποίηση K-means, με τον αριθμό 

των συστάδων να ορίζεται ως centers = k_choice και n_start = 10, που σημαίνει 

εκτέλεση του αλγορίθμου 10 φορές και επιλογή του καλύτερου αποτελέσματος: 

kmeans(boot_data, centers = k_choice, nstart = 10). Η χρήση της ομαδοποίησης 

k-means κατά το bootstrapping επιλέχθηκε λόγω της γρήγορης σύγκλισης και 

της συνέπειας σε πολλαπλές εκτελέσεις. 

4. Για όλα τα πιθανά ζεύγη παρατηρήσεων στο δείγμα bootstrap, ελέγχθηκε εάν 

και οι δύο παρατηρήσεις εμπίπτουν στην ίδια συστάδα και έχουν διαφορετικούς 

δείκτες. Αν ναι, τότε το αντίστοιχο στοιχείο στον πίνακα co-occurrence matrix 

αυξήθηκε κατά 1. 

Ο πίνακας co-occurrence μετά από 100 επαναλήψεις κανονικοποιήθηκε στη συνέχεια 

με τον αριθμό επαναλήψεων, έτσι ώστε σε κάθε καταχώρηση να έχουμε την 

πιθανότητα να βρισκόμαστε στην ίδια συστάδα με την πιθανότητα συν-ομαδοποίησης 

(pairwise co-clustering probability). 

Υπολογίστηκαν δύο συνοπτικά στατιστικά στοιχεία με βάση τον πίνακα συν-

εμφάνισης,  αυτός του Average co-clustering probability και του Standard deviation of 

co-clustering probabilities. Ο μέσος όρος υπολογίστηκε στο άνω τριγωνικό μέρος του 

πίνακα (upper.tri), ώστε να ληφθούν υπόψη όλοι οι μοναδικοί συνδυασμοί ζευγών. 

Αυτό μας δίνει μια ιδέα για το πόσο σταθερές είναι οι συστάδες γενικά. Η ετερογένεια 

της σταθερότητας μετριέται με την τυπική απόκλιση των πιθανοτήτων συν-

ομαδοποίησης (pairwise probabilities). Η υψηλή ετερογένεια θα υποδήλωνε ότι 

ορισμένα ζεύγη είναι πολύ σταθερά, όμως άλλα όχι τόσο. Η μέση σταθερότητα 

ορίστηκε με τον ακόλουθο τρόπο: 

• > 0.8: High 

• > 0.6: Moderate 

• > 0.4: Low 

• <= 0.4: Very Low 

29.9.3. Σταθερότητα ανά δείγμα 

 

Πέραν της συνολικής σταθερότητας, προσδιορίστηκε και stability score κάθε σημείου 

δεδομένων λαμβάνοντας τη μέση τιμή της αντίστοιχης γραμμής του co-occurrence 
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matrix. Με τον τρόπο αυτό κάθε σημείο δεδομένων λαμβάνει ένα μέτρο για το πόσο 

σταθερά ανήκει σε μια συστάδα across bootstrap resamplings. Η σημασία αυτής της 

διαδικασίας έγκειται στο ότι μπορούμε να διακρίνουμε μεταξύ των δειγμάτων με 

συνεπή συμμετοχή σε συστάδες και εκείνων στις οριακές περιοχές του χώρου 

χαρακτηριστικών. 

Η bootstrap stability analysis εφαρμόστηκε για να ενισχύσει τη μεθοδολογική 

αξιοπιστία της μη επιβλεπόμενης ανάλυσης. Στο clustering δεν υπάρχει εγγενές σωστό 

label κατά την εκπαίδευση. Επιπλέον, η σταθερότητα συμπληρώνει άλλα μέτρα, 

συμπεριλαμβανομένου του silhouette και Calinski-Harabasz. Ένα cluster solution 

μπορεί να είναι αποδεκτό silhouette, αλλά δεν μπορεί να αναπαραχθεί σταθερά σε 

περίπτωση μικρών αλλαγών στα δεδομένα. Έτσι, η σταθερότητά της έναντι της 

επαναδειγματοληψίας είναι ένας σημαντικός παράγοντας που καθορίζει την ύπαρξη 

των ίδιων των συστάδων. Η επιλογή του pairwise co-clustering probability αντί για 

απλούστερους δείκτες ήταν σκόπιμηκαθώς αποκαλύπτει περισσότερα για τη 

σταθερότητα σε επίπεδο σχέσης μεταξύ δειγμάτων και όχι μόνο σε επίπεδο cluster 

count.  

29.10. Στατιστικές συγκρίσεις μεταξύ clusters 
 

Μετά τον καθορισμό των τελικών συστάδων, πραγματοποιήθηκε στατιστική σύγκριση 

μεταξύ των μεταβλητών από τις διαφορετικές συστάδες σε μια προσπάθεια να 

προσδιοριστούν οι μεταβλητές που κάνουν τη μεγαλύτερη διαφορά στη διάκριση των 

διαφορετικών προφίλ. Το στάδιο αυτό είναι απαραίτητο, διότι το clustering αποδίδει 

ομάδες παρατηρήσεων, αλλά δεν τεκμηριώνει από μόνο του ποιες μεταβλητές 

ευθύνονται περισσότερο για τον διαχωρισμό τους. Η ανάλυση βασίστηκε στα 

consensus clusters. Ο κώδικας είναι δομημένος έτσι ώστε να επιλέγει αυτόματα τη 

στατιστική διαδικασία ανάλογα με τον αριθμό των clusters που προκύπτουν. Όταν η 

τελική λύση περιλάμβανε δύο clusters, εφαρμόζονταν συγκρίσεις δυο ανεξάρτητων 

ομάδων, ενώ όταν η λύση περιλάμβανε περισσότερα από δύο clusters, εφαρμόζονταν 

πολυομαδική σύγκριση. Εδώ, ο τελικός αριθμός συστάδων προσδιορίστηκε ως k = 2. 

Ως εκ τούτου, πραγματοποιήσαμε σύγκριση για τις δύο ομάδες το Group_A και 

Group_B. 

Οι τιμές κάθε μεταβλητής που συμμετείχε στην ομαδοποίηση απομονώθηκε ξεχωριστά 

για κάθε ομάδα. Πριν από την επιλογή της σωστής δοκιμής, η κανονικότητα εντός κάθε 

ομάδας ελέγχθηκε χρησιμοποιώντας τη συνάρτηση shapiro.test(), μόνο εάν ο αριθμός 

των παρατηρήσεων στην ομάδα ήταν επαρκής για την εκτέλεση της δοκιμής. Όταν και 

οι δυο ομάδες είναι κανονικές, γίνεται και έλεγχος ισότητας διακυμάνσεων με τη 

συνάρτηση var.test().  

Η επιλογή της τελικής στατιστικής δοκιμασίας γίνεται αυτόματα από τον κώδικα:  

• όταν και οι δύο ομάδες κατανέμονται κανονικά και η διακύμανση δεν είναι 

πολύ διαφορετική, επιλέγεται Student’s t-test,  

• όταν και οι δύο ομάδες κατανέμονται κανονικά αλλά η διακύμανση είναι 

σημαντικά διαφορετική, επιλέγεται Welch t-test, 
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• όταν κάποια από τις ομάδες δεν κατανέμεται κανονικά, επιλέγεται Wilcoxon 

rank-sum test. 

Με αυτόν τον τρόπο, θα εκτελεστεί η καταλληλότερη δοκιμή για κάθε μεταβλητή. 

Εκτός από τη στατιστική σημαντικότητα, γίνεται επίσης υπολογισμός και effect size 

για κάθε σύγκριση. Στις παραμετρικές συγκρίσεις, η εκτίμηση γίνεται μέσω του effect 

size που υπολογίζεται από τη διαφορά των μέσων τιμών και την κοινή διασπορά των 

δυο ομάδων, ενώ στις μη παραμετρικές συγκρίσεις χρησιμοποιείται effect index 

βασισμένο στο στατιστικό της δοκιμασίας Wilcoxon. Η ένταση του αποτελέσματος 

κατηγοριοποιείται σε αμελητέο, μικρό, μέτριο ή μεγάλο μέγεθος επίδρασης, 

αντίστοιχα. 

Επιπλέον, για κάθε μεταβλητή υπολογίζονται βασικά περιγραφικά στατιστικά στοιχεία 

ανά cluster, όπως η μέση τιμή, η διάμεσος, η τυπική απόκλιση, ο αριθμός 

παρατηρήσεων ανά ομάδα και η διαφορά μέσων τιμών. Έτσι, η στατιστική σύγκριση 

δεν βασίστηκε αποκλειστικά στη χρήση ενός μόνο δείκτη p-value, αλλά 

συμπληρώθηκε με κατάλληλη ποσοτικοποίηση τόσο της κατεύθυνσης όσο και της 

έντασης των διαφορών μεταξύ των συστάδων. Επιπλέον, ο κώδικας προβλέπει μια 

εναλλακτική οδό σε περίπτωση μεγαλύτερου αριθμού ή περισσότερων από δύο 

προκύπτοντων συστάδων. Εάν έχουν βρεθεί περισσότερες από δύο συστάδες, η 

σύγκριση περιλαμβάνει ένα τεστ Kruskal-Wallis, ακολουθούμενο από μια εκ των 

υστέρων σύγκριση μέσω Dunn post-hoc test με διόρθωση πολλαπλών συγκρίσεων 

μέσω της μεθόδου Benjamin-Hochberg. Αυτή η οδός δεν χρησιμοποιήθηκε στην 

παρούσα εργασία, καθώς η τελική λύση συσταδοποίησης περιλάμβανε μόνο δύο 

συστάδες. 

Αυτό το βήμα ήταν κρίσιμο για την ερμηνεία των συστάδων από βιολογική άποψη. 

Διαφορετικά, οι συστάδες θα θεωρούνταν απλώς μια ομάδα σημείων που διέφεραν στις 

επιλεγμένες μεταβλητές. Ωστόσο, εφαρμόζοντας τις προαναφερθείσες διαδικασίες, θα 

μπορούσε κανείς να εντοπίσει εκείνες τις μεταβλητές που συμβάλλουν σημαντικά στη 

διαφοροποίηση των συστάδων. 

 

29.11. Cluster profiling 
 

Το επόμενο βήμα αφορά το cluster profiling, η οποία περιλάμβανε τη στατιστική 

σύγκριση μεταβλητών μεταξύ διαφορετικών ομάδων. Ακολουθούσε η δημιουργία 

προφίλ ομάδων, η οποία είναι η περιγραφή των ομάδων με βάση το βιολογικό και 

εργαστηριακό προφίλ. Αυτό είχε ως στόχο να παρέχει βιολογικές πληροφορίες από την 

αριθμητική ταξινόμηση. Αναμένεται ότι η δημιουργία προφίλ ομάδων θα αποκαλύψει 

εάν οι τιμές των βιοδεικτών είναι υψηλές ή χαμηλές σε κάθε μία από τις ομάδες σε 

σχέση με τη γενική τάση του συνόλου δεδομένων. Στον κώδικα, η δημιουργία προφίλ 

ομάδων έγινε σε τρία συμπληρωματικά επίπεδα: το standard z-scores, robust z-scores, 

pattern-based phenotypic characterization. 

29.11.1. Standard z-scores 
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Σε πρώτο επίπεδο, υπολογίζεται για κάθε μεταβλητή και για κάθε cluster η θέση της 

μέσης τιμής του cluster σε σχέση με την κατανομή του dataset. Αυτό επιτεύχθηκε μέσω 

της χρήσης περιγραφικών στατιστικών για ολόκληρο το σύνολο δεδομένων και τις 

μέσες τιμές κάθε συστάδας. Στόχος ήταν να καθοριστεί ένας δείκτης απόκλισης για 

κάθε τιμή. Αυτές οι πληροφορίες καταγράφηκαν στον πίνακα z-scores με κατάλληλη 

ερμηνεία ως εξής: παρόμοια με τη συνολική κατανομή, μέτρια υψηλή, πολύ υψηλή, 

μέτρια χαμηλή και πολύ χαμηλή. Οι μεταβλητές με διαφορετικές μονάδες μέτρησης 

μπορούν πλέον να συγκριθούν αποτελεσματικά επειδή έχουν τυποποιηθεί. 

29.11.2. Robust z-scores 

 

Σε δεύτερο επίπεδο, υπολογίστηκαν και robust z-scores, λαμβάνοντας υπόψη τη 

διάμεσο και την τιμή MAD (medial absolute deviation) ολόκληρου του συνόλου 

δεδομένων, αντί του μέσου όρου και της τυπικής απόκλισης. Τα robust z-scores 

αποθηκεύτηκαν στη συνέχεια στον πίνακα robust_z_scores και συνοδεύτηκαν από την 

αντίστοιχη λεκτική τους ερμηνεία. Αυτή η μέθοδος αποδείχθηκε πολύτιμη, ειδικά σε 

ένα μικρό σύνολο βιοϊατρικών δεδομένων, επειδή ακόμη και ένας μικρός βαθμός 

ασυμμετρίας ή ακραίων τιμών μπορεί να οδηγήσει σε εσφαλμένη ερμηνεία των 

δεδομένων που περιγράφονται χρησιμοποιώντας κλασικές μεθόδους, βασιζόμενες στη 

μέση τιμή. Ο συνδυασμός standard και robust profiling ενισχύει τη σταθερότητα της 

ερμηνείας και προσφέρει πληρέστερη εικόνα του cluster phenotype. 

Στην ειδική περίπτωση, όταν το αποτέλεσμα της διαδικασίας ομαδοποίησης παράγει 

μόνο δύο συστάδες, όπως στην περίπτωση της παρούσας πτυχιακής, πραγματοποιείται 

ένα επιπλέον στάδιο, με στόχο μια πιο άμεση βιολογική ερμηνεία των συστάδων. Για 

κάθε cluster εξετάζεται αν η median κάθε βασικού βιοδείκτη είναι υψηλότερη ή 

χαμηλότερη από τη συνολική median του dataset. Με βάση αυτή τη σύγκριση, κάθε 

cluster λαμβάνει περιγραφικά χαρακτηριστικά για:  

• TAC ως High ή Low 

• ROS ως High ή Low  

• Vitamin_E ως High ή Low 

• Age ως Older ή Younger 

Μετά από αυτό, σχηματίζονται δύο exploratory scores, τα MDS_Evidence και 

Control_Evidence, που αντικατοπτρίζουν την τάση της συστάδας να εκφράζει είτε 

προφίλ που συνάδει με την παρουσία υψηλότερου οξειδωτικού στρες και χαμηλότερης 

ισορροπίας αντιοξειδωτικών είτε μάλλον φυσιολογικό βιοχημικό προφίλ. Ανάλογα με 

τη σχετική επικράτηση τέτοιων σημείων, η συστάδα λαμβάνει μια ερμηνεία όπως: 

MDS-like, Control-like, Mixed/Unclear. Πρέπει να σημειωθεί ότι αυτή η ερμηνεία 

είναι υποκειμενική και μη διαγνωστική. Χρησιμοποιείται μόνο για να παρέχει μια 

βιολογική ερμηνεία της ανάλυσης συστάδων. Το cluster profiling είναι είναι κρίσιμο 

για τον καθορισμό της σχέσης μεταξύ των αποτελεσμάτων της συσταδοποίησης και 

της βιολογικής υπόθεσης του πειράματος, η οποία υποδηλώνει μια σχέση μεταξύ MDS 

και ενός ορισμένου προφίλ οξειδωτικού στρες και εξασθενημένου αντιοξειδωτικού 

συστήματος. Έτσι, παρέχοντας τυπική και αξιόπιστη ερμηνεία και περαιτέρω 

διερεύνηση του φαινοτύπου, καταφέραμε να δώσουμε στις συστάδες κλινικοβιολογικό 

νόημα. 



74 
 

29.12. External validation 
 

Τέλος, η εξωτερική επικύρωση των ληφθέντων συστάδων συγκρίθηκε με τις 

υπάρχουσες κλινικές κατηγορίες. Όπως αναφέρθηκε παραπάνω, η μεταβλητή Category 

δεν χρησιμοποιήθηκε σε κανένα στάδιο της κατασκευής των συστάδων, αξιοποιήθηκε 

εκ των υστέρων για να ελεγχθεί εάν οι ληφθέντες συστάδες αντιστοιχούσαν στις 

πραγματικές κατηγορίες Control και MDS. Το external validation ενεργοποιείται στον 

από την παρουσία της στήλης Category και τη δυνατότητα μετατροπής της στον 

κατάλληλο παράγοντα τουλάχιστον δύο επιπέδων. Σε αυτή την εργασία οι 

προϋποθέσεις αυτές πληρούνται και η διαδικασία εφαρμόζεται κανονικά. Η σύγκριση 

με τα true labels πραγματοποιήθηκε για κάθε μια από τις ακόλουθες clustering λύσεις: 

KMeans, Hierarchical, GMM, Consensus και εφόσον η DBSCAN παρήγαγε 

τουλάχιστον δυο ερμηνεύσιμες ομάδες, μπορεί να συμπεριληφθεί και αυτή. 

Για κάθε έναν από τους αλγόριθμους, δημιουργήθηκε ο πίνακας σύγχυσης (table(True 

= true, Pred = pred)), ο οποίος επέτρεψε τη σύγκριση της κλινικής ετικέτας με την 

αντιστοιχία συστάδας του δείγματος. Ο κώδικας είναι σχεδιασμένος να αντιμετωπίσει 

το πρόβλημα αντιστροφής των cluster labels. Ειδικά στην περίπτωση που τα true labels 

και τα predicted clusters έχουν δυο επίπεδα , υπολογίζονται δυο δυνατές εκδοχές 

αντιστοίχισης: direct alignment και swapped alignment και ως accuracy κρατείται η 

καλύτερη από τις δυο.  

 

29.13. ARI and NMI 
 

Εκτός από το accuracy, υπολογίζονται δυο καθιερωμένοι δείκτες εξωτερικής 

συμφωνίας clustering, ο Adjusted Rand Index (ARI) μέσω της συνάρτησης 

mclust::adjustedRandIndex() και ο Normalized Mutual Information (NMI) μέσω της 

συνάρτησης aricode::NMI() . 

Τα μέτρα προσφέρουν μια ευρύτερη αξιολόγηση της ομοιότητας μεταξύ δυο partitions 

από ό,τι η απλή accuracy. Ο ARI μετρά τη συμφωνία μεταξύ των δύο ταξινομήσεων 

διορθωμένη για τυχαιότητα, ενώ ο NMI μετρά την ποσότητα αμοιβαίων πληροφοριών 

μεταξύ της clustering λύσης και των πραγματικών labels. Είναι ιδιαίτερα σημαντικό να 

χρησιμοποιηθούν και τα δύο αυτά μέτρα, καθώς αποδεικνύουν ότι η εξωτερική 

επικύρωση δεν βασίστηκε αποκλειστικά σε ένα αριθμό. 

 

29.14. Cluster composition 
 

Επιπλέον, για κάθε clustering method επιχειρείται η μετατροπή του confusion matrix 

σε πίνακα σύνθεσης των predicted clusters, υπολογίζοντας για κάθε cluster το ποσοστό 

των ατόμων που ανήκουν στις πραγματικές κατηγορίες Control και MDS. Αυτά τα 

δεδομένα βοήθησαν να επιτευχθεί μεγαλύτερη σαφήνεια σχετικά με το εάν η ομάδα 

αποτελούνταν κυρίως από ομάδες ελέγχου, κυρίως ασθενείς με MDS, ή και από τους 
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δύο τύπους ατόμων. Το cluster composition χρησιμοποιήθηκε επίσης σε οπτικές 

αναπαραστάσεις των αποτελεσμάτων. 

 

29.15. ROC/AUC για τα consensus cluster 
 

Δεδομένου ότι η τελική ομαδοποίηση παρείχε δύο συστάδες και υπήρχαν επίσης και 

τα true labels που ήταν επίσης δυαδικά, ο κώδικας προχωρούσε σε επιπλέον 

αξιολόγηση της λύσης consensus μέσω ROC analysis. Η διαδικασία αυτή 

περιλαμβάνει: 

• Την κατασκευή πίνακα αντιστοίχισης μεταξύ true labels και consensus clusters, 

• Εύρεση του ποσοστού MDS μέσα σε κάθε consensus cluster, 

• Προσδιορισμό της “positive cluster” ως της συστάδας με το υψηλότερο 

ποσοστό MDS, 

• Χρήση δυαδικού predictor ο οποίος ισούται με 1 όταν ένα δείγμα ανήκε στον 

positive cluster και 0 όταν δεν ανήκε, 

• Υπολογισμός της καμπύλης ROC και της AUC μέσω του pROC::roc() 

Αυτή η ανάλυση δεν μετατρέπει το clustering σε supervised classifier, αλλά παρέχει 

μια άλλη μέθοδο αξιολόγησης του πόσο καλά η ομαδοποίηση αντανακλά τη διάκριση 

μεταξύ ομάδων MDS έναντι Control.  

 

29.16. Γιατί έγινε το external validation 
 

Το external validation είναι ουσιώδης καθώς μας δίνει την ευκαιρία να προσδιορίσουμε 

την κλινική σημασία των συστάδων που προκύπτουν στη διαδικασία της αποκλειστικά 

μη επιβλεπόμενης ανάλυσης. Επίσης, μπορούμε να χρησιμοποιήσουμε την εξωτερική 

επικύρωση για να αξιολογήσουμε διαφορετικές προσεγγίσεις στην ομαδοποίηση όσον 

αφορά την ικανότητά τους να αναπαράγουν τη γνωστή διάκριση των εν λόγω 

δεδομένων χωρίς να χρησιμοποιούνται ετικέτες στην εκπαίδευση. Κάτι επίσης θετικό 

είναι ότι βελτιώνει τη συνέργεια μεταξύ των μη επιβλεπόμενων και των επιβλεπόμενων 

σταδίων της μελέτης. Όσο μεγαλύτερη ομοιότητα υπάρχει μεταξύ μιας  συστάδας και 

της πραγματικότητας (true labels), τόσο υψηλότερη βιολογική αξιοπιστία θα αποδοθεί 

στα επιβλεπόμενα ευρήματα. Έτσι, η εξωτερική επικύρωση έγινε ένα ενδιάμεσο βήμα 

μεταξύ της μη επιβλεπόμενης εξερεύνησης και της επιβλεπόμενης εξήγησης των 

αποτελεσμάτων. 

 

30. Επιβλεπόμενη ταξινόμηση 
 

Το τρίτο βήμα αυτής της ανάλυσης ήταν το στάδιο της ταξινόμησης, το οποίο 

προοριζόταν για την ανάπτυξη μοντέλων, τη βελτιστοποίηση και την εσωτερική 
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αξιολόγηση, προκειμένου να γίνει διάκριση μεταξύ ασθενών με MDS και υγιών 

ατόμων. Στο classification η πληροφορία σχετικά με τη διαγνωστική κατάσταση 

χρησιμοποιείται ως supervised target, επιτρέποντας την εκπαίδευση αλγορίθμων που 

μαθαίνουν τη σχέση μεταξύ βιοδεικτών και διαγνωστικής κατηγορίας. Η διαδικασία 

που περιγράφεται σε αυτήν την ενότητα υλοποιήθηκε προκειμένου να επιλυθούν τα 

κύρια ζητήματα ανάλυσης του μικρού βιοϊατρικού συνόλου δεδομένων: δηλαδή, ο 

μικρός αριθμός δειγμάτων, η πιθανή αστάθεια της εκτίμησης, η αποφυγή leakage 

μεταξύ tuning και test evaluation και η ερμηνεία της επίδρασης κάθε μεμονωμένου 

βιοδείκτη. 

Αυτός είναι ο λόγος που το classification stage περιλάμβανε σαφή ορισμό των features 

και της έκβασης, περαιτέρω προεπεξεργασία του συνόλου δεδομένων, nested cross-

validation, εσωτερική βελτιστοποίηση υπερπαραμέτρων, προσαρμοσμένη επιλογή 

threshold ταξινόμησης, υπολογισμό διαφόρων metrics απόδοσης, pooled ROC 

analysis, σύγκριση μοντέλων και συμπληρωματικές αναλύσεις σημασίας 

χαρακτηριστικών. Οι επόμενες υποενότητες περιγράφουν τη διαδικασία που 

ακολουθήθηκε. 

 

30.1. Σκοπός του classification stage 
 

Ο βασικός στόχος του classification stage είναι είναι η αξιολόγηση της ικανότητας ενός 

σχετικά στενού συνόλου μεταβλητών που επιλέγονται ειδικά από βιολογική άποψη να 

διακρίνουν μεταξύ ασθενών με MDS και υγιών ατόμων χρησιμοποιώντας την 

εποπτευόμενη προσέγγιση μηχανικής μάθησης. Εδώ δεν αναζητείται η επίτευξη της 

πιο αποτελεσματικής απόδοσης πρόβλεψης σχετικά με το εξεταζόμενο πρόβλημα.  

Μέσω αυτού του σταδίου γίνεται αξιολόγηση της απόδοσης διαφόρων εποπτευόμενων 

μοντέλων που βασίζονται σε διαφορετική μαθηματική λογική όσον αφορά τη διάκριση 

MDS έναντι Control. Επιλέχθηκαν οι αλγόριθμοι: Artificial Neural Network (ANN), 

Random Forest, Support Vector Machine με RBF kernel και XGBoost ώστε να 

διερευνηθεί αν το σύνολο δεδομένων αποδίδεται καλύτερα μέσω μη γραμμικών ορίων 

απόφασης, ensemble λογικής ή kernel based μεθόδων. 

Επίσης, έτσι μπορούμε να βεβαιωθούμε ότι η διαδικασία αξιολόγησης της απόδοσης 

να είναι όσο το δυνατόν πιο ισχυρή και συντηρητική. Επομένως, υλοποιείται nested 

cross-validation με outer_k = 5 και outer_repeats = 5, δηλαδή 25 outer test evaluations 

και εσωτερικό tuning loop με εως 3 inner folds (inner_k_max = 3). Η προσέγγιση με 

τη χρήση ενθέτων επιλέχθηκε λόγω της ανάγκης να πραγματοποιηθεί βελτιστοποίηση 

υπερπαραμέτρων αποκλειστικά στο training partition κάθε outer fold και να μην 

επηρεάζει το τελικό test evaluation. 

Με το classification stage, χρησιμοποιείται metric selection strategy κατάλληλο για 

μικρό δυαδικό dataset. Εδώ, ως κύριο κριτήριο για την απόδοση του ταξινομητή, 

χρησιμοποιείται ο συντελεστής συσχέτισης Matthews (MCC). Έτσι, μπορεί κανείς να 

πει ότι η έμφαση δίνεται στην ικανότητα του ταξινομητή να διακρίνει μεταξύ δύο 

κλάσεων και όχι στην ακρίβειά του, καθώς ο MCC υπολογίζεται λαμβάνοντας υπόψη 

όλα τα στοιχεία του πίνακα σύγχυσης. 
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Επιπλέον, μπορεί να αξιολογηθεί ποιό μοντέλο λειτουργεί καλύτερα και είναι οι 

σημαντικοί βιοδείκτες για την τελική πρόβλεψη. Αυτός είναι ο λόγος για τον οποίο η 

διαδικασία περιλαμβάνει standalone biomarker analysis, incremental biomarker 

removal, permutation importance και sensitivity analysis των supplementary feature 

analyses. Μπορεί επίσης να διασφαλίσει ότι τα αποτελέσματα είναι κλινικά σημαντικά 

και αναπαραγώγιμα. Στον κώδικα καταγράφονται outer-test predictions, model-wise 

summaries, pooled ROC curves, στατιστική σύγκριση μεταξύ μοντέλων και feature 

oriented supplementary analyses. 

 

30.2. Features and outcome 
 

Το supervised classification pipeline βασίστηκε στο σύνολο χαρακτηριστικών εισόδου 

και μια δυαδική μεταβλητή έκβασης. Η διαδικασία επιλογής χαρακτηριστικών έλαβε 

χώρα στον κώδικα στη φάση data_clean, καθώς το νέο analytic dataset δημιουργήθηκε 

από το αρχικό αρχείο. Οι μεταβλητές που συμπεριλήφθηκαν στην ανάλυση ήταν οι 

Age, TAC, ROC, Vitamin_E. Σε αντίθεση με το comprehensive exploratory stage, όπου 

συμπεριλήφθηκε και η MDA, στο classification stage η MDA δε χρησιμοποιήθηκε. 

Πρόκειται για μια σχεδιαστική επιλογή του pipeline, καθώς το supervised μοντέλο 

εκπαιδεύτηκε τελικά πάνω στις τέσσερις μεταβλητές που δηλώνονται στον κώδικα Η 

απόφαση αυτή καθοδηγήθηκε από το γεγονός ότι οι επιλεγμένες μεταβλητές 

αντικατοπτρίζουν ένα συμπαγές σύνολο χαρακτηριστικών που περιλαμβάνει έναν 

δημογραφικό παράγοντα, έναν συνολικό δείκτη αντιοξειδωτικής ικανότητας, έναν 

δείκτη οξειδωτικού φορτίου και έναν ειδικό αντιοξειδωτικό παράγοντα. Το διάνυσμα 

των predictors για την ανάλυση καθορίστηκε ως:  

Biomarkers <- setdiff(names(data_clean), “Category”) 

Η μεταβλητή έκβασης Category μετατράπηκε σε factor με σταθερή διάταξη επιπέδων: 

Category = factor(stringr::str_trim(raw_data$Category), levels = c(“Control”, 

“MDS”)) 

Ο καθορισμός των  levels = c(“Control”, “MDS”) είναι ιδιαίτερα κρίσιμος επειδή 

καθορίζει τις αρνητικές (Control) και θετικές (MDS) κλάσεις, και επηρεάζει άμεσα τον 

υπολογισμό των μετρίσεων όπως: sensitivity, specificity, precision, F1-score, MCC, 

ROC/AUC.  

Η μεταβλητή αυτή χρησίμευσε ως supervised target για τα στάδια του training, inner 

tuning και outer testing. 

Μετά τον καθαρισμό των δεδομένων, εμφανίζεται ο αριθμός των γραμμών και στηλών 

του συνόλου δεδομένων και η συχνότητα των δυο κατηγοριών. Το pipeline έχει και 

έλεγχο ασφαλείας:  

If (nrow(data_clean) < 20) stop (“Too few samples (n< 20).”) 

Στην παρούσα εργασία το σύνολο δεδομένων περιέχει 40 παρατηρήσεις, 5 στήλες (4 

predictors + 1 outcome), 20 Control, 20 MDS. Η ισορροπία των δύο κατηγοριών είναι 
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ιδιαίτερα κρίσιμη για την εποπτευόμενη ανάλυση, καθιστώντας δυνατή την ερμηνεία 

του MCC και άλλων μετρήσεων χωρίς καμία επίδραση των μη ισορροπημένων 

κλάσεων. 

 

30.3. Πρόσθετη προεπεξεργασία 
 

Πριν από την εκπαίδευση των supervised models υπάρχει περαιτέρω προεπεξεργασία 

που πρέπει να εκτελεστεί, η οποία είναι συγκεκριμένη για τις απαιτήσεις του 

classification σταδίου. Η προεπεξεργασία αυτή διαφέρει από τον καθαρισμό του 

συνόλου δεδομένων, επειδή στο supervised πλαίσιο πρέπει να ληφθούν υπόψη 

παράμετροι όσον αφορά τα numerical stability, feature utility και αποφυγή leakage 

μεταξύ training και test subsets.  

Η σχετική λογική αποτυπώνεται σε μια σειρά βοηθητικών συναρτήσεων, όπως: 

as_num_scientific(), nzv_fit(), nzv_apply(), scale_fit(), scale_apply() και 

safe_inner_k(). 

Το πρώτο βήμα προεπεξεργασίας έχει ήδη γίνει με την κατασκευή του data_clean, με 

τη χρήση της συνάρτησης as_num_scientific(). Ο σκοπός αυτής της συνάρτησης είναι 

να αφήσει τις τιμές ως έχουν εάν είναι αριθμητικές. Διαφορετικά, τα κόμματα θα 

αντικατασταθούν με τελείες και θα γίνει προσπάθεια μετατροπής της τιμής σε 

αριθμητική με as.numeric(). Αυτό είναι απαραίτητο για να διασφαλιστεί ότι οι 

εργαστηριακές μεταβλητές είναι πράγματι αριθμητικές. 

Αμέσως μετά εφαρμόστηκε tidyr::drop_na() και dplyr::filter(complete.cases(.)) για να 

διατηρηθούν μόνο πλήρεις παρατηρήσεις σε όλες τις μεταβλητές του classification 

dataset. Η διαδικασία χρησιμεύει ως ένα ακόμη επίπεδο προστασίας, εξαιρώντας όλες 

τις παρατηρήσεις με ελλείπουσες τιμές. 

Στη συνέχεια εκτελέστηκε ένα άλλο φίλτρο : 

dplyr::filter(dplyr::if_all(dplyr::where(is.numeric), is.finite)) 

Αυτό το φίλτρο αφαιρεί όλες τις παρατηρήσεις που έχουν NaN, Inf, -Inf ή άλλες μη 

έγκυρες αριθμητικές τιμές. Αυτό το βήμα είναι εξαιρετικά σημαντικό κατά την 

εκπαίδευση εποπτευόμενων μοντέλων όπως ANN, SVM και XGBoost που έχουν 

ευαισθησία σε μη πεπερασμένους αριθμούς ως είσοδο. 

Επίσης, ως μέρος του ποιοτικού ελέγχου υπάρχει η ακόλουθη γραμμή κώδικα που 

διασφαλίζει ότι το καθαρισμένο σύνολο δεδομένων εξακολουθεί να έχει αρκετά 

δεδομένα για ανάλυση: if (nrow(data_clean) < 20) stop(“Too few samples (n<20).”). Ο 

λόγος για αυτό το όριο είναι ότι το δείγμα δεν πρέπει να είναι πολύ μικρό, επειδή δεν 

μπορεί να πραγματοποιηθεί nested cross-validation με αυτό. Εδώ το τελικό σύνολο 

δεδομένων περιλαμβάνει 40 δείγματα, επομένως το pipeline προχωράει κανονικά. 

Ένα άλλο από τα πρόσθετα βήματα προεπεξεργασίας που εκτελούνται στα δεδομένα 

είναι ο έλεγχος για near-zero variance (NZV) predictors. Πραγματοποιείται κατά τη 

διάρκεια κάθε outer fold, χρησιμοποιώντας μόνο το training set του συγκεκριμένου 
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fold, το οποίο είναι ιδιαίτερα σημαντικό για την αποφυγή data leakage. Αυτή η 

διαδικασία στον κώδικα γίνεται ως εξής:  

nzv_fit <- function(train_df) { 

x <- dplyr::select(train_df, -Category) 

nzv <- caret::nearZeroVar(x, saveMetrics = TRUE) 

drop_cols <- rownames(nzv)[nzv$nzv] 

if (length(drop_cols) > 0 && length(setdiff(colnames(x), drop_cols)) == 0) drop_cols 

<- character() 

drop_cols 

} 

Αυτή η συνάρτηση λαμβάνει υπόψη μόνο τους predictors και όχι την outcome variable 

και χρησιμοποιεί τη caret::nearZeroVar() για να ανιχνεύσει features με σχεδόν 

μηδενική πληροφοριακή διακύμανση. Στη συνέχεια, εξάγει τα ονόματα των στηλών 

που θα απορριφθούν, αλλά δεν επιτρέπει την ταυτόχρονη απόρριψη όλων των 

predictors, προστατεύοντας το pipeline. Στη συνέχεια οι στήλες αυτές αφαιρούνται από 

το training set και από το αντίστοιχο outer test set μέσω της nzv_apply(). Η χρήση NZV 

screening είναι μεθοδικά κατάλληλη, διότι predictors με σχεδόν σταθερές τιμές δεν 

φέρουν καμία πληροφοριακή αξία και μπορούν να προκαλέσουν αριθμητικά 

προβλήματα ή ασταθείς βελτιστοποιήσεις. 

Μετά το NZV filtering, το training και το test subset του κάθε outer fold μετατρέπονται 

εκ νέου σε factors με σταθερή διάταξη επιπέδων: 

train_real2$Category <- factor(train_real2$Category, levels = c(“Control”, “MDS”)) 

test_real2$Category <- factor(test_real2$Category, levels = c(“Control”, “MDS”)) 

Το βήμα αυτό διασφαλίζει ότι δεν αλλάζει η σειρά των labels μεταξύ folds, τα 

predictions και τα metrics υπολογίζονται με συνεπή τρόπο και η θετική κλάση 

παραμένει πάντοτε η MDS. 

Η πρόσθετη προεπεξεργασία περιλαμβάνει και adaptive ρύθμιση του πλήθους των 

inner CV folds με βάση τη μικρότερη κλάση στο training set. Η συνάρτηση: 

safe_inner_k <- function(y, max_k = 3){ 

tab <- table(y) 

min_n <- min(tab) 

if (min_n <= 3) return(2) 

min(max_k, 3) } 

εξασφάλισε ότι το inner tuning loop δεν θα προσπαθήσει να παράγει περισσότερα folds 

από όσες είναι δυνατές ανάλογα με το μέγεθος της μικρότερης κλάσης. Έτσι, κάθε 

φορά που το μέγεθος της μικρότερης κλάσης του training set είναι πολύ μικρό, 
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εκτελούνται μόνο 2 folds για το inner CV, διαφορετικά χρησιμοποιούνται έως 3 folds. 

Αυτό είναι κρίσιμο σε μικρό σύνολο δεδομένων, επειδή αποτρέπει degenerate inner 

folds χωρίς επαρκή εκπροσώπηση των δυο κλάσεων. 

 

30.4. Data augmentation 
 

Λόγω του μικρού μεγέθους του συνόλου δεδομένων, η ελεγχόμενη αύξηση δεδομένων 

εισήχθη ως μέρος του classification pipeline, μόνο εντός των training partitions, με 

στόχο τη σταθεροποίηση της εκπαίδευσης και της βελτιστοποίησης της απόδοσης των 

μοντέλων. Ορισμένα μοντέλα, ιδιαίτερα τα ANN και τα XGBoost-based fits, ενδέχεται 

να είναι ευαίσθητα σε πολύ μικρές αλλαγές του training set. Από αυτή την άποψη, είναι 

σημαντικό να αναφερθεί ότι μια τέτοια προσέγγιση αποσκοπεί στην αύξηση της 

υπολογιστικής αποτελεσματικότητας του αλγορίθμου κατά τη διάρκεια του tuning και 

του τελικού fitting σε ένα μικρό βιοϊατρικό δείγμα. Η διαδικασία αυτή υλοποιήθηκε 

μέσω της συνάρτησης augment_scientific(), η οποία εκτελείται μόνο σε training 

subsets και ποτέ στο outer test set. Η σημασία αυτού του βήματος έγκειται στο ότι η 

τελική αξιολόγηση θα πραγματοποιηθεί σε πραγματικά δεδομένα και χωρίς 

πληροφοριακή διαρροή από την augmentation διαδικασία. Είναι σημαντικό να 

κατανοήσουμε ότι αυτό δεν μπορεί να θεωρηθεί ως σύνθεση γενετικών δεδομένων, 

αλλά ως τεχνική σταθεροποίησης της εκπαίδευσης. 

 

30.4.1. Παράμετροι augmentation 

 

Οι βασικοί παράμετροι του augmentation ορίζονται στην αρχή του classification script 

ως εξής: augment_target = 35, jitter_frac = 0.15 

Η επιλογή augment_target υποδηλώνει ότι ο σκοπός είναι να υπάρχουν 35 δείγματα 

ανά κλάση μετά το augmentation. Η παράμετρος jitter_frac υποδεικνύει ότι η ποσότητα 

θορύβου που εισάγεται σε κάθε αριθμητικό χαρακτηριστικό είναι ανάλογη με το 15% 

της τυπικής απόκλισης εντός κάθε κλάσης. 

Η συνάρτηση augment_scientific() αρχικά εντοπίζει ποιες στήλες του training set είναι 

αριθμητικές: numeric_cols <- names(train_df)[sapply(train_df, is.numeric)] 

Στη συνέχεια ελέγχει αν υπάρχουν μεταβλητές με μηδενική διακύμανση εντός του 

training set: zero_var <- numeric_cols[sapply(train_df[numeric_cols], function(x) 

sd(x, na.rm = TRUE) == 0)] 

numeric_cols <- setdiff(numeric_cols, zero_var) 

οι μεταβλητές μηδενικής διακύμανσης αποκλείονται από την προσθήκη θορύβου, ώστε 

να αποφευχθούν άσκοπες ή αριθμητικά προβληματικές τροποποιήσεις. 

Στη συνέχεια, η συνάρτηση διαχωρίζει το training set στις δυο κλάσεις: 

mds_df <- filter(train_df, Category == “MDS”) 
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ctl_df <- filter(train_df, Category == “Control”) 

Το augmentation εκτελείται ανεξάρτητα σε κάθε κλάση, ώστε να μην χαθεί η δομή των 

δεδομένων εντός της κλάσης και να μην αναμειχθούν βιολογικά σήματα και στις δύο 

ομάδες. 

Για κάθε κλάση, η εσωτερική βοηθητική συνάρτηση augment_class() ελέγχει πόσα 

ακόμα δείγματα χρειάζονται για να επιτευχθεί ο στόχος των 35 δειγμάτων ανά κλάση: 

n_needed = target_n_per_class – nrow(df_class) 

Αν n_needed <= 0, δεν γίνεται καμία ενέργεια, διαφορετικά:  

1) Η τυχαία επιλογή πραγματοποιείται με αναδειγματοληψία γραμμών από τη 

δεδομένη κλάση: 

synth_idx <- sample(seq_len(nrow(df_class)), n_needed, replace = TRUE) 

synth <- df_class[synth_idx, , drop = FALSE] 

2) Για κάθε αριθμητική μεταβλητή προστίθεται Gaussian noise:  

noise_sd <- sd(df_class[[col]], na.rm = TRUE) * jitter_frac 

synth[[col]] <- synth[[col]] + rnorm(n_needed, 0, noise_sd) 

δηλαδή, κάθε synthetic observation είναι bootstrap-like αντίγραφο μιας πραγματικής 

παρατήρησης από την ίδια κλάση, συν τον gaussian θόρυβο ανά feature. Ο θόρυβος 

αυτός είναι feature-specific και class-specific, επειδή εξαρτάται από την τυπική 

απόκλιση της μεταβλητής μέσα στην αντίστοιχη κλάση. 

Μετά τη δημιουργία synthetic observations για τις δυο κλάσεις, τα augmented subsets 

επανενώνονται: 

out <- bind_rows(  

augment_class(mds_df, target_n_per_class – nrow(mds_df)), 

augment_class(ctl_df, target_n_per_class – nrow(ctl_df))) 

και κατόπιν αναδιατάσσονται τυχαία: 

out[sample(nrow(out)), , drop = FALSE] 

ώστε να μην υπάρχει συστηματική διάταξη των synthetic observations ανά κλάση. 

Το augmentation εφαρμόζεται σε δύο σημεία. Το πρώτο είναι κατά το inner tuning όταν 

κάθε inner training subset αυξάνεται πριν από την προσαρμογή του candidate model 

μέσα στη συνάρτηση eval_grid_row(). Το δεύτερο είναι κατά το τελικό fitting του 

μοντέλου σε κάθε outer fold, όπου δημιουργείται το train_aug2 <- 

augment_scientific(train_real2, augment_target, jitter_frac) πριν από την κλήση της 

fit_final(). 

Αντίθετα, τα sets: tr και va στο inner loop, train_real2 και test_real2 στο outer loop, 

χρησιμοποιήθηκαν στην αξιολόγηση ως έχουν, χωρίς augmentation. 

 

30.5. Nested cross-validation 
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Η αξιολόγηση των supervised μοντέλων πραγματοποιήθηκε με nested cross-validation, 

η οποία επέτρεψε τον αυστηρό διαχωρισμό μεταξύ της ρύθμισης υπερπαραμέτρων και 

της αξιολόγησης της απόδοσης του μοντέλου. Αυτό το βήμα ήταν κρίσιμο, ειδικά αν 

λάβουμε υπόψη ότι το σύνολο δεδομένων που χρησιμοποιήθηκε ήταν σχετικά μικρό 

και, επομένως, η χρήση μόνο single cross-validation διαδικασίας θα μπορούσε να 

οδηγήσει σε υπερεκτίμηση της απόδοσης εξαιτίας leakage μεταξύ tuning και testing. 

30.5.1. Outer loop 

 

Στην αρχή του classification script οι ρυθμίσεις του outer loop ορίστηκαν ως outer_k = 

5 outer_repeats = 5 . Αυτό σημαίνει ότι εφαρμόστηκε 5-fold cross-validation 

επαναλαμβανόμενη 5 φορές, δηλαδή 5x5=25 outer folds. Σε κάθε επανάληψη 

δημιουργούνται stratified outer folds μέσω: folds_outer <- 

createFolds(data_clean$Category, k= outer_k, list = TRUE) 

Η χρήση της createFolds() από το πακέτο caret εγγυάται μια όσο το δυνατόν πιο ισότιμη 

κατανομή των κλάσεων σε κάθε fold. Για κάθε outer fold το αντίστοιχο subset γίνεται 

test set, όλα τα υπόλοιπα δείγματα γίνεται training set και οι δείκτες των γραμμών 

αποθηκεύονται στη λίστα outer_splits για μελλοντική χρήση σε περαιτέρω ανάλυση. 

Για κάθε outer fold ακολουθείται η εξής βημάτων: 

1) Δημιουργία train_real και test_real 

2) Εφαρμογή NZV screening μόνο στο training set 

3) Αφαίρεση των ίδιων feature columns από το test set 

4) Fold specific harmonization της Category 

5) Εκτίμηση του αριθμού των inner folds με safe_inner_k() 

6) Δημιουργία hyperparameter grids 

7) Inner tuning για κάθε υποψήφιο μοντέλο 

8) Augmentation και τελικό fitting στο πλήρες outer training set 

9) Threshold selection από train predictors 

10) Τελική αξιολόγηση στο outer test set 

Αυτό εγγυάται ότι δεν θα υπάρξει διαρροή από τα outer test set στη βελτιστοποίηση 

παραμέτρων και την προσαρμογή του μοντέλου. 

30.5.2. Inner loop 

 

Ο μέγιστος αριθμός inner folds αποφασίστηκε ως inner_k_max = 3. 

Ωστόσο, ο πραγματικός αριθμός inner folds εξαρτάται από τη συνάρτηση 

safe_inner_k() που προσαρμόζει τον αριθμό των folds ανάλογα με το μέγεθος της 

μικρότερης κλάσης στο εξωτερικό σύνολο εκπαίδευσης outer training set. Όταν η 

μικρότερη κλάση έχει πολύ μικρό μέγεθος, εφαρμόζονται 2 inner folds, αλλιώς 

χρησιμοποιούνται 3 inner folds. 

Η προσέγγιση αυτή είναι σημαντική διότι επιτρέπει την αποφυγή δημιουργίας μικρών 

ή κενών inner validation subsets που θα είχαν πολύ λίγα δείγματα κλάσεων. Το inner 

CV χρησιμοποιήθηκε μόνο για την επιλογή υπερπαραμέτρων. Η συνάρτηση 
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tune_one_model() δημιουργεί inner folds από το το training set του outer fold και 

εκτιμά κάθε hyperparameter combination με βάση τη μέση επίδοσή του στα inner splits.  

Η nested CV χρησιμοποιείται για να λύσει ένα σύνηθες πρόβλημα. Όταν 

χρησιμοποιείται η ίδια διαδικασία cross-validation για tuning και για final evaluation, 

τότε οι εκτιμήσεις απόδοσης τείνουν να είναι υπερεκτιμημένες. Σε αυτήν την 

περίπτωση, ο εσωτερικός βρόχος βρίσκει τις καλύτερες ρυθμίσεις υπερπαραμέτρων και 

ο εξωτερικός βρόχος αξιολογεί τη μέση απόδοσή τους. Έτσι, ο διαχωρισμός της 

βελτιστοποίησης υπερπαραμέτρων από την εκτίμηση της απόδοσης του μοντέλου είναι 

σημαντικός, διότι διαφορετικά η υπερπροσαρμογή θα παραμείνει απαρατήρητη. 

Όλα τα αποτελέσματα συλλέχθηκαν στο all_results, οι outer-test probabilities στο 

all_outer_preds και τα fold-specific fitted objects και tuned parameters στο fold_store. 

Αυτό επιτρέπει το nested CV να χρησιμοποιηθεί για αναλύσεις ROC, model 

comparison, biomarker incremental value και permutation importance. 

 

30.6. Υποψήφια μοντέλα 
 

Τέσσερις μέθοδοι εποπτευόμενης μάθησης χρησιμοποιούνται για εργασίες 

ταξινόμησης, οι οποίες καθορίζονται στον κώδικα χρησιμοποιώντας τη λίστα 

model_specs. Οι τέσσερις μέθοδοι χρησιμοποιούνται για να συμπεριληφθούν 

διαφορετικές κατηγορίες εποπτευόμενης μάθησης: νευρωνικά δίκτυα, ensemble trees, 

kernel methods, gradient boosting. 

Η εφαρμογή μιας ποικιλίας αλγορίθμων με συγκριτικό τρόπο παρέχει ορισμένα οφέλη, 

καθώς καθίσταται δυνατό να προσδιοριστεί ποια μαθηματική διατύπωση λειτουργεί 

καλύτερα με τα δεδομένα που υπάρχουν.  

30.6.1. Artificial Neural Network (ANN) 

 

Το μοντέλο ANN υλοποιήθηκε μέσω του πακέτου nnet και της συνάρτησης 

nnet::nnet() όπου το δίκτυο εκπαιδεύεται πάνω σε προγνωστικούς παράγοντες 

αριθμητικής μήτρας και σε one-hot encoded outcome 

(nnet::class.ind(train_df$Category)), με softmax output. Το  hidden layer size είναι 

διαμορφώσιμο, καθώς και το weight decay και το maximum number of iterations. 

Το ANN επιλέχθηκε λόγω της ικανότητάς του να προσαρμόζεται σε μη γραμμικά 

μοντέλα και να ανιχνεύει σύνθετες σχέσεις μεταξύ των βιοδεικτών. 

30.6.2. Random Forest 

 

Το Random Forest υλοποιήθηκε μέσω της συνάρτησης randomForest::randomForest(), 

με παραμέτρους: x= predictors, y= Category, mtry και ntree. 

Επιλέχθηκε ως παράδειγμα αλγορίθμων που βασίζονται σε ensemble trees. είναι 

γνωστό ότι είναι ανθεκτικοί έναντι μη γραμμικότητας και αλληλεπιδράσεων εντός του 
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συνόλου δεδομένων και είναι μία από τις μεθόδους που χρησιμοποιούνται συχνά σαν 

baseline σε βιοϊατρικά classification προβλήματα. 

30.6.3. SVM με RBF kernel 

 

Για την υλοποίηση του SVM, χρησιμοποίησα τη συνάρτηση kernlab::ksvm(), με: type= 

“C-svc”, kernel = “rbfdot”, C, sigma, prob.model = TRUE 

Ένας πυρήνας RBF επιτρέπεται να ταιριάζει σε μη γραμμικά όρια απόφασης. Το SVM 

χρησιμοποιήθηκε ως ένα ισχυρό και συμπαγές μοντέλο διότι τείνει να αποδίδει πολύ 

καλά όταν υπάρχει μικρός αριθμός predictors και ξεκάθαρη δομή διαχωρισμού.  

30.6.4. XGBoost 

 

Το XGBoost εφαρμόστηκε μέσω της xgb.train(), με binary logistic objective και 

βελτιστοποιώντας παραμέτρους όπως: max_depth, eta, subsample, colsample_bytree, 

min_child_weight, gamma, nrounds και early_stopping_rounds. 

Το XGBoost χρησιμοποιήθηκε με βάση την καλή ευελιξία και την ικανότητα 

μοντελοποίησης σύνθετων αλληλεπιδράσεων στο σύνολο δεδομένων. 

 

30.7. Hyperparameter tuning 
 

Η επιλογή βέλτιστων υπερπαραμέτρων έγινε μόνο εντός του inner loop της nested 

cross-validation για να αποφευχθεί διαρροή πληροφοριών προς το outer test set. Η 

πλήρης διαδικασία ρύθμισης υπερπαραμέτρων διαμορφώθηκε έχοντας υπόψη το μικρό 

αριθμό δειγμάτων, και την ανάγκη εξερεύνησης αρκετών συνδυασμών υποψήφιων 

υπερπαραμέτρων και υπολογιστικών εξόδων. 

Στην αρχική φάση της ταξινόμησης, οι ακόλουθες τιμές καθορίστηκαν ως καθολικές 

παράμετροι: grid_max_eval = 20, inner_patience = 6, inner_min_eval = 8. Με βάση τα 

προηγούμενα, για κάθε μοντέλο εξετάζονται έως 20 hyperparameter combinations, 

αλλά ο μηχανισμός πρόωρης διακοπής ενεργοποιείται εάν δεν υπάρχει βελτίωση για 6 

συνεχόμενα βήματα μετά από τουλάχιστον 8 evaluations. Αυτή η μέθοδος είναι αρκετά 

κατάλληλη για μικρά σύνολα δεδομένων, όπου πρέπει να υπάρχει αρκετό tuning χωρίς 

όμως υπερβολικό αριθμό αξιολογήσεων για να δημιουργείται υπολογιστικός θόρυβος. 

Μια λίστα hyperparameter grids δημιουργείται με τη βοήθεια της συνάρτησης 

make_grids(), η οποία κατασκευάζει διαφορετικό candidate set για κάθε μοντέλο. 

30.7.1. Για το Random Forest 

 

Το grid περιέχει ζευγάρια mtry και ntree με υποψήφιες τιμές που δημιουργούνται από 

προεπιλεγμένες επιλογές και από τυχαία δειγματοληπτικές τιμές. 

30.7.2. Για το ANN 
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Το grid περιλάμβανε size, decay και maxit με τη χρήση σταθερών υποψήφιων τιμών 

και τυχαίων draws. 

30.7.3. Για το SVM 

 

Το grid περιέχει C και sigma με αρχικό εύρος για το sigma χρησιμοποιώντας το 

kernelab::sigest(), και στη συνέχεια επεκτεινόταν με πολλαπλασιαστικές μεταβολές και 

τυχαίες τιμές. 

30.7.4. Για το XGBoost 

 

Το grid αναζητά nrounds, early_stopping_rounds, max_depth, eta, gamma, 

colsample_bytree, min_child_weight και subsample. 

Οι τιμές θα ληφθούν μέσω τυχαίας δειγματοληψίας από υποψήφια σύνολα. 

Η λογική αυτού του grid generation βασίζεται σε κάποιο είδος περιορισμένων 

στοχαστικών grid, κάτι που είναι κατάλληλο για μικρό dataset με πολλούς 

αλγόριθμους.  

Η μέθοδος eval_grid_row() καλείται για κάθε γραμμή του grid που περιέχει υποψήφιες 

υπερπαραμέτρους. Η διαδικασία έχει ως εξής: 

1) Διαμέριση του outer training set σε inner folds   

2) Για κάθε inner split, το inner training subset γίνεται augmented, γίνεται 

προσαρμογή του υποψήφιου μοντέλου, δημιουργούνται πιθανότητες στο inner 

train και στο inner validation set, επιλέγεται κατώφλι από το inner train 

χρησιμοποιώντας choose_threshold_train() και υπολογισμός του MCC στο 

inner validation set 

3) Λήψη του μέσου όρου των MCC από τα inner folds και δημιουργία single 

tuning score για το υποψήφιο σύνολο υπερπαραμέτρων. 

Η αναζήτηση του βέλτιστου parameter set έγινε με τη συνάρτηση tune_one_model(). 

Για κάθε γραμμή του grid, εάν ο μέσος inner MCC είναι καλύτερος από τον καλύτερο 

που βρέθηκε μέχρι στιγμής, η τρέχουσα γραμμή γίνεται best_row, διαφορετικά η 

μεταβλητή no_improve αυξάνεται. Τα κριτήρια διακοπής σε αυτήν την περίπτωση θα 

επιτευχθούν εάν: ο αριθμός των συνδυασμών παραμέτρων που έχουν αξιολογηθεί είναι 

μεγαλύτερος ή ίσος με inner_min_eval = 8 και υπάρχουν inner_patience = 6 διαδοχικές 

αποτυχίες για βελτίωση. Η έξοδος που παράγεται από αυτό το tuning stage είναι: 

καλύτερος συνδυασμός υπερπαραμέτρων, best_score = βέλτιστο μέσο inner MCC. 

Η nested tuning διαδικασία είχε ως στόχο να μην υπάρχει διαρροή προς το outer test, 

να είναι συνεπής με τον MCC, να είναι περιορισμένη όσον αφορά τον αριθμό πιθανών 

αξιολογήσεων και να γίνεται σε πρόωρη διακοπή, ώστε να μην σπαταληθούν περιττές 

υπολογιστικές προσπάθειες όταν σταματήσουν οι βελτιώσεις. Αυτό είναι ιδιαίτερα 

σημαντικό για μικρά δείγματα γιατί η βελτιστοποίηση των παραμέτρων μπορεί να 

οδηγήσει σε αυξημένη υπερπροσαρμογή σε εσωτερικό επίπεδο.  
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30.8. Scaling όπου απαιτείται 
 

Η κλιμάκωση για τις μεταβλητές γίνεται σε επιλεκτική βάση. Αυτό οφείλεται στις 

διαφορές στη φύση των μαθηματικών τύπων των αλγορίθμων και φαίνεται στον 

κώδικα από τις συναρτήσεις scale_fit(), scale_apply(), fit_final() και predict_final().  

Οι μεταβλητές του supervised pipeline είναι οι Age, TAC, ROS, Vitamin_E και 

βρίσκονται σε διαφορετικές κλίμακες και μονάδες μέτρησης. Η Age είναι σε έτη, η 

TAC σε mM, τα ROS σε ποσοστά και η Vitamin_E σε μmol/L.  

Αν και λειτουργούν σε διαφορετική κλίμακα, δεν χρειάζονται όλα τα μοντέλα ρητά 

τυποποιημένους προγνωστικούς δείκτες. Οι αλγόριθμοι που βασίζονται σε δέντρα, 

όπως το Random Forest και το XGBoost, δεν δείχνουν ευαισθησία στις διαφορές στην 

κλιμάκωση λόγω της φύσης τους ως μοντέλα που βασίζονται σε διαδοχικούς 

διαχωρισμούς αντί για αποστάσεις και σε gradient optimization σε ομοιογενή χώρο 

χαρακτηριστικών. Από την άλλη πλευρά, τα μοντέλα ANN και SVM παρουσιάζουν 

ευαισθησία στις διαφορές στην κλιμάκωση, καθώς η διαδικασία εκμάθησής τους 

εξαρτάται από την κλίμακα των μεταβλητών που χρησιμοποιούνται. Για το λόγο αυτό, 

σε αυτή την πτυχιακή, η κλιμάκωση χρησιμοποιήθηκε για τα ANN και τα SVM, αλλά 

όχι για το Random Forest και το XGBoost.. 

Για την κλιμάκωση, η συνάρτηση scale_fit() υπολογίζει τη μέση τιμή κάθε 

προγνωστικού δείκτη (mu) και την τυπική απόκλιση (sd) μόνο από το training set.  

Στον κώδικα η γραμμή: sdv[!is.finite(sdv) | sdv == 0] <- 1 

είναι σημαντική γιατί διασφαλίζει ότι δεν θα υπάρξουν αριθμητικά προβλήματα ακόμη 

και αν η τυπική απόκλιση είναι μηδέν ή μη έγκυρη. Έτσι, δεν πραγματοποιείται 

διαίρεση με το μηδέν. 

Η συνάρτηση scale_apply() χρησιμοποιεί το scaling για όλα τα σύνολα δεδομένων, 

αλλά μόνο με βάση τις εκτιμήσεις από το training set: 

scale_apply <- function(df, scaler) { 

x <- dplyr::select(df, dplyr::all_of(scaler$cols)) 

x2 <- sweep(x, 2, scaler$mu, “-”) 

x2 <- sweep(x2, 2, scaler$sd, “/”) 

out <- df 

out[, scaler$cols] <- x2 

out } 

Η διαδικασία της κλιμάκωσης γίνεται με κλασική z-standardization, αλλά με 

εξειδικευμένο τρόπο για κάθε fold. 

Αυτή η αρχή ενσωματώνεται στο pipeline με δύο τρόπους: κατά τη διάρκεια του inner 

tuning και κατά το τελικό fitting σε κάθε outer fold. 
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Κατά το inner tuning εκτελείται στη συνάρτηση eval_grid_row() όποτε το υποψήφιο 

μοντέλο είναι ANN ή SVM. Τότε γίνεται scale_fit(tr_aug), δημιουργία κλιμακωτού 

training set(tr_aug2), δημιουργούνται κλιμακωτές versions του πραγματικού inner train 

(tr2) και του inner validation set (va2) και εκπαίδευση του μοντέλου στο scaled 

augmented train set. Επιπλέον, δημιουργούνται προβλέψεις από τα κλιμακωτά 

υποσύνολα δεδομένων εκπαίδευσης και επικύρωσης.  

Αυτό μπορεί να φανεί στον κώδικα, για παράδειγμα,στο ANN path:  

sc <- scale_fit(tr_aug) 

tr_aug2 <- scale_apply(tr_aug, sc) 

tr2 <- scale_apply(tr, sc) 

va2 <- scale_apply(va, sc) 

m <- fit_ann(tr_aug2, …) 

prob_tr <- pred_ann(m, tr2) 

prob_va <- pred_ann(m, va2) 

και αντίστοιχα στο SVM path. 

Όσον αφορά το τελικό fitting σε σχέση με το outer fold, η λογική αυτή μπορεί να 

παρατηρηθεί στη συνάρτηση fit_final(), σε περίπτωση που το μοντέλο που 

χρησιμοποιείται είναι ANN ή SVM το οποίο υπολογίζει έναν scaler με βάση το τελικό 

augmented outer training set όπου το σύνολο εκπαίδευσης κλιμακώνεται πριν από το 

final fit μαζί με την αποθήκευση του scaler με το fitted model.  

Για παράδειγμα : 

If (method == “ann”) { 

sc <- scale_fit(train_aug_df) 

tr2 <- scale_apply(train_aug_df, sc) 

return(list( 

model = fit_ann (tr2, …), 

scaler = sc )) } 

Το ίδιο ισχύει και για το SVM.  

Στη συνέχεια, κατά την πραγματοποίηση προβλέψεων χρησιμοποιώντας την 

predict_final(), αν το μοντέλο είναι ANN ή SVM και υπάρχει ένας scaler, το νέο 

σύνολο δεδομένων κλιμακώνεται χρησιμοποιώντας την scale_apply() και στη συνέχεια 

γίνονται προβλέψεις:  

If (method %in% c(“ann”, “svm”) && !is.null(fitted$scaler)){ 

new_df <- scale_apply(new_df, fitted$scaler)} 
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30.9. Threshold optimization 
 

Κατά τη διαδικασία ταξινόμησης, το τελικό δυαδικό αποτέλεσμα πρόβλεψης 

πραγματοποιήθηκε όχι σύμφωνα με τη σταθερή τιμή κατωφλίου όπως 0,50, αλλά 

σύμφωνα με το βέλτιστο threshold ανά fold που ορίζεται μέσω της μεγιστοποίησης του 

Matthews Correlation Coefficient (MCC). Η επιλογή λαμβάνει υπόψη την κατανομή 

του training data εντός της πτυχής του εξωτερικού fold, χωρίς να λαμβάνει υπόψη 

κανένα χαρακτηριστικό του test set. 

Οι περισσότεροι αλγόριθμοι εποπτευόμενης μάθησης δημιουργούν πιθανότητες για 

την κλάση MDS και όχι για τις τελικές κλάσεις. Ο μετασχηματισμός της πιθανότητας 

σε κλάση απαιτεί την επιλογή ενός threshold. Σε πολλές περιπτώσεις η προεπιλεγμένη 

τιμή του ορίου είναι 0.50, ωστόσο, για μικρά σύνολα δεδομένων όπου η διασπορά της 

κατανομής πιθανότητας διαφέρει μεταξύ folds, καθώς και για μοντέλα με διαφορετικές 

calibration ιδιότητες, μια τέτοια απόφαση θα είναι μη βέλτιστη. 

Η βελτιστοποίηση του threshold υλοποιείται μέσω της συνάρτησης:  

Choose_threshold_train <- function(truth_train, prob_train, threshold = seq(0.05, 0.95, 

by = 0.01)) 

Αυτή η συνάρτηση εκτελεί διαδοχικό έλεγχο κατωφλίου των πιθανοτήτων με μια 

ακολουθία τιμών από 0,05 έως 0,95 με βήμα 0,01, δηλαδή 91 υποψήφιες τιμές 

κατωφλίου. 

Για κάθε threshold: μετατρέπει τις train probabilities σε προβλεπόμενες κλάσεις: MDS 

όταν prob>= threshold και Control διαφορετικά, υπολογίζει το MCC χρησιμοποιώντας 

την mcc_from_probs() και αποθηκεύει την τιμή του threshold που μεγιστοποιεί το 

MCC στο training set. Το αποτέλεσμα της συνάρτησης είναι threshold για το βέλτιστο 

threshold και mcc_train η αντίστοιχη βέλτιστη train MCC.  

Η συνάρτηση mcc_from_probs() μετατρέπει τις πιθανότητες σε κλάσεις με βάση το 

threshold. Έπειτα, κατασκευάζεται ένας confusion matrix με caret::confusionMatrix() 

και υπολογίζονται τα στοιχεία TP, TN, FP, FN. Στη συνέχεια, το MCC υπολογίζεται 

χρησιμοποιώντας το mcc_from_cm(). 

Η επιλογή του threshold εκτελείται σε δύο στάδια, κατά το inner tuning και κατά τη 

διάρκεια του τελικού fitting σε κάθε outer fold.  

Όπως βλέπουμε από τη μέθοδο eval_grid_row(), στη διαδικασία inner tuning, για κάθε 

ένα από τα inner training subset εκπαιδεύουμε το υποψήφιο μοντέλο στο υποσύνολο 

εσωτερικής εκπαίδευσης, έπειτα δημιουργούμε πιθανότητες στο ίδιο σύνολο 

εσωτερικής εκπαίδευσης (prob_tr), προσδιορίζουμε το καλύτερο threshold, 

εφαρμόζουμε το επιλεγμένο όριο στις τιμές πιθανότητας στο inner validation set 

(prob_va) προκειμένου να υπολογίσουμε το MCC του υποψήφιου hyperparameter set.  

Άρα, ακόμη και κατά τη διάρκεια του tuning , το threshold δεν είναι σταθερό, αλλά 

υπολογίζεται από το training portion του split. 
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Όσων αφορά την εφαρμογή του στα εξωτερικά δεδομένα εκπαίδευσης, μετά την 

ολοκλήρωση του tuning και την προσαρμογή του τελικού μοντέλου στο augmented 

outer training set, δημιουργούμε πιθανότητες στο outer training subset:  

prob_train <- predict_final(code, fitted, train_real2) 

και στη συνέχεια επιλέγει το fold specific threshold: 

th_sel <- choose_threshold_train(train_real2$Category, prob_train) 

best_th <- th_sel$threshold 

Το threshold αυτό χρησιμοποιείται αμέσως μετά για να παραχθούν οι τελικές outer test 

predictions: 

pred_class <- ifelse(prob_test >= best_th, “MDS”, “Control”) 

Επομένως, κάθε outer fold έχει το δικό του βέλτιστο threshold, υπολογισμένο 

αποκλειστικά από το training τμήμα του fold. 

 

30.10. Δείκτες απόδοσης 
 

Η αξιολόγηση της απόδοσης των μοντέλων εποπτευόμενης μάθησης γίνεται με τον 

υπολογισμό αρκετών μετρικών που δίνουν πληροφορίες σχετικά με διάφορες 

διαστάσεις της ταξινόμησης. Κρίθηκε απαραίτητο αυτό, καθώς σε δυαδικά βιοϊατρικά 

προβλήματα η απλή μέτρηση accuracy συχνά δεν αρκεί για να ποσοτικοποιηθεί η 

χρησιμότητα ενός μοντέλου. 

Στον κώδικα, ο υπολογισμός αυτών των μετρήσεων γίνεται μέσω της συνάρτησης 

compute_metrics_scientific(), λαμβάνοντας ως δεδομένα εισόδου τις πραγματικές 

κλάσεις (truth), τις προβλεπόμενες κλάσεις (pred) και τις πιθανότητες για την κλάση 

MDS (prob_mds) επιστρέφοντας αυτές τις μετρήσεις: Accuracy, Sensitivity, 

Specificity, Precision, F1-score, MCC, AUC. 

30.10.1. Accuracy 

 

Η accuracy είναι το ποσοστό των σωστά ταξινομημένων αντικειμένων. Υπολογίζεται 

με βάση τις τιμές του confusion matrix και δείχνει τη γενική αποτελεσματικότητα του 

ταξινομητή. Ενώ η accuracy μπορεί να θεωρηθεί ως ένας αποτελεσματικός 

περιγραφικός δείκτης, στο παρόν pipeline δεν χρησιμοποιήθηκε για την ταξινόμηση, 

καθώς δεν δείχνει απαραίτητα την αναλογικότητα μεταξύ των δύο ομάδων δεδομένων 

από μόνη της. 

30.10.2. Sensitivity 

 

Η sensitivity αποτυπώνει την ικανότητα του μοντέλου να αναγνωρίζει σωστά τα 

πραγματικά περιστατικά MDS. Από την κλινική άποψη της έρευνας, η sensitivity 
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παίζει σημαντικό ρόλο, καθώς καταδεικνύει την αποτελεσματικότητα του ταξινομητή 

στην αναγνώριση ασθενών. 

30.10.3. Specificity 

 

Το specificity εκφράζει την ικανότητα του μοντέλου να αναγνωρίζει σωστά τα υγιή 

άτομα. Μαζί το specificity και το sensitivity παρέχουν καλύτερη κατανόηση της 

συμπεριφοράς των μοντέλων από κλινική άποψη. 

30.10.4. Precision 

 

Η precision είναι το ποσοστό των προβλεπόμενων MDS περιπτώσεων που στην 

πραγματικότητα πάσχουν από MDS. Η χρήση της δικαιολογείται από το γεγονός ότι 

αξιολογεί την ποιότητα της θετικής πρόβλεψης. 

30.10.5. F1-score 

 

Το F1-score είναι ο συνδυασμός precision και sensitivity. Χρησιμοποιείται ως μια άλλη 

συνοπτική μέτρηση απόδοσης σε σχέση με την κατηγορία MDS. 

30.10.6. MCC 

 

Ο Matthews Correlation Coefficient (MCC) είναι η κύρια μέτρηση αυτής της εργασίας. 

Αυτό μπορεί να παρατηρηθεί από τον κώδικα μέσω της εφαρμογής του κατά τη 

διάρκεια του tuning και από το γεγονός ότι όλοι οι υποψήφιοι συνδυασμοί 

hyperparameter επιλέγονται χρησιμοποιώντας το inner MCC και το καλύτερο μοντέλο 

ορίζεται με βάση τη μεγαλύτερη μέση outer fold MCC. Επίσης, η σύγκριση των 

μοντέλων γίνεται σύμφωνα με τις τιμές MCC κάθε fold. Το MCC επιλέγεται ως η κύρια 

μέτρηση επειδή δίνει μια ολοκληρωμένη αξιολόγηση ολόκληρου του πίνακα σύγχυσης 

σε έναν μόνο αριθμό.  

30.10.7. AUC 

 

Η AUC υπολογίζεται μέσω της χρήσης της συνάρτησης auc_from_probs(), η οποία 

καλεί τη pROC::roc() και τη pROC::auc(). Δίνει μια ένδειξη της διακριτικής 

ικανότητας του μοντέλου ανεξάρτητα από οποιαδήποτε τιμή κατωφλίου και μπορεί να 

θεωρηθεί συμπληρωματική των threshold-dependent metrics. Η παρουσία της είναι 

κρίσιμη, καθώς διευκολύνει τη σύγκριση διαφόρων μοντέλων ανεξάρτητα από 

οποιοδήποτε κατώφλι. 

Τα μέτρα απόδοσης υπολογίζονται στο επίπεδο outer test fold, δηλαδή μετά την 

ολοκλήρωση του inner tuning βήματος, την προσαρμογή του τελικού μοντέλου και τον 

υπολογισμό του train based threshold selection. 

Για κάθε outer fold και για κάθε μοντέλο υπολογίζεται το prob_test, εφαρμόζεται το 

fold-specific threshold, γίνονται προβλέψεις για τις τελικές κλάσεις, καλείται η 
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compute_metrics_scientific() και τα αποτελέσματα αποθηκεύονται στη μεταβλητή 

all_results.  

 

30.11. Pooled ROC analysis 
 

Εκτός από τις μετρικές που βασίζονται σε fold, εκτελείται και pooled ROC analysis για 

κάθε μοντέλο, συγκεντρώνοντας όλες τις πιθανότητες outer test για το ίδιο μοντέλο σε 

όλες τις επαναλήψεις και folds που παράγονται από τη nested cross validation.  Κάθε 

πιθανότητα που περιλαμβάνεται στην καμπύλη ROC προέρχεται από πραγματική 

πρόβλεψη out of sample χωρίς να λαμβάνονται υπόψη τυχόν προβλέψεις εντός 

δείγματος και η τελική καμπύλη ROC δείχνει τη συμπεριφορά του μοντέλου σε 

repeated held out data. Αυτή η μέθοδος είναι πιο ισχυρή από την ROC που προέρχεται 

από το ίδιο σύνολο δεδομένων εκπαίδευσης, επειδή η αισιόδοξη μεροληψία μειώνεται 

στη διαδικασία. Εφαρμόστηκε για να δώσει μια  επισκόπηση της διακριτικής απόδοσης 

κάθε αλγόριθμου εντός ολόκληρου του out of sample prediction space.  

Στο outer loop, μετά τον υπολογισμό των πιθανοτήτων στο outer test set, ο κώδικας 

αποθηκεύει για κάθε παρατήρηση την επανάληψη, to fold, το όνομα του μοντέλου, τον 

τύπο μοντέλου, την αληθινή κλάση (Truth) και την πιθανότητα MDS (Prob_MDS) στο 

data frame all_outer_preds. Έτσι, το γεγονός υποδηλώνει ότι μετά την εκτέλεση των 

25 outer evaluations, ο κώδικας θα έχει το σύνολο των out of sample predictions, 

δηλαδή οι προβλέψεις θα προέρχονται από test folds και δε θα παράγονται από training 

data. 

Μετά την ολοκλήρωση του nested CV, ο κώδικας διαχωρίζει τις outer test προβλέψεις 

στα μοντέλα:  

for (mdl in unique(all_outer_preds$Model)) { 

df_m <- all_outer_preds %>% dplyr::filter(Model == mdl) 

Η μετατροπή των πραγματικών κλάσεων σε παράγοντες με επίπεδα Control και MDS 

γίνεται για κάθε μοντέλο. Επίσης, στη συνέχεια κατασκευάζεται ROC object μέσω : 

roc_obj <- pROC::roc(truth, df_m$Prod_MDS, quiet = TRUE, direction = “<”) 

Το αντικείμενο ROC θα αποθηκευτεί στη λίστα roc_objects, ενώ η τιμή pooled AUC 

αποθηκεύεται στον πίνακα roc_summary. 

Στην ενότητα PDF outputs του κώδικα, για όλα τα μοντέλα που το roc_obj είναι 

έγκυρο, το ROC φαίνεται με: άξονα x = False Positive Rate, άξονα y = True Positive 

Rate, διαγώνια γραμμή αναφοράς(τυχαίος ταξινομητής), τίτλο που αναφέρει το όνομα 

του ταξινομητή και υπότιτλο με την pooled outer fold AUC. Η κατασκευή των 

γραφημάτων ROC γίνεται μετά τη nested cross-validation και χρησιμεύει ως επιπλέον 

μέθοδος οπτικοποίησης των μοντέλων.  

Έτσι, η ανάλυση αυτή είναι χρήσιμη για να δούμε τη γενική απόδοση ενός αλγορίθμου 

όσον αφορά την πιθανοτική διάκριση κάθε μοντέλου και συμπληρώνει τις  MCC από 

τα fold και τα accuracy summaries. Επίσης, διευκολύνει επίσης τη σύγκριση 
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αλγορίθμων εντός του ίδιου πλαισίου ROC/AUC και επειδή βασίζεται αποκλειστικά 

σε outer test predictions, διατηρεί τον out of sample χαρακτήρα.  

 

30.12. Στατιστική σύγκριση μοντέλων 
 

Προκειμένου να ολοκληρωθεί η σύγκριση και η στατιστική ανάλυση των μοντέλων, 

αφού ολοκληρωθεί η nested cross-validation και συλλεχθούν οι fold wise μετρήσεις 

για κάθε έναν από τους υποψήφιους αλγόριθμους, ακολουθήθηκε μια βήμα προς βήμα 

στατιστική σύγκριση των μοντέλων, με στόχο να διαπιστωθεί εάν οι παρατηρούμενες 

διαφορές στην απόδοση θα μπορούσαν να έχουν προκύψει τυχαία ή να 

αντιπροσωπεύουν την πραγματική ανωτερότητα ορισμένων μεθόδων έναντι άλλων. Η 

σύγκριση αυτή δεν συνίστατο απλώς σε μια κατάταξη των μέσων βαθμολογιών, καθώς 

βασίστηκε σε inferential προσέγγιση, στις outer-fold MCC τιμές. Έγινε χρήση του 

Matthews Correlation Coefficient (MCC) ως κύριο μέτρο σύγκρισης για το inner 

tuning, για την επιλογή του καλύτερου μοντέλου και ως η μεταβλητή πάνω στην οποία 

βασίζεται η στατιστική σύγκριση μεταξύ των υποψηφίων μοντέλων. 

Για τη δημιουργία fold-wise πίνακα συγκρίσεων, η διαδικασία ξεκίνησε από το 

αντικείμενο all_results, στο οποίο είχαν ήδη αποθηκευτεί για κάθε outer fold και για 

κάθε μοντέλο οι αντίστοιχες τιμές Repeat, Fold, Model, MCC. Στον κώδικα, οι MCC 

τιμές μετασχηματίζονται σε wide format μέσω:  

mcc_wide <- all_results %>% 

dplyr::select(Repeat, Fold, Model, MCC) %>% 

tidyr::pivot_wider(names_from = Model, values_from = MCC) 

Με αυτό τον τρόπο, κάθε γραμμή αντιστοιχεί σε ένα outer split και κάθε στήλη στην 

MCC απόδοση ενός μοντέλου στο ίδιο split. Η μορφή αυτή είναι απαραίτητη για την 

εφαρμογή paired συγκρίσεων, αφού όλα τα μοντέλα αξιολογούνται πάνω στα ίδια outer 

folds. Στη συνέχεια, ο κώδικας δημιουργεί μήτρα μόνο με τις τιμές MCC: 

Mcc_mat <- as.matrix(dplyr::select(mcc_wide, -Repeat, -Fold)) 

Και διατηρεί μόνο τις γραμμές στις οποίες υπάρχουν τουλάχιστον δυο έγκυρες τιμές: 

ok_rows <- rowSums(is.finite(mcc_mat)) >= 2 

mcc_mat2 <- mcc_mat[ok_rows, , drop = FALSE] 

Ένα τέτοιο κριτήριο εγγυάται ότι οι συγκρίσεις θα πραγματοποιούνται αποκλειστικά 

σε σχέση με εκείνα τα splits όπου είναι δυνατή η συγκριτική αξιολόγηση της απόδοσης 

του μοντέλου. 

Η αρχική επαγωγική δοκιμή που χρησιμοποιήθηκε για την ανάλυση ήταν το Friedman 

test. Αυτό έγινε γιατί πρόκειται για μη παραμετρική δοκιμασία, επιτρέπει τη σύγκριση 

πολλαπλών μετρήσεων και χρησιμοποιείται όταν τα ίδια outer folds χρησιμοποιούνται 

για την σύγκριση όλων των μοντέλων. 
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Στην περίπτωσή μας, η δοκιμή Friedman χρησιμεύει ως η συνολική δοκιμή που 

εξετάζει τη μηδενική υπόθεση σύμφωνα με την οποία τα υποψήφια μοντέλα αποδίδουν 

παρόμοια όσον αφορά το MCC εντός των outer folds. Μια τέτοια δοκιμή μπορεί να 

εφαρμοστεί όταν έχουμε τουλάχιστον 2 γραμμές και 2 μοντέλα διαθέσιμα για 

σύγκριση.  

Όταν υπολογιστεί το τεστ Friedman και δώσει στατιστικά σημαντικά αποτελέσματα, 

το επόμενο βήμα είναι να γίνουν συγκρίσεις μεταξύ μοντέλων κατά ζεύγη (paired post 

hoc) χρησιμοποιώντας το paired Wilcoxon signed – rank test. Αυτό γίνεται με nested 

loops στους οποίους για κάθε ζεύγος μοντέλων επιλέγονται οι τιμές MCC από το 

mcc_mat2, διατηρούνται οι θέσεις όπου και τα δυο μοντέλα έχουν τιμές, ελέγχεται αν 

υπάρχουν τουλάχιστον 5 ζεύγη παρατηρήσεων και τότε εφαρμόζεται : 

Wilcoxon.test(x[valid], y[valid], paired = TRUE, exact= FALSE) 

Ο λόγος για τον οποίο χρησιμοποιήθηκε paired Wilcoxon, είναι επειδή πρόκειται για 

μια μη παραμετρική σύγκριση μεταξύ δύο δειγμάτων, δηλαδή δυο μοντέλων που 

ελέγχθηκαν στα ίδια outer splits.  

Οι p-values των pairwise Wilcoxon tests διορθώνονται για πολλαπλές συγκρίσεις με τη 

μέθοδο Benjamini-Hochberg : 

posthoc_models <- dplyr::mutate(posthoc_models, p_adj_bh = p.adjust(p_value, 

method = “BH”)) 

Η επιλογή της BH correction επηρεάζει το ποσοστό ψευδούς ανακάλυψης χωρίς να 

είναι πολύ συντηρητική όπως η Bonferroni, ειδικά όταν συγκρίνεται ένας μικρός 

αριθμός μοντέλων. 

Εκτός από τη στατιστική σύγκριση, ο κώδικας υπαγορεύει το καλύτερο μοντέλο με 

βάση τον πίνακα model_summary, ο οποίος φτιάχνεται από το all_results και 

περιλαμβάνει τις μέσες outer-fold επιδόσεις κάθε μοντέλου. Το model_summary 

ταξινομείται κατά φθίνουσα μέση MCC:  

model_summary <- all_results %>% 

group_by(Model) %>% 

summarise(…) %>% 

arrange(desc(MCC_mean)) 

και στη συνέχεια το κορυφαίο μοντέλο εξάγεται με: 

best_model <- dplyr::slice(model_summary, 1) %>% dplyr::pull(Model) 

Επιπλέον, σημειώνεται και ο αντίστοιχος εσωτερικός κωδικός αλγορίθμου 

(best_method_code), ο οποίος θα χρησιμοποιηθεί για αναλύσεις feature oriented. Η 

στατιστική ανάλυση αυτών των μοντέλων προσφέρει αποδείξεις για το αν η observed 

superiority ενός μοντέλου είναι αρκετά συνεπής across folds ώστε να υποστηριχθεί 

inferentially. 
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30.13. Standalone biomarker utility 
 

Μετά τη σύγκριση των πολυπαραμετρικών μοντέλων, η διαδικασία ταξινόμησης 

αξιολόγησε περαιτέρω την πιθανή χρήση κάθε βιοδείκτη ανεξάρτητα. Η χρησιμότητα 

αυτής της προσέγγισης έγκειται στην ικανότητά της να αποκαλύπτει εκείνους τους 

παράγοντες που έχουν υψηλή πληροφοριακή αξία χωρίς να βασίζεται σε εξελιγμένα 

μοντέλα και χρησιμεύει ως ένα πρόσθετο μέτρο για το πόσο πιο ενημερωτικά είναι τα 

πολυπαραμετρικά μοντέλα σε σχέση με τα μεμονωμένα μέτρα. 

Η αξιολόγηση διεξήχθη στο ίδιο outer cross-validation framework που 

χρησιμοποιήθηκε και για τα supervised models. Ως αποτέλεσμα, η χρησιμότητα κάθε 

βιοδείκτη αξιολογήθηκε με βάση ένα ανεξάρτητο σύνολο δεδομένων δοκιμών, το 

οποίο δεν ήταν μέρος του δείγματος που χρησιμοποιήθηκε για την εξαγωγή του κανόνα 

ταξινόμησης. Αυτό επιτυγχάνεται με επανάληψη πάνω στη λίστα outer_splits, η οποία 

έχει ήδη συλλέξει τις απαραίτητες πληροφορίες για κάθε outer evaluation σχετικά με 

το repeat, το fold, τα training indices και τα test indices. Για κάθε outer split, τα 

δεδομένα θα χωριστούν σε outer training subset (tr) και σε outer test subset (te) και οι 

βιοδείκτες εξετάζονται ξεχωριστά. 

Η πρώτη βασική απόφαση η οποία απαιτείται κατά την εφαρμογή του standalone 

framework αναφέρεται στην κατεύθυνση προς την οποία ταιριάζει κάθε ένας από τους 

βιοδείκτες με τη θετική κλάση. Η απόφαση αυτή λαμβάνεται στη συνάρτηση 

standalone_best_threshold(). Η συνάρτηση υπολογίζει τον μέσο όρο κάθε δείκτη εντός 

των ομάδων MDS και Control από το outer training set και ανακαλύπτει, με βάση την 

υψηλότερη τιμή του δείκτη μεταξύ των δύο ομάδων, εάν είναι high_is_mds ή 

low_is_mds. Μια τέτοια προσέγγιση είναι απαραίτητη, καθώς ορισμένοι δείκτες 

αναμένεται να αυξηθούν ενώ άλλοι να μειωθούν στη νόσο. 

Έπειτα, οι raw values πρέπει να μετατραπούν σε ranked score. Οι τιμές του βιοδείκτη 

μετατρέπονται σε rank-based score ως εξής: 

score <- rank(train_vals, ties.method = “average”) / length(train_vals) 

Η κατάταξη θα έχει ένα εύρος τιμών μεταξύ 0 και 1 δίνοντας πληροφορίες για τη 

σχετική θέση των δειγμάτων στην κατανομή του βιοδείκτη. Αν η κατεύθυνση του 

βιοδείκτη είναι low_is_mds, τότε ο κώδικας αντιστρέφει το score:  

if (dir == “low_is_mds”) score <- 1 – score 

Με αυτόν τον τρόπο, η κατάταξη όλων των βαθμολογιών αντιστρέφεται, έτσι ώστε οι 

υψηλότερες βαθμολογίες να σημαίνουν μεγαλύτερη πιθανότητα MDS. Η χρήση rank-

based score αντί raw values είναι σημαντική γιατί δίνει σταθερότητα στη σύγκριση και 

δεν επηρεάζεται από ακραίες τιμές. 

Μόλις ολοκληρωθεί η rank based βαθμολόγηση στο outer training set, χρησιμοποιείται 

ο ίδιος αλγόριθμος για τον προσδιορισμό του train based κατωφλίου που 

χρησιμοποιήθηκε και στα μοντέλα. Η standalone_best_threshold() χρησιμοποιεί:  

choose_threshold_train(train_y, score, thresholds = seq(0.05, 0.95, by = 0.01)) 
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και επιστρέφει την κατεύθυνση του βιοδείκτη, την καλύτερη τιμή κατωφλίου και την 

αντίστοιχη train MCC. Έτσι, για κάθε βιοδείκτη και για κάθε outer split παράγεται ένας 

ξεχωριστός fold specific ταξινομητής. 

Επιπροσθέτως, ο κανόνας βαθμολόγησης βιοδεικτών χρησιμοποιείται για την 

πρόβλεψη της κατάστασης βιοδεικτών για το outer test subset χρησιμοποιώντας τη 

συνάρτηση standalone_apply(). Ακολουθούνται παρόμοια βήματα. Οι test values 

μετατρέπονται σε rank based scores, αντιστρέφονται όπου χρειάζεται σύμφωνα με την 

κατεύθυνση και συγκρίνονται με το fold specific threshold. Η τιμή MCC της 

πρόβλεψης καθορίζεται καλώντας τη mcc_from_probs() χρησιμοποιώντας τα test 

labels και τα test scores. Το αποτέλεσμα αυτό αποθηκεύεται σε γραμμή του 

standalone_rows μαζί με το repeat, το fold, το όνομα του biomarker και την test MCC.  

Μόλις ολοκληρωθεί η επανάληψη για τα outer splits και όλους τους βιοδείκτες, τα 

αποτελέσματα συνδυάζονται στο data frame standalone_mcc. Παράγεται ένας πίνακας 

(standalone_summary) που συνοψίζει με τον αριθμό έγκυρων folds για κάθε βιοδείκτη 

(n) και τη μέση MCC (MCC_mean) και οι βιοδείκτες ταξινομούνται σύμφωνα με τη 

φθίνουσα αυτόνομη απόδοση. 

Εκτός από τη μέση MCC, αξιολογείται και αν η standalone απόδοση κάθε βιοδείκτη 

είναι στατιστικά καλύτερη από μηδέν με one sample Wilcoxon signed-rank test: 

wilcox.test(MCC, mu = 0, alternative = “greater”, exact = FALSE) 

Οι p-values προσαρμόζονται χρησιμοποιώντας τη μέθοδο Benjamini-Hochberg: 

p_adj_bh = p.adjust(p_value, method = “BH”) 

και κάθε βιοδείκτης λαμβάνει βαθμό σημαντικότητας (***, **, *, ns). 

Αυτές οι δοκιμές απαντούν στην ακόλουθη ερώτηση: εάν κάποιος χρησιμοποιήσει 

μόνο έναν βιοδείκτη, ποιος από αυτούς είναι ο καλύτερος προγνωστικός παράγοντας; 

 

30.14. Incremental biomarker value 
 

Έχοντας διαπιστώσει τη χρησιμότητα κάθε μεμονωμένου βιοδείκτη, το επόμενο βήμα 

ήταν η αξιολόγηση των incremental biomarker value, δηλαδή η συμβολή κάθε 

βιοδείκτη όσον αφορά την προστιθέμενη αξία όταν χρησιμοποιείται σε ένα μοντέλο. 

Με άλλα λόγια, το ερώτημα που τίθεται εδώ είναι πόσες πολύτιμες πληροφορίες θα 

χαθούν όταν ένας βιοδείκτης εξαιρεθεί από το βέλτιστο μοντέλο εποπτευόμενης 

μάθησης. 

Η ανάλυση αυτή εφαρμόστηκε για το μοντέλο με την καλύτερη απόδοση που 

επιλέχθηκε από τη μέση outer fold MCC σύγκριση. Γι' αυτό, οι απαραίτητες 

πληροφορίες σχετικά με το καλύτερο μοντέλο έχουν ήδη υπολογιστεί και αποθηκευτεί 

στις μεταβλητές best_model και best_method_code., που προσδιορίζονται αμέσως 

μετά το model comparison stage.  



96 
 

Για εξοικονόμηση χρόνου, η incremental analysis δεν έγινε και στα 25 outer folds, αλλά 

σε υποσύνολο αυτών. Στον κώδικα ορίζεται :  

limit_extra_to_n_folds <- 10 

και στη συνέχεια επιλέγεται balanced subset outer folds χρησιμοποιώντας τη 

συνάρτηση pick_extra_folds(). 

Η συνάρτηση αυτή προσπαθεί να εξισορροπήσει την κατανομή των επιλεγμένων folds 

στις επαναλήψεις. Αυτές οι πληροφορίες αποθηκεύονται στις μεταβλητές 

extra_fold_idx και extra_splits. Άρα, η incremental biomarker analysis είναι 

συμπληρωματική outer-fold analysis στα folds που έχουν επιλεγεί. 

Η ανάλυση εκτελείται χρησιμοποιώντας την συνάρτηση run_incremental_analysis(). 

Για κάθε βιοδείκτη από τη λίστα των βιοδεικτών, εκτελείται η ακόλουθη διαδικασία. 

Βήμα 1: Αφαίρεση ενός biomarker τη φορά 

Για κάθε επιλεγμένο outer split, το training και το test set του split διαμορφώνεται ξανά 

αφού πρώτα αφαιρεθεί ο υποψήφιος βιοδείκτης: 

tr <- data_clean[sp$train_idx, , drop = FALSE] %>% dplyr::select(-dplyr::all_of(bio)) 

te <- data_clean[sp$test_idx, , drop = FALSE] %>% dplyr::select(-dplyr::all_of(bio)) 

Αυτό παρέχει ένα reduced feature set χωρίς τον εξεταζόμενο βιοδείκτη. 

Βήμα 2: Επανάληψη όλου του supervised pipeline για το reduced set 

Για το reduced dataset οι ακόλουθες διαδικασίες επαναλαμβάνονται μέσα στο 

επιλεγμένο outer split:  

NZV screening, inner_k selection, hyperparameter grid creation, inner tuning, 

augmentation, final fitting, threshold optimization, outer test evaluation. 

Με αυτόν τον τρόπο, ο αποκλεισμός ενός βιοδείκτη δεν χρησιμοποιεί post-hoc 

masking, αλλά με επανεκπαίδευση και retuning του βέλτιστου μοντέλου πάνω στο 

reduced feature set. Πρόκειται για μια μεθοδολογία που επιτρέπει τη βέλτιστη 

αναπροσαρμογή του μοντέλου σε σχέση με τους διαθέσιμους προγνωστικούς 

παράγοντες. 

Βήμα 3: Υπολογισμός reduced-model MCC 

Για κάθε selected outer split, η outer test MCC του reduced μοντέλου υπολογίζεται 

μετά την εκπαίδευση του στο νέο σύνολο δεδομένων χωρίς αυτόν τον βιοδείκτη και 

αποθηκεύεται ως MCC_no. Η τιμή MCC του πλήρους μοντέλου (MCC_full) ια αυτόν 

τον βιοδείκτη έχει ήδη αποθηκευτεί στο προηγούμενο βήμα:  

best_full <- all_results %>% 

dplyr::filter(Model == best_model) %>% 

dplyr::select(Repeat, Fold, MCC_full = MCC) 

Βήμα 4: Υπολογισμός incremental effect 
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Στη συνέχεια, λαμβάνονται οι τιμές του MCC και για τα δύο μοντέλα και η διαφορά 

μεταξύ τους υπολογίζεται ως εξής:  

Delta_MCC = MCC_full – MCC_no 

Αυτό υποδεικνύει τη μείωση της αποτελεσματικότητας του καλύτερου μοντέλου μετά 

την παράλειψη αυτού του βιοδείκτη. 

Σε περίπτωση θετικού μέσου ΔMCC, ο βιοδείκτης φέρνει επιπλέον πληροφορίες. Σε 

περίπτωση μέσου ΔMCC ίσου με μηδέν ή κοντά σε αυτό, ο δείκτης δεν είναι πολύ 

βοηθητικός. Με αρνητική ΔMCC, η απουσία του βιοδείκτη δεν έχει κάποια επίδραση 

το μοντέλο.  

Βήμα 5: Στατιστικός έλεγχος της μείωσης 

Για κάθε βιοδείκτη όταν υπάρχουν τουλάχιστον 6 selected splits με έγκυρα paired 

αποτελέσματα, εφαρμόζεται paired Wilcoxon signed-rank test:  

wilcox.test(joined$MCC_full, joined$MCC_no, paired = TRUE, alternative = 

“greater”, exact = FALSE) 

Η εναλλακτική υπόθεση (alternative = “greater”) είναι μονόπλευρη και ταιριάζει 

ακριβώς στο ερευνητικό ερώτημα, το οποίο είναι αν το πλήρες μοντέλο έχει 

μεγαλύτερη MCC από το reduced μοντέλο. Στη συνέχεια οι p-values τροποποιούνται 

με Benjamini-Hochberg: 

p_adj_bh = p.adjust(p_value, method = “BH”) 

Για κάθε βιοδείκτη, ο τελικός incremental πίνακας ταξινομείται κατά φθίνουσα 

Delta_MCC_mean και περιλαμβάνει: Biomarker, n_splits, MCC_full_mean, 

MCC_no_mean, Delta_MCC_mean, p_value και p_adj_bh. 

 

30.15. Permutation importance 
 

Ακολουθεί η ανάλυση permutation importance, η οποία έχει ως στόχο να μετρήσει τη 

σχετική συμβολή κάθε βιοδείκτη σε σχέση με τις ικανότητες διάκρισης του τελικού 

μοντέλου. Η permutation importance εκτιμά την επίδραση της αλλαγής των 

πληροφοριών που περιέχεται σε ένα χαρακτηριστικό στο ήδη εκπαιδευμένο μοντέλο. 

Αυτή η ανάλυση πραγματοποιήθηκε για το βέλτιστο μοντέλο του classification pipeline 

και μόνο στα επιλεγμένα outer folds που πήραν μέρος στις supplementary analyses. Η 

επιλογή αυτή μπορεί να φανεί από τα αντικειμένα best_model, best_folds_all, 

extra_splits και της συνάρτησης run_permutation_analysis(). Μαζί με τη standalone 

utility και την incremental value analysis μας βοηθά να έχουμε μια πιο ολοκληρωμένη 

άποψη της σημασίας χαρακτηριστικών: standalone predictive signal, contribution μετά 

τον αποκλεισμό μεταβλητών και contribution μετά τη μετάθεση μεταβλητών. 

Σε περίπτωση που η permutation importance δείχνει ότι ένα χαρακτηριστικό είναι 

σημαντικό, τότε η τυχαία επανατοποθέτηση των τιμών του στο test set θα πρέπει να 

μειώνει σημαντικά την απόδοση του μοντέλου. Αντίθετα, αν η μετάθεση του 
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χαρακτηριστικού δεν οδηγήσει σε επιδείνωση της απόδοσης του μοντέλου, τότε ο 

βιοδείκτης μάλλον δεν παίζει κρίσιμο ρόλο στη διενέργεια των προβλέψεων. Η μείωση 

απόδοσης μετρήθηκε ως πτώση της AUC στο outer test set.  

Οι βασικές παράμετροι της permutation analysis δηλώθηκαν στην αρχή του 

classification script ως perm_repeats_per_fold = 50 και perm_seed = 2026. 

Το perm_repeats_per_fold υποδηλώνει ότι για κάθε feature και για κάθε outer fold που 

επιλέχθηκε, η τυχαία ανασύνταξη του χαρακτηριστικού πρέπει να εκτελεστεί 50 φορές. 

Απαιτούνται επαναλαμβανόμενες πολλαπλές επανατοποθετήσεις, καθώς πρέπει να 

διασφαλίσουμε ότι η σπουδαιότητα των χαρακτηριστικών δεν βασίζεται αποκλειστικά 

σε μία τυχαία μετάθεση, αλλά αντίθετα λαμβάνεται ως αποτέλεσμα του μέσου όρου 

αυτών. 

Η permutation importance εκτελέστηκε στα ίδια folds που είχαν ήδη επιλεγεί για τις 

supplementary analyses. Η επιλογή αυτή έγινε με τον ακόλουθο τρόπο:  

extra_fold_idx <- pick_extra_folds(outer_splits, n_pick = limit_extra_to_n_folds, seed 

= 777) 

extra_splits <- outer_splits[extra_fold_idx] 

με limit_extra_to_n_folds = 10 

Άρα στην κύρια permutation analysis χρησιμοποιήθηκαν έως 10 outer folds, οι οποίες 

επιλέχθηκαν με τέτοιο τρόπο ώστε να υπάρχει μια εξίσου ισορροπημένη κατανομή από 

τις διαφορετικές επαναλήψεις. 

Αρχικά, επιλέχθηκαν τα fitted μοντέλα που αντιστοιχούν στο βέλτιστο μοντέλο. 

Η συνάρτηση run_permutation_analysis() επιλέγει από το fold_store μόνο τα 

αποθηκευμένα fits που αντιστοιχούν στο βέλτιστο μοντέλο: 

best_folds <- purrr::keep(best_folds_all, function(fs){ 

any(purrr::map_lgl(extra_splits, ~ identical(.x$Repeat, fs$Repeat) && 

identical(.x$Fold, fs$Fold))) 

}) 

Με τον τρόπο αυτό, η permutation analysis χρησιμοποιεί προηγουμένως fitted outer-

fold models και δε χρειάζεται καμία πρόσθετη εκπαίδευση. 

Για κάθε selected fold, η συνάρτηση επιστρέφει το outer test set (test_df), τις αρχικές 

outer test probabilities (base_prob) και υπολογίζει τη baseline AUC από τη συνάρτηση 

base_auc <- auc_from_probs(test_df$Category, base_prob). 

Η baseline AUC χρησιμεύει ως μετρική σύγκρισης κατά την αξιολόγηση των τιμών 

AUC μετά τις μεταθέσεις. 

Στη συνέχεια, για κάθε feature του outer test set, ο αλγόριθμος εκτελεί τις ακόλουθες 

λειτουργίες επαναληπτικά: 

1) Δημιουργεί αντίγραφο του test set (td <- test_df) 
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2) Αλλάζει τη feature column με τυχαία ανακατανομή των τιμών της: td[[feat]] <- 

sample(td[[feat]]) 

3) Προβλέπει το αποτέλεσμα με βάση το fitted model 

p_perm <- predict_final(fs$Method, fs$fitted, td) 

4) Υπολογίζει τη νέα AUC: auc_perm <- auc_from_probs(td$Category, p_perm) 

5) Υπολογίζει τη διαφορά: base_auc – auc_perm 

Η τιμή που λαμβάνεται δείχνει πόσο χειροτέρεψε η απόδοση διάκρισης που 

προκαλείται από την τυχαιοποίηση της τιμής του χαρακτηριστικού. 

Αυτή η διαδικασία επαναλαμβάνεται 50 φορές για κάθε χαρακτηριστικό σε κάθε 

selected fold. Οι πτώσεις AUC που λαμβάνονται από τις 50 επαναλήψεις 

αποθηκεύονται στον vector drops. Αν υπάρχουν 5 ή περισσότερες AUC drops, η μέση 

τιμή υπολογίζεται ως fold-specific feature importance:  

Perm_rows[[length(perm_rows) + 1]] <- tibble ( 

Feature = feat, 

Importance = mean(drops)) 

Μόλις ολοκληρωθεί για όλα τα selected folds, οι fold specific importance estimates 

συγκεντρώνονται και συνοψίζονται ανά feature:  

dplyr::bind_rows(perm_rows) %>% 

dplyr::group_by(Feature) %>% 

dplyr::summarise(Importance_mean = mean(Importance, na.rm = TRUE), .groups = 

“drop”) %>%  

dplyr::arrange(dplyr::desc(Importance_mean) 

) 

Το αποτέλεσμα της permutation analysis θα είναι μια λίστα κατάταξης, όπου οι 

μεταβλητές με τη μεγαλύτερη μείωση στη μέση τιμή AUC θεωρούνται και οι πιο 

σημαντικές για το βέλτιστο μοντέλο. 

Η AUC, που χρησιμοποιείται ως κριτήριο για τον υπολογισμό permutation importance, 

βασίζεται στις probabilities και όχι στο τελικό threshold. Επίσης, είναι ένα μέτρο 

διάκρισης ανεξάρτητo από το threshold και είναι πιο σχετικό για εμάς αν μας 

ενδιαφέρει να αξιολογήσουμε τον βαθμό στον οποίο η διακριτική ικανότητα του 

μοντέλου επηρεάζεται από τον χειρισμό μιας μεταβλητής. Έτσι, η permutation 

importance εδώ αξιολογεί πόσο επηρεάζει κάθε δείκτης την ισχύ διάκρισης 

πιθανότητας του μοντέλου..  

 

30.16. Sensitivity analysis 
 

Εκτός από τις κύριες συμπληρωματικές αναλύσεις, η διαδικασία ταξινόμησης 

περιλάμβανε και sensitivity analysis η οποία εξέτασε εάν τα ευρήματα από τις 
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αναλύσεις των extra fold θα ήταν συνεπή και ακόμη και αν ο αριθμός των outer folds 

που λαμβάνονται υπόψη σε αυτές τις αναλύσεις ποικίλλει. Η ανάλυση αυτή διεξήχθη 

για την incremental biomarker τιμή και για την permutation importance και είχε στόχο 

να αξιολογήσει την αντοχή των ευρημάτων σε επίπεδο χαρακτηριστικών για 

διαφορετικούς αριθμούς outer folds που χρησιμοποιήθηκαν στην ανάλυση. 

Η παρουσία μιας τέτοιας ανάλυσης είναι πολύ σημαντική στην περίπτωση ύπαρξης 

μικρών dataset, όπου οι συμπληρωματικές αναλύσεις δε μπορούν να γίνουν για όλα τα 

25 outer folds λόγω υπολογιστικών περιορισμών και επιλέγεται ένα υποσύνολο αυτών. 

Με αυτόν τον τρόπο, μπορεί κανείς να ελέγξει εάν τα κύρια ευρήματα που σχετίζονται 

με τους βιοδείκτες ισχύουν ή όχι, ανεξάρτητα από τον αριθμό των outer folds που 

χρησιμοποιήθηκαν. 

Όλα ξεκινούν με την ανάθεση του do_extra_sensitivity <- TRUE 

Και οι τιμές του εξεταζόμενου fold grid αντιστοιχίζονται ως: sensitivity_fold_grid <- 

c(1, 2, 5, 10, 20, 50). Επιπλέον, υπάρχει σταθερός seed για την επιλογή των splits. Η 

ανάλυση γίνεται χρησιμοποιώντας τη συνάρτηση run_extra_sensitivity_analysis(). 

Ο κώδικας θα μειώσει το μέγιστο διαθέσιμο πλήθος outer folds τις τιμές 1, 2, 5, 10, 20, 

50:  

max_available  <- length(outer_splits) 

fold_grid_use <- unique(pmax(1, pmin(fold_grid, max_available))) 

Όπως έχει εξηγηθεί, δεδομένου ότι το nested CV pipeline επιστρέφει 25 outer folds, το 

πραγματικό sensitivity grid είναι 1, 2, 5, 10, 20, 25.  

Για κάθε τιμή του n_extra_folds από το παραπάνω grid, ο κώδικας καλεί: 

sens_idx <- pick_extra_folds(outer_splits, n_pick = n_pick, seed = seed_base + i) 

sens_splits <- outer_splits[sens_idx] 

Η pick_extra_folds() προσπαθεί να επιλέξει όσο το δυνατόν περισσότερο 

ισορροπημένα splits από διαφορετικές επαναλήψεις, ώστε να αποφεύγεται η 

υπερεκπροσώπηση ενός repeat.  

Για κάθε n_extra_folds, ο κώδικας επαναλαμβάνει την incremental biomarker analysis 

πάνω στα αντίστοιχα sens_splits:  

inc_res <- run_incremental_analysis(…) 

Από αυτό το βήμα λαμβάνονται summary indicators όπως: ο βιοδείκτης με το 

μεγαλύτερο Delta_MCC_mean, η αντίστοιχη τιμή top_delta_mcc και το μέσο απόλυτο 

Delta_MCC across biomarkers.  

Όπου είναι απαραίτητο, η κατάταξη των βιοδεικτών με βάση το τρέχον sensitivity 

setting συγκρίνεται με την κατάταξη του πρώτου setting μέσω Spearman rank 

correlation. Το αποτέλεσμα αποθηκεύεται ως 

biomarker_rank_spearman_vs_first_setting. Αυτό το μέτρο αντικατοπτρίζει εάν οι 
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βιοδείκτες διατηρούν την ίδια σειρά κατάταξης καθώς προστίθενται περισσότερα folds 

στην ανάλυση.  

Ομοίως, για κάθε n_extra_folds, διεξάγεται η ακόλουθη permutation analysis: 

perm_res <- run_permutation_analysis(…) 

Στη συνέχεια, τα συνοπτικά μέτρα προκύπτουν από αυτό το βήμα με τον ακόλουθο 

τρόπο: το χαρακτηριστικό με τον υψηλότερο Importance_mean, top_importance και το 

μέσο όρο των importance scores σε όλα τα χαρακτηριστικά. Επιπλέον, παρόμοια με 

την incremental analysis, η συσχέτιση κατάταξης Spearman μεταξύ της τρέχουσας 

feature ranking του χαρακτηριστικού και του πρώτου sensitivity setting: 

feature_rank_spearman_vs_first_setting. 

Τα αποτελέσματα παρουσιάζονται σε δυο διαφορετικούς πίνακες: 

incremental_sensitivity και permutation_sensitivity.  

Στο PDF output του classification pipeline, η sensitivity analysis αποτυπώνεται και 

γραφικά με δυο ξεχωριστά line plots, ένα για το mean_abs_delta_mcc ως προς τον 

αριθμό selected outer folds και ένα για το mean_importance ως προς τον αριθμό 

selected outer folds. Τέτοια γραφήματα παρέχουν τη δυνατότητα οπτικής αξιολόγησης 

του τρόπου με τον οποίο τα συμπεράσματα σε επίπεδο χαρακτηριστικών γίνονται 

σταθερά με έναν αυξανόμενο αριθμό folds.  

 

 

Αποτελέσματα 
 

31. Χαρακτηριστικά του τελικού δείγματος 
 

Το τελικό δείγμα αποτελείται από 40 άτομα, εκ των οποίων οι μισοί (20) πάσχουν με 

MDS και οι άλλοι μισοί (20) είναι υγιείς μάρτυρες (Control). Όλοι οι υπολογισμοί 

πραγματοποιούνται χρησιμοποιώντας πλήρεις παρατηρήσεις, χωρίς να λαμβάνονται 

υπόψη τυχόν ελλείπουσες τιμές. Στο exploratory στάδιο χρησιμοποιήθηκαν οι 

μεταβλητές Age, TAC, MDA, ROS και Vitamin E. Κατά την ομαδοποίηση και την 

ταξινόμηση, χρησιμοποιήθηκαν οι μεταβλητέςAge, TAC, ROS και Vitamin E. Η MDA 

δεν συμπεριλήφθηκε στο clustering προκειμένου να αποφευχθεί η δυσανάλογη 

επίδρασή της στο αποτέλεσμα της διαδικασίας λόγω του πολύ ισχυρού διαχωριστικού 

της σήματος.  

Η κατανομή των δυο ομάδων ήταν ισορροπημένη, με 50,0% Control και 50,0% MDS 

και imbalance ratio = 1,00. Αυτή η κατανομή είναι σημαντική, γιατί μειώνει την 

πιθανότητα μεροληπτικής εκπαίδευσης των αλγορίθμων και καθιστά πιο αξιόπιστη 

ερμηνεία μετρήσεων όπως η accuracy, η sensitivity, το specificity και ο MCC. Παρά 

το μικρό μέγεθος δείγματος, το dataset ήταν καθαρό, βιολογικά στοχευμένο και 

κατάλληλο για τη μελέτη δεικτών οξειδωτικού στρες σε σχέση με τα MDS.  
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32. Προκαταρκτική διερευνητική και διαγνωστική 

ανάλυση δεδομένων 
 

Η αρχική ανάλυση έδειξε ότι το σύνολο δεδομένων έχει ένα καλό διακριτικό σήμα πριν 

από την εφαρμογή clustering ή supervised classification. Καταρχάς, επαληθεύτηκε η 

πλήρης ισορροπία των κλάσεων, πράγμα που υποδηλώνει ότι η διαφοροποίηση των 

δυο ομάδων δεν επηρεάζεται από καμία ανισορροπία στην κατανομή τους.  

Η ανάλυση συσχέτισης ανέδειξε μία βιολογική τάση. Ο υψηλότερος θετικός 

συντελεστής υπολογίστηκε για το MDA και ROS (r = 0,78), ενώ αρνητικές συσχετίσεις 

βρέθηκαν μεταξύ MDA και Vitamin E (r = -0,65) και μεταξύ ROS και Vitamin E (r= -

0,49). Η ηλικία εμφάνισε μέτρια θετική σχέση με δείκτες οξειδωτικού στρες, δηλαδή 

την MDA (r = 0,48) και με τα ROS (r = 0,46).  

 

Εικόνα 1 : Πίνακας συσχέτισης βιοδεικτών 

Τέτοια αποτελέσματα έχουν βιολογικό νόημα διότι οι δείκτες οξειδωτικού φορτίου 

αυξάνονται μαζί, ενώ η Vitamin E, ως αντιοξειδωτικός παράγοντας, έχει αντίθετη 

συμπεριφορά.  

Τα επίπεδα πολυσυγγραμμικότητας διατηρήθηκαν σε ικανοποιητικά επίπεδα (Age 

1,35, TAC 1,05, MDA 3,58, ROS 2,64, Vitamin E 1,78) χωρίς καμία τιμή VIF > 5.  
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Εικόνα 2 : Τιμές πολυσυγγραμμικότητας 

Αυτό σημαίνει ότι παρά τις σχέσεις μεταξύ των ανεξάρτητων μεταβλητών, η 

επικάλυψή τους δεν είναι τόσο σημαντική ώστε να θέσει σε κίνδυνο την 

πολυπαραμετρική ανάλυση. 

Στη μονοπαραμετρική μελέτη, φαίνεται ότι οι πιο διακριτικές πληροφορίες παρέχονται 

από δείκτες που σχετίζονται με το οξειδωτικό στρες, όπως τα ROS και MDA, ενώ 

σημαντική ήταν και η συμβολή της Vitamin E. Τα boxplot που παρέχονται παρακάτω 

παρουσιάζουν μια ποιοτική αναπαράσταση των διαφορών κατανομής, ενώ η ποσοτική 

αξιολόγηση της διακριτικής ισχύος λαμβάνει χώρα χρησιμοποιώντας nested cross-

validation στο classification στάδιο.  

 

Εικόνα 3 : Κατανομές βιοδεικτών ανά κατηγορία (MDS vs Control) 

Τα boxplot παρουσιάζουν εμφανή μετατόπιση των κατανομών για τους δείκτες ROS 

και Vitamin E, χωρίς ιδιαίτερη επικάλυψη μεταξύ των ομάδων, ενώ η TAC εμφανίζει 

σημαντική επικάλυψη. Περαιτέρω ανάλυση μέσω nested cross-validation αποκάλυψε 
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ότι οι καλύτεροι μεμονωμένοι δείκτες είναι τα ROS (MCC ~ 0.80) και η Vitamin E 

(MCC ~ 0.75), ενώ η TAC παρουσιάζει ασήμαντη διαγνωστική αξία (MCC ~ 0.03). 

 

 

 

Εικόνα 4 : Διαγνωστική ικανότητα μεμονωμένων βιοδεικτών 

 

Όταν εξετάζεται η εποπτευόμενη ανάλυση που βασίζεται σε έναν μόνο βιοδείκτη, οι 

μέσες τιμές MCC είναι 0,806 για τα ROS, 0,752 για τη Vitamin E, 0,373 για την Age 

και μόνο 0,035 για την TAC. Έτσι, οι διαγνωστικές πληροφορίες περιέχονται κυρίως 

στον άξονα του οξειδωτικού στρες, ενώ η TAC είναι πολύ λιγότερο διαγνωστική ως 

μεμονωμένος δείκτης. Πιθανώς τα ROS και η MDA εμφανίζουν πιο άμεσα την 

παθολογική οξειδωτική επιβάρυνση, ενώ η Vitamin E καταγράφει τη διαταραχή της 

αντιοξειδωτικής άμυνας. Η TAC, ως πιο γενικός δείκτης, φαίνεται λιγότερο ειδικός για 

τη διάκριση MDS έναντι υγιούς κατάστασης. 

Από αυτή την άποψη, ο προσδιορισμός του κατωφλίου για διερευνητικούς σκοπούς 

της αρχικής διαγνωστικής δοκιμής αποκάλυψε ένα παρόμοιο μοτίβο, δείχνοντας ότι 

ορισμένοι δείκτες καταδεικνύουν απόλυτο διαχωρισμό των ομάδων Control και MDS. 

Εκεί που σημειώθηκε τέλειος διαχωρισμός, η τιμή κατωφλίου θεωρήθηκε η μέση τιμή 

μεταξύ της μέγιστης τιμής στην ομάδα Control και της ελάχιστης τιμής στην ομάδα 

MDS. Ακολουθεί ένα τέτοιο διάγραμμα. 
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Εικόνα 5: Boxplot τέλειου διαχωρισμού μεταβλητής (MDA) 

Είναι σημαντικό σε αυτό το σημείο να σημειωθεί ότι η μόνη μεταβλητή η οποία 

εμφάνισε τέλειο διαχωρισμό είναι η MDA. 

Όποτε δεν παρατηρήθηκε διαχωρισμός των ομάδων, μια τιμή κατωφλίου βασίστηκε 

στην ανάλυση της καμπύλης ROC. Οι τιμές κατωφλίου που προσδιορίστηκαν είναι 

διερευνητικής φύσης και δεν πρέπει να θεωρούνται ως γενικευμένα κλινικά κατώφλια, 

αλλά αντικατοπτρίζουν την ισχύ του μονοπαραμετρικού διαγνωστικού σήματος που 

βρίσκεται σε αυτό το σύνολο δεδομένων. Επιπλέον, η ανάλυση όλων των πιθανών 

συνδυασμών των 10 μεταβλητών έδειξε ότι δύο μεταβλητές μαζί δημιουργούν μια πιο 

σημαντική διαφορά μεταξύ των ομάδων από ό,τι οποιαδήποτε μεμονωμένη από αυτές, 

πράγμα που σημαίνει ότι το πρόβλημα είναι πολυπαραγοντικό. Παρακάτω βρίσκεται ο 

συγκεντρωτικός πίνακας των γραφημάτων.  

 

Εικόνα 6: Συγκεντρωτικός πίνακας Pairwise Separation Analysis 

 

Μια αξιοσημείωτη παρατήρηση είναι ότι ο πλήρης διαχωρισμός των δύο ομάδων ήταν 

εμφανής σε όλα τα διμεταβλητά γραφήματα όταν συμπεριλήφθηκε η μεταβλητή MDA, 

και δεν υπήρχε κάποιο σημείο επικάλυψης για τις δύο ομάδες. ανεξάρτητα από την 
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άλλη μεταβλητή που συμπεριλήφθηκε στους άξονες του γραφήματος, το γεγονός 

παρέμεινε το ίδιο, υποδηλώνοντας ότι η δυνατότητα διάκρισης προέρχεται κυρίως από 

τη μεταβλητή MDA. Η παρατήρηση αυτή συμβαδίζει με τα αποτελέσματα της 

μονοπαραγοντικής και της threshold ανάλυσης όταν αυτή η μεταβλητή παρουσίασε 

τέλειο διαχωρισμό ακόμη και σε μονοδιάστατο χώρο. 

Ο τέλειος διαχωρισμός σε μικρά βιοϊατρικά δείγματα όπως το δικό μας μπορεί να 

οφείλεται σε ισχυρή βιολογική επίδραση ενός δείκτη, σε περιορισμένο μέγεθος 

δείγματος, σε χαμηλότερη ενδοομαδική μεταβλητότητα σε σύγκριση με τις διαφορές 

μεταξύ ομάδων ή σε συνδυασμό των παραγόντων. Παρόλο που φαίνεται να υπάρχει 

κάποιο μοτίβο διαχωρισμού, θα ήταν σωστό να σημειωθεί ότι ένας τέλειος 

διαχωρισμός στην διερευνητική ανάλυση δεν εγγυάται αυτόματα τη γενίκευση σε 

ανεξάρτητα σύνολα δεδομένων. Το αποτέλεσμα της αρχικής ανάλυσης δείχνει ότι οι 

ασθενείς με MDS και τα υγιή άτομα μπορούν να διακριθούν μεταξύ τους. Δεν 

υπάρχουν προβλήματα πολυσυγγραμμικότητας στα δεδομένα, ούτε υπάρχει κάποια 

ανισορροπία στα δεδομένα. Αυτό εξηγεί γιατί στα επόμενα στάδια, το clustering και η 

supervised ταξινόμηση, πρόκειται να αναδείξουν πραγματική διαχωριστική επίδραση.

  

 

33. Μη επιβλεπόμενη ανάλυση συστάδων 
 

Η ανάλυση συστάδων πραγματοποιήθηκε χωρίς επίβλεψη για να φανεί εάν υπήρχαν 

εσωτερικές δομές εντός του συνόλου δεδομένων, ανεξάρτητα από την αρχική 

ταξινόμηση (Control vs MDS). Αυτό το βήμα έγινε χρησιμοποιώντας τους βιοδείκτες 

που δεν μπορούσαν να διαχωριστούν πλήρως, μετά από καθαρισμό και 

κανονικοποίηση των δεδομένων όπως περιγράφεται στο προηγούμενο κεφάλαιο των 

Μεθόδων. Τα αποτελέσματα του σταδίου αυτού αναλύονται μαζί με τα διαγράμματα 

διερευνητικής οπτικοποίησης (boxplots, correlation heatmap), την ανάλυση κύριων 

συνιστωσών (PCA), και τα διαγράμματα επιλογής αριθμού clusters. 

 

33.1. Περιγραφική στατιστική, κανονικότητα και συσχετίσεις 
 

Τα περιγραφικά στατιστικά στοιχεία προσδιορίστηκαν μέσω της χρήσης boxplots και 

πινάκων στατιστικών τιμών (mean, SD) που υπολογίστηκαν στον κώδικα. Ο έλεγχος 

της κανονικότητας έγινε μέσω της χρήσης Shapiro-Wilk tests.  

Κοιτάζοντας την κατανομή της μεταβλητής, παρατηρεί κανείς ότι η ROS 

διαφοροποιείται σαφώς μεταξύ των ομάδων, καθώς δεν υπάρχει σχεδόν καμία 

επικάλυψη του διατεταρτημορίου εύρους. Αυτό δείχνει την ισχυρή διακριτική 

ικανότητα του δείκτη. Η Vitamin E εμφανίζει επίσης αρκετή μετατόπιση, αλλά με 

μικρή επικάλυψη, πράγμα που δείχνει τη μέτρια/ισχυρή διακριτική ικανότητα της. Η 

TAC επικαλύπτεται σχεδόν πλήρως, δείχνοντας τη χαμηλή διακριτική ισχύ του δείκτη 
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και η Age εμφανίζει μερική διαφοροποίηση που υποδηλώνει μικρή διακριτική 

ικανότητα. 

Η κανονικότητα των βιοδεικτών μετρήθηκε μέσω του Shapiro test. Με βάση τα p-

values του Shapiro-Wilk test, η TAC έχει Shapiro p>0.05 και η σχεδόν συμμετρική 

κατανομή στο boxplot προσεγγίζει την κανονική κατανομή. Η Age είναι οριακά 

κανονική, επειδή αν υπάρχει μικρή ασυμμετρία δεν έχει καθόλου ακραίες τιμές και p 

οριακά >0.05, ενώ οι ROS και MDA έχουν skewed κατανομές και p<0.05, άρα είναι 

μη κανονικές. Τέλος, η Vitamin E αποκλίνει μέτρια, καθώς έχει μικρή ασυμμετρία και 

p<0.05. Επομένως, η δικαιολόγηση της χρήσης των μη παραμετρικών μεθόδων 

βρίσκεται στην ανάγκη για ισχυρούς αλγόριθμους ομαδοποίησης. 

Επιπλέον, από την Εικόνα 1, όσων αφορά τη δομή των συσχετίσεων των βιοδεικτών, 

το heatmap δείχνει ότι υπάρχει ομάδα μεταβλητών  (ROS, MDA, εν μέρει Vitamin E) 

με υψηλές μεταξύ τους συσχετίσεις καθώς υπάρχει κοινός άξονας διακύμανσης 

(oxidative stress signal). Αντίθετα, η TAC δεν συσχετίζεται με τις υπόλοιπες (|ρ|< 0.3) 

και η Age έχει χαμηλή συσχέτιση, άρα δεν υπάρχει  πολυσυγγραμμικότητα. Επομένως, 

υπάρχει κάποια δομή στα δεδομένα αλλά όχι πλεονασμός, επομένως η ομαδοποίηση 

είναι δυνατή και δεν είναι μεροληπτική προς μία μεταβλητή (εκτός MDA, που είναι 

ειδική περίπτωση). 

 

33.2. Ανάλυση κύριων συνιστωσών (PCA) 
 

Η PCA εφαρμόστηκε για μείωση διαστάσεων και να διερευνηθεί η δομή των 

δεδομένων.  

 

Εικόνα 7: PCA scores 

Το ποσοστό διακύμανσης της PCA δείχνει ότι PC1+PC2 εξηγούν >70% της συνολικής 

διακύμανσης και ως εκ τούτου η πληροφορία συμπυκνώνεται σε 2 διαστάσεις. Στην 

Εικόνα 7, τα σημεία της ομάδας MDS βρίσκονται σε διαφορετική περιοχή του άξονα 
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PC1 και τα Control εμφανίζονται στην άλλη πλευρά. Από τον παραπάνω διαχωρισμό 

των σημείων συστάδας στο σχήμα, μπορούμε να καταλάβουμε ότι υπάρχει 

διαχωρισμός στην PC1. Επίσης, υπάρχουν πολύ λίγα επικαλυπτόμενα σημεία, ενώ 

πολλά σημεία δεν επικαλύπτονται. Αυτό φανερώνει σαφώς μερικό διαχωρισμό και από 

την PCA μαθαίνουμε ότι τα δεδομένα είναι χαμηλής διάστασης και επομένως 

κατάλληλα για συσταδοποίηση. 

Από τα PCA loadings τα ROS και MDA βλέπουμε ότι έχουν υψηλές τιμές στην PC1 

και συμβάλλουν θετικά σε αυτήν, η Vitamin E εμφανίζει αντίστροφη συνεισφορά και 

η TAC χαμηλή συνεισφορά, άρα βλέπουμε ότι η PC1 αντιστοιχεί στον άξονα oxidative 

stress. Εάν ληφθεί υπόψη η MDA, η απόσταση μεταξύ των δύο συστάδων γίνεται 

μεγαλύτερη, με αποτέλεσμα τον πλήρη διαχωρισμό των συστάδων στο σχήμα. 

 

33.3. Επιλογή αριθμού clusters 
 

Οι αριθμοί των συστάδων επιλέχθηκαν χρησιμοποιώντας τη μέθοδο Elbow method και 

Silhouette analysis. Από τα αποτελέσματα, η μεγαλύτερη μείωση στο σφάλμα εντός 

συστάδας εμφανίζεται μέχρι το k=2. Το WSS μειώνεται απότομα από k=1 σε k=2 στο 

Elbow method. Πέρα από το k=2 η βελτίωση είναι ασήμαντη, η βαθμολογία silhouette 

κορυφώνεται στο k=2 και μειώνεται όταν k≥3. Έτσι, ο βέλτιστος αριθμός συστάδων 

είναι k=2. Η παρατήρηση αυτή είναι πολύ σημαντική, διότι ταιριάζει με την 

πραγματική δυαδική δομή του dataset (Control vs MDS), σημαίνει επίσης ότι υπάρχει 

μια σαφής αναπαράσταση της κατηγορικής διαίρεσης στον χώρο των χαρακτηριστικών 

και επιβεβαιώνει ότι η πληροφορία είναι δομική, όχι τυχαία. Παρ' όλα αυτά, είναι 

σημαντικό να θυμόμαστε ότι η ομαδοποίηση είναι μια τεχνική μάθησης χωρίς 

επίβλεψη και δεν βασίζεται σε πραγματικές ετικέτες δεδομένων. Ως εκ τούτου, ενώ 

αποτελεί επικύρωση της ακεραιότητας των δεδομένων, δε μπορεί να αποδείξει τη 

γενίκευση. 

33.4. Clustering αλγόριθμοι και consensus clustering 
 

Έχουν χρησιμοποιηθεί διάφορες μέθοδοι ομαδοποίησης (K-means, Hierarchical, 

GMM, DBSCAN) για τον προσδιορισμό της δομής των δεδομένων, καθώς και 

consensus clustering για τον έλεγχο της συμφωνίας μεταξύ των μεθόδων. Ανεξάρτητα 

από τις υποθέσεις των αλγορίθμων που χρησιμοποιήθηκαν, έχουν αποκαλύψει το ίδιο 

αποτέλεσμα, δηλαδή ότι υπάρχει μια διαίρεση των δεδομένων σε δύο ομάδες: Control 

και MDS.  

Όσον αφορά τον αριθμό των συστάδων, οι αλγόριθμοι K-means και Hierarchical 

βρήκαν δύο ομάδες με 22 μέλη (Control) και 18 μέλη (MDS). Ο αλγόριθμος με την πιο 

καλή απόδοση ήταν ο GMM, έχοντας διαχωρίσει δύο ομάδες των 21 και 19 ατόμων, 

αντίστοιχα. Τα αποτελέσματα του DBSCAN έδειξαν τα εξής: Για την ομάδα Control 

προέκυψαν 18 παρατηρήσεις εντός του cluster και 2 ως noise, ενώ για την ομάδα MDS 

20 παρατηρήσεις εντός cluster και 0 noise.  
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Επίσης, η ποιότητα του διαχωρισμού μπορεί να αξιολογηθεί χρησιμοποιώντας τα 

αποτελέσματα του consensus clustering. Η ανάλυση ROC για το consensus 

αποτέλεσμα δείχνει AUC = 0.95 για την ομάδα Group_B, τιμή που φανερώνει υψηλή 

συμφωνία μεταξύ των διαφορετικών μεθόδων ομαδοποίησης.  

Η συμφωνία μεταξύ clustering και πραγματικών διαγνώσεων μαζί με την υψηλή AUC 

του consensus, υπονοεί ότι η δομή των δεδομένων είναι διαχωρίσιμη αυτή καθαυτή και 

ότι οι ομάδες δεν σχηματίστηκαν με βάση κανένα εποπτευόμενο μοντέλο.  

 

33.5. Clustering bootstrap and stability 
 

Η αξιολόγηση των αποτελεσμάτων ομαδοποίησης περιλάμβανε τον έλεγχο για τη 

συνέπεια μεταξύ των διαφόρων μεθόδων που χρησιμοποιήθηκαν για την ανάλυση 

ομαδοποίησης, καθώς και τον βαθμό συμφωνίας που προέκυψε από το consensus 

clustering. Η σταθερότητα των clusters εκτιμήθηκε έμμεσα αξιολογώντας τη συνέπεια 

μεταξύ των αποτελεσμάτων που επιτεύχθηκαν χρησιμοποιώντας διάφορους 

αλγόριθμους και το κατά πόσον υπήρχαν σημεία θορύβου ή όχι (DBSCAN).  

Όπως αναφέρθηκε νωρίτερα, όλοι οι αλγόριθμοι δίνουν σε παρόμοια αποτελέσματα 

ομαδοποίηση των δεδομένων. Αυτή η συμφωνία σημαίνει ότι το σύνολο δεδομένων 

είναι συνεπές και μπορεί να ομαδοποιηθεί με ανεξάρτητα από την μέθοδο. Από τα 

αποτελέσματα του DBSCAN το noise εμφανίζεται μόνο στην ομάδα Control, ενώ το 

MDS cluster είναι πλήρως σταθερό. Η παρουσία noise δείχνει ότι το Control cluster 

είναι λιγότερο ενιαίο και έχει μεγαλύτερη εσωτερική διακύμανση. 

Έπειτα, η σταθερότητα των αποτελεσμάτων clustering αναλύθηκε χρησιμοποιώντας 

bootstrap ανάλυση με χρήση πιθανοτήτων pairwise co-clustering. Αυτό σημαίνει ότι 

έγιναν 100 αναδειγματοληψίες bootstrap, σε κάθε βήμα εφαρμόζοντας την 

ομαδοποίηση K-means και μετρώντας την πιθανότητα τα δύο δείγματα να ανήκουν 

στην ίδια συστάδα. Τα αποτελέσματα έδειξαν ότι η μέση πιθανότητα συν-

ομαδοποίησης είναι 0.45, η οποία είναι μία μέτρια τιμή co-clustering και δείχνει ότι τα 

clusters δεν είναι αρκετά σταθερά λόγω της μεταβλητότητας των συστάδων μεταξύ 

bootstrap δειγμάτων, ενώ η τυπική απόκλιση 0.25.  

Ο λόγος για αυτό είναι πιθανότατα ο μικρός αριθμός δεδομένων, καθώς υπάρχει 

αυξημένη ευαισθησία σε resampling, η μερική επικάλυψη μεταξύ των ομάδων που 

παρατηρείται κυρίως στους δείκτες Age και TAC και η μικρή ασυμμετρία μεταξύ 

συστάδων, καθώς το cluster MDS είναι πιο συνεκτικό και το Control εμφανίζει 

μεγαλύτερη διασπορά. Ωστόσο, η bootstrap ανάλυση δείχνει ότι η βασική δομή των 

δεδομένων είναι υπαρκτή, αλλά η ομαδοποίηση δεν είναι τελείως σταθερή και η 

μεταβλητότητα εντοπίζεται κυρίως σε οριακά δείγματα.  

 

33.6. Στατιστικές διαφορές μεταξύ clusters και cluster profiling 
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Στη συνέχεια, αναλύθηκαν οι διαφορές στους βιοδείκτες μεταξύ των ομάδων για τον 

εντοπισμό των βιολογικών χαρακτηριστικών των clusters. Αυτό περιλάμβανε 

στατιστικές δοκιμές ανάλογα με το αν τα δεδομένα ήταν κανονικά κατανεμημένα εντός 

κάθε cluster (Shapiro-Wilk). Με βάση το αποτέλεσμα, μπορούσε να εφαρμοστούν είτε 

παραμετρικές (Student ή Welch t-test) είτε μη παραμετρικές δοκιμές (Wilcoxon rank-

sum). 

Η μεγαλύτερη διάκριση μεταξύ των ομάδων εμφανίζεται στον δείκτη ROS. Εδώ 

παρατηρείται εξαιρετικά χαμηλή τιμή p (p< 0.001) και μεγάλο μέγεθος επίδρασης 

(large effect size), πράγμα που δείχνει διαχωρισμό των ομάδων όσων αφορά το επίπεδο 

οξειδωτικού στρες. Η διαφοροποίηση αυτή είναι φανερή και οπτικά, όπου οι κατανομές 

των ROS εμφανίζουν σαφή διαχωρισμό με ελάχιστη επικάλυψη μεταξύ των δυο 

clusters. Ομοίως, μια σημαντική στατιστική διαφορά (p < 0,01) με μεγάλο μέγεθος 

επίδρασης ανιχνεύθηκε επίσης για τη βιταμίνη Ε, αλλά σε αντίθεση με τα ROS, η 

συσχέτιση πηγαίνει προς την αντίθετη κατεύθυνση. Το cluster με αυξημένες τιμές ROS 

εμφανίζει χαμηλά επίπεδα βιταμίνης Ε, ενώ το αντίστροφο παρατηρείται στη δεύτερη 

ομάδα. Η αντίστροφη αυτή σχέση είναι εμφανής στον πίνακα των αποτελεσμάτων και 

στο boxplot της Vitamin E, όπου οι δύο ομάδες παρουσιάζουν μετατόπιση των 

κατανομών τους προς αντίθετες κατευθύνσεις. 

Η ηλικία εμφάνισε επίσης στατιστικά σημαντική διαφορά μεταξύ των cluster (p < 

0.05), με μέτριο έως μεγάλο μέγεθος επίδρασης μεταξύ των δύο ομάδων. Το cluster 

που έχει αυξημένο ROS περιέχει μεγαλύτερης ηλικίας άτομα, γεγονός που 

επιβεβαιώνει την υπόθεση σχετικά με το μεγαλύτερο βιολογικό φορτίο σε αυτούς τους 

ασθενείς. Η διαφοροποίηση αυτή είναι ορατή στο αντίστοιχο boxplot, όπου η κατανομή 

της ηλικίας εμφανίζει μετατόπιση προς υψηλότερες τιμές σε αυτό το cluster. Από την 

άλλη πλευρά, όσον αφορά τον δείκτη TAC, δεν ανιχνεύθηκε στατιστική 

σημαντικότητα (p> 0,05), με αμελητέο μέγεθος επίδρασης. Αυτή η παρατήρηση 

υποστηρίζεται επίσης από την υψηλή επικάλυψη των κατανομών στο boxplot του TAC, 

τονίζοντας ότι αυτός ο δείκτης δεν παίζει κανένα σημαντικό ρόλο στη διάκριση των 

συστάδων. 

Για την καλύτερη απεικόνιση της θέσης κάθε συστάδας σε σύγκριση με ολόκληρο τον 

πληθυσμό, υπολογίστηκαν κλασικά Z-scores και robust Z-scores (βάσει median και 

MAD). Τα αποτελέσματα δείχνουν ότι το cluster με αυξημένο ROS έχει θετικές τιμές 

Z-score για αυτό το δείκτη (Z > 1), κάνοντας φανερή μια απόκλιση προς υψηλότερες 

τιμές. Στην ίδια συστάδα εντοπίζονται αρνητικά Z-score για τη Vitamin E (Ζ < -1), 

υποστηρίζοντας τη μειωμένη αντιοξειδωτική ικανότητα. Αυτό το σενάριο μπορεί 

εύκολα να απεικονιστεί στο heatmap “Robust Z-Scores”, όπου οι τιμές του ROS 

εμφανίζονται με έντονο κόκκινο (υψηλές τιμές), ενώ οι αντίστοιχες της Vitamin E με 

μπλέ (χαμηλές τιμές) για το ίδιο cluster. 
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Εικόνα 8: Robust Z-score heatmap 

Από την ανάλυση που παρουσιάστηκε παραπάνω, καθίσταται δυνατή η βιολογική 

περιγραφή (profiling) των clusters. Το δεύτερο cluster διακρίνεται από υψηλό ROS, 

χαμηλή βιταμίνη Ε και αυξημένη ηλικία, γεγονός που αντιπροσωπεύει ένα προφίλ 

έντονου οξειδωτικού στρες. Αντίθετα, η πρώτη ομάδα εμφανίζει χαμηλό ROS και 

υψηλή βιταμίνη Ε, υποδεικνύοντας ένα φυσιολογικό προφίλ. Από τα αποτελέσματα 

που λαμβάνονται, είναι προφανές ότι οι συστάδες δεν δημιουργήθηκαν αποκλειστικά 

μαθηματικά. Η βάση της διαφοροποίησης που λήφθηκε ήταν η ισορροπία οξειδωτικού 

στρες και αντιοξειδωτικής προστασίας (ROS vs Vitamin E). Η ηλικία λειτουργεί ως 

συμπληρωματικός παράγοντας διαφοροποίησης. Αντίθετα, το TAC δεν διαφοροποίησε 

τα δεδομένα. Επομένως, μάλλον δεν παίζει σημαντικό ρόλο σε αυτό το σύνολο 

δεδομένων. 

33.7. External validation των clusters (ARI, NMI, Accuracy) 
 

Προκειμένου να αξιολογηθεί η εγκυρότητα των συστάδων που προέκυψαν από τη μη 

επιβλεπόμενη μάθηση, έγινε σύγκριση μεταξύ των συστάδων και της μεταβλητής 

Category (Control vs MDS), που χρησίμευσε ως εξωτερική αναφορά (ground truth). 

Αυτή η αξιολόγηση έγινε χρησιμοποιώντας τους K-means, Hierarchical clustering, 

Gaussian Mixture Models (GMM), Consensus clustering και DBSCAN, με τη χρήση 

των δεικτών Adjusted Rand Index (ARI), Normalized Mutual Information (NMI) και 

accuracy.  

Ο Adjusted Rand Index (ARI) έδειξε θετικές τιμές μέτριου μεγέθους, που σημαίνει ότι 

υπάρχει σημαντικό επίπεδο συμφωνίας μεταξύ των ομάδων και των πραγματικών 

κατηγοριών, αλλά χωρίς πλήρη αντιστοιχία. Αυτό το αποτέλεσμα είναι κατανοητό 

δεδομένου ότι η ομαδοποίηση βασίζεται μόνο σε αριθμητικά χαρακτηριστικά 
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(βιοδείκτες) και όχι στην κατηγορία διάγνωσης. Το ίδιο ισχύει και για τον δείκτη 

Normalized Mutual Information (NMI), ο οποίος δείχνει μέτριες τιμές, και έτσι 

φαίνεται ότι υπάρχει σημαντική επικάλυψη πληροφοριών μεταξύ δύο κατανομών 

χωρίς πλήρη αντιστοίχιση. Η accuracy, που εκτιμήθηκε χρησιμοποιώντας βέλτιστη 

αντιστοίχιση των labels (λαμβάνοντας υπόψη πιθανή αντιστροφή των clusters), ήταν 

μέτρια προς υψηλή τιμή, υποδηλώνοντας ότι ένα ορισμένο ποσοστό των δειγμάτων 

ανήκει στη σωστή κατηγορία όταν οι ομάδες αντιπροσωπεύουν τις ομάδες Control και 

MDS. Ωστόσο, η ύπαρξη λαθών ταξινόμησης οδηγεί στο συμπέρασμα ότι οι ομάδες 

δεν είναι απλώς μια επανάληψη της διάγνωσης, αλλά αντιπροσωπεύουν πιο 

εξελιγμένες βιολογικές διακρίσεις. 

Ειδικότερα, για την ομαδοποίηση K-means έχουμε ARI= 0.8050513, 

NMI=0.75827666 και accuracy=95%, με direct alignment. Τα ίδια αποτελέσματα 

ελήφθησαν για την ιεραρχική ομαδοποίηση, όταν οι δείκτες ήταν επίσης ίσοι, πράγμα 

που σημαίνει ότι οι μέθοδοι παρέχουν την ίδια κατανομή δείγματος. Αυτό μπορεί να 

φανεί από τους πίνακες σύγχυσης που παράγονται, δείχνοντας ότι όλα τα δείγματα 

Control ανατέθηκαν στο Group_A(20/20), ενώ από τα δείγματα MDS, τα 18/20 

ταξινομήθηκαν στο Group_B και τα 2/20 στο Group_A. Έτσι, το ποσοστό σφάλματος 

είναι δύο δείγματα που ανήκουν στο MDS και έχουν ανατεθεί λανθασμένα στην 

Group_A με τα δείγματα Control. Η καλύτερη απόδοση παρατηρήθηκε στα GMM, 

όπου υπολογίστηκε ARI=0,89994079, NMI=0.8549974 και accuracy= 97.5%, και πάλι 

με direct alignment. Ο πίνακας σύγχυσης δείχνει ότι όλα τα δείγματα Control 

ταξινομήθηκαν στο Group_A(20/20). Ταυτόχρονα, 19 από τα 20 δείγματα MDS 

αντιστοιχίστηκαν στην Group_B και μόνο ένα δείγμα MDS αντιστοιχίστηκε στην 

Group_A. Συνεπώς, υψηλότερη ακρίβεια παρείχε το GMM, πιθανώς λόγω μιας πιο 

ευέλικτης προσέγγισης στην περιγραφή ομάδων με διαφορετική διασπορά και 

εσωτερική ετερογένεια.  

Το consensus clustering ήταν επίσης πολύ κοντά στις πραγματικές συστάδες, με 

ARI=0,8050513, NMI=0,75827666 και accuracy=95%. Ο πίνακας σύγχυσης του 

Consensus είναι ο ίδιος με αυτόν των K-means και hierarchical clustering. Η σύμπτωση 

του αποτελέσματος συναίνεσης με αυτές τις δύο μεθόδους δείχνει ότι το κυρίαρχο 

μοτίβο στα δεδομένα είναι μάλλον σταθερό και δεν είναι ορισμένο μόνο για έναν 

αλγόριθμο. 

Αντίθετα, ο DBSCAN δεν απέδωσε ικανοποιητικά. Οι δείκτες του είναι ARI= 

0,00515331, NMI= 0,05189916 και accuracy=55%, με swapped alignment. Σύμφωνα 

με τον πίνακα σύγχυσης, το DBSCAN μπόρεσε να ταξινομήσει σε μία συστάδα 18 από 

τα 20 δείγματα στην κατηγορία ελέγχου και 20 από τα 20 δείγματα στην ομάδα MDS, 

ενώ μόνο 2 από τα 20 στην ομάδα ελέγχου θεωρούνται noise. Αυτό σημαίνει ότι ο 

αλγόριθμος DBSCAN δεν μπόρεσε να βρει δύο πυκνές περιοχές που να σχετίζονται με 

δύο κλάσεις, αλλά αντίθετα περιέγραψε την πλειονότητα των παρατηρήσεων ως μέρος 

της ίδιας συστάδας. Τα αποτελέσματα ταιριάζουν με την ουσία του DBSCAN, καθώς 

είναι πιο κατάλληλος για την εύρεση δομών που βασίζονται στην πυκνότητα με 

σύνθετο γεωμετρικό μοτίβο παρά ως διαβάθμιση κατά μήκος λίγων ισχυρών συνεχών 

χαρακτηριστικών. Ακολουθεί ο συγκεντρωτικός πίνακας Validation_Metrics. 

Method ARI NMI Accuracy Alignment 

KMeans 0,8050513 0,75827666 95 direct 
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Hierarchical 0,8050513 0,75827666 95 direct 

GMM 0,89994079 0,8549974 97,5 direct 

Consensus 0,8050513 0,75827666 95 direct 

DBSCAN 0,00515331 0,05189916 55 swapped 

 

Επίσης, εκτελέστηκε και ποσοτικοποίηση της διαχωριστικής ικανότητας του consensus 

clustering σε σχέση με τις πραγματικές ομάδες μέσω ROC/AUC. Η ανάλυση αυτή έγινε 

μόνο στο αποτέλεσμα consensus, καθώς υπάρχουν δυο clusters και δυο πραγματικές 

κατηγορίες. Στο φύλλο ROC_Summary αναφέρεται ότι η θετική κατηγορία είναι το 

Group_B και ότι η βαθμολογία AUC είναι 0,95. Η τιμή αυτή δείχνει πολύ υψηλή 

διαχωριστική δύναμη του consensus clustering στη διάκριση μεταξύ MDS και Control. 

Εδώ το AUC ως η σχέση μεταξύ του consensus cluster assignment και των 

πραγματικών διαγνωστικών ομάδων.  

Με βάση την ανάλυση των αποτελεσμάτων που ελήφθησαν, οι τρεις μέθοδοι 

ομαδοποίησης καθώς και το consensus clustering έχουν υψηλή εξωτερική εγκυρότητα, 

υποδεικνύοντας ότι υπάρχει μια σαφής δομή δεδομένων. Επίσης, η ασυμφωνία, δηλαδή 

δύο περιπτώσεις MDS ομαδοποιημένες μαζί με τα Controls, δείχνει ότι οι συστάδες 

που ελήφθησαν αντανακλούν επίσης τη βιολογική ετερογένεια της ομάδας MDS. Το 

εύρημα αυτό είναι πολύ σημαντικό, καθώς φαίνεται πιο καθαρά ότι η μη επιβλεπόμενη 

ανάλυση δεν αναπαράγει μηχανικά τα labels, αλλά αποκαλύπτει την εσωτερική 

οργάνωση των δεδομένων με βάση τους βιοδείκτες. 

 

34. Επιβλεπόμενη μάθηση 
 

34.1. Αποτελέσματα classification stage 
 

Στόχος στο βήμα της εποπτευόμενης ταξινόμησης είναι η κατασκευή μοντέλων που 

προβλέπουν την κλινική ομάδα (MDS vs Control) λαμβάνοντας υπόψη τις τιμές των 

βιοδεικτών και την ηλικία, χρησιμοποιώντας τα ευρήματα από τα προηγούμενα στάδια 

ανάλυσης. Οι πραγματικές ετικέτες διάγνωσης θεωρούνται η έξοδος (outcome), 

δίνοντάς μας έτσι την ευκαιρία να αξιολογήσουμε ποσοτικά πόσο καλά οι μεταβλητές 

μπορούν να διαγνώσουν τις κλινικές ομάδες. 

Για την αποφυγή της υπερβολικής εκπαίδευσης και την επίτευξη ενός κατάλληλου 

μέτρου γενίκευσης έγινε nested cross-validation με 5 outer folds και 5 επαναλήψεις 

(σύνολο σε 25 εξωτερικούς γύρους CV). Λαμβάνει χώρα πλήρης εκπαίδευση και 

αξιολόγηση σε νέα δεδομένα, ενώ η ρύθμιση των υπερπαραμέτρων γίνεται 

χρησιμοποιώντας εσωτερική διασταυρούμενη επικύρωση, η οποία λαμβάνει χώρα 

εντός του training set. Αυτό διασφαλίζει ότι οι τελικές επιδόσεις δείχνουν την 

πραγματική ικανότητα πρόβλεψης και όχι προσαρμογή στα δεδομένα εκπαίδευσης. 

Τα αποτελέσματα των μοντέλων έχουν καταγραφεί στον πίνακα Model_Performance 

ως αποτέλεσμα της απόδοσης του μοντέλου. Εκεί φαίνονται οι μέσες τιμές των δεικτών 

απόδοσης (MCC, AUC, accuracy, sensitivity, specificity, precision, F1) σε όλα τα outer 
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folds. Το αξιοσημείωτο αποτέλεσμα αυτής της μελέτης είναι ότι όλα τα μοντέλα έχουν 

καλή απόδοση, πράγμα που δείχνει ότι υπάρχουν πολλές πληροφορίες από τις 

μεταβλητές εισόδου. 

 

Model N MCC_mean AUC_mean Sens_mean Spec_mean Prec_mean F1_mean Acc_mean 

ANN 25 0,8650428 0,97 0,89 0,96 0,966 0,91571 0,925 

XGBoost 25 0,8058842 0,98 0,92 0,87 0,906 0,89920 0,895 

SVM(RVF) 25 0,7856882 0,995 1 0,75 0,82971 0,89907 0,875 

Ran.Forest 25 0,6913255 0,98 0,95 0,71 0,79571 0,85497 0,83 

Εικόνα 9: Πίνακας Model_Performance 

 

 

Εικόνα 10: Mean MCC across outer folds 

34.2. Features and outcome 
 

Η εκπαίδευση των μοντέλων έγινε λαμβάνοντας υπόψη τα χαρακτηριστικά TAC, ROS, 

Vitamin E και την ηλικία (Age), ενώ η κατηγορία διάγνωσης (Category, με επίπεδα 

Control και MDS) ήταν η εξαρτημένη μεταβλητή (outcome). 

Η επιλογή των χαρακτηριστικών δικαιολογήθηκε από τα ευρήματα που προέκυψαν 

από την ανάλυση που πραγματοποιήθηκε στην προηγούμενη ενότητα, η οποία έδειξε 

σημαντικές διαφορές μεταξύ των δύο συνόλων δεδομένων. Η ίδια εικόνα μπορεί να 

παρατηρηθεί και στην περίπτωση των μοντέλων, καθώς η ROS και η Vitamin E 

δείχνουν υψηλή διαχωρισιμότητα και η συμβολή τους στις προβλέψεις είναι σχετικά 

υψηλή, ενώ η TAC συμβάλλει λιγότερο. Οι υψηλές τιμές AUC των μοντέλων 

αποτελούν απόδειξη ότι το σύνολο των χαρακτηριστικών που χρησιμοποιήθηκαν είναι 

επαρκές για τη σωστή ταξινόμηση. 
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Model N_outer_pred Pooled_AUC 

ANN 200 0,9455 

Random Forest 200 0,9592 

SVM(RVF) 200 0,9950 

XGBoost 200 0,9441 
Εικόνα 11: Πίνακας ROC_Summary 

34.3. Πρόσθετη προεπεξεργασία 
 

Πριν από τη διαδικασία εκπαίδευσης, χρησιμοποιήθηκαν αρκετές τεχνικές 

προεπεξεργασίας για την ενίσχυση της σταθερότητας και της συγκρισιμότητας των 

δεδομένων. Πρώτα απ 'όλα, πραγματοποιήθηκε φιλτράρισμα για μεταβλητές χαμηλής 

διακύμανσης (near-zero variance filtering). Στην περίπτωση του τρέχοντος συνόλου 

δεδομένων, δεν προκάλεσε τη μείωση του αριθμού των προγνωστικών στο μηδέν. Αυτό 

υπονοεί ότι κάθε μεταβλητή περιέχει αρκετές χρήσιμες πληροφορίες για ταξινόμηση. 

Στη συνέχεια το βήμα κλιμάκωσης (scaling) πραγματοποιήθηκε για τα μοντέλα 

ευαίσθητα στην κλίμακα (ANN και SVM). Για τον σκοπό αυτό, ο μέσος όρος και η 

τυπική απόκλιση υπολογίστηκαν στο training set και στη συνέχεια χρησιμοποιήθηκαν 

για την ομαλοποίηση των συνόλων δεδομένων στο training και στο test set. Οι 

επιπτώσεις αυτού του βήματος στην απόδοση του μοντέλου μπορούσαν να 

παρατηρηθούν έμμεσα αξιολογώντας τα μέτρα απόδοσης. Πρέπει να σημειωθεί ότι το 

SVM(RBF) παράγει την καλύτερη βαθμολογία AUC=0,995. Αυτό το γεγονός 

υποδηλώνει ότι η ομαλοποίηση βοήθησε τον αλγόριθμο να επωφεληθεί από τη 

γεωμετρική δομή του χώρου εισόδου. Αυτή η δήλωση θα μπορούσε να γίνει και για το 

ANN, καθώς επέδειξε επίσης πολύ καλή απόδοση (MCC= 0,865, AUC=0,97), 

επιβεβαιώνοντας ότι η σωστή κλιμάκωση των εισόδων είναι απαραίτητη για τη 

σύγκλιση και τη σωστή απόδοση του μοντέλου. Επιπλέον, ο αριθμός των εσωτερικών 

folds (inner_k) επιλέχθηκε δυναμικά ανάλογα με το μέγεθος των κλάσεων, για να 

διασφαλιστεί ότι κάθε fold περιέχει αρκετά στοιχεία και από τις δυο κατηγορίες. Το 

αποτέλεσμα των παραπάνω βημάτων είναι όλα τα μοντέλα κατασκευάστηκαν 

χρησιμοποιώντας δεδομένα συγκρίσιμης κλίμακας και χωρίς κανένα θόρυβο που 

προκλήθηκε από τα περιττά χαρακτηριστικά, συμβάλλοντας στη σταθερότητα των 

μετρικών απόδοσης που παρατηρούνται στον πίνακα Model_Performance.  

 

34.4. Data augmentation 
 

Δεδομένου ότι το σύνολο δεδομένων δεν ήταν πολύ μεγάλο, η αύξηση των δεδομένων 

έγινε μόνο στο training set κάθε fold, με σκοπό τη βελτίωση της σταθερότητας των 

μοντέλων και τη μείωση της διακύμανσης των εκτιμήσεών τους. 

Για κάθε ομάδα (MDS και Control) τα δείγματα αυξήθηκαν έως και 35 δείγματα ανά 

κατηγορία (augment_target = 35). Η δημιουργία των συνθετικών δεδομένων 

περιελάμβανε δειγματοληψία με επανάθεση από τα αρχικά δεδομένα και προσθήκη 

τυχαίου θορύβου (Gaussian jitter) στα αριθμητικά χαρακτηριστικά, η οποία ελέγχεται 

κατά 15% της τυπικής απόκλισης των αρχικών τιμών (jitter_frac = 0.15). Έτσι, η 
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υποκείμενη κατανομή των δεδομένων παραμένει άθικτη, ενώ αυξάνεται η 

ποικιλομορφία. 

Η αποτελεσματικότητα του augmentation μπορεί να φανεί έμμεσα στα αποτελέσματα 

που επιτυγχάνονται από τα μοντέλα. Η σταθερή απόδοση σε πολλά outer folds, όπως 

φαίνεται στο Model_Performance, δείχνει ότι η γενίκευση των μοντέλων βελτιώνεται 

λόγω της απουσίας εξάρτησης από ορισμένα δείγματα. Ένα άλλο πλεονέκτημα της 

προσέγγισης είναι ότι αυξάνονται μόνο τα δεδομένα εκπαίδευσης. Ως εκ τούτου, η 

αξιολόγηση θα παραμείνει αμερόληπτη. Αυτή η επιλογή augmentation είναι 

κατάλληλη για συνεχείς βιοδείκτες, καθώς μιμείται τη φυσική βιολογική 

μεταβλητότητα. Η παρατήρηση ότι εξακολουθούσαν να λαμβάνονται υψηλά 

αποτελέσματα χωρίς υπερβολική ενίσχυση, που περιορίζονταν σε 35 δείγματα σε κάθε 

ομάδα, δείχνει ότι το διακριτικό σήμα μεταξύ MDS και Control ήταν ήδη αρκετά 

ισχυρό στο αρχικό σύνολο δεδομένων. 

 

34.5. Nested cross-validation 
 

Για να διασφαλίσουμε την αξιόπιστη αξιολόγηση των επιδόσεων των μοντέλων, 

χρησιμοποιήσαμε την nested cross-validation όπου η διαδικασία επιλογής 

υπερπαραμέτρων διαχωρίστηκε τελείως από την τελική αξιολόγηση του μοντέλου. 

Έτσι, η εξωτερική διασταυρούμενη επικύρωση (outer CV) πραγματοποιήθηκε σε 5 

folds και 5 επαναλήψεις, πράγμα που σημαίνει ότι υπήρχαν 25 διαφορετικές 

αξιολογήσεις των μοντέλων σε δεδομένα που δεν είχαν παρατηρηθεί κατά την 

εκπαίδευση. 

Για κάθε outer fold, τα δεδομένα διαχωρίζονται σε training και test set. Ενώ το πρώτο 

χρησιμοποιείται για τη διεξαγωγή εσωτερικής διασταυρούμενης επικύρωσης (inner 

CV) για την επιλογή υπερπαραμέτρων, το δεύτερο χρησιμεύει μόνο για αξιολόγηση. 

Ως αποτέλεσμα, είναι εγγυημένο ότι οι τιμές των επιλεγμένων κριτηρίων 

αντικατοπτρίζουν την πραγματική ικανότητα γενίκευσης των μοντέλων. Αυτές οι 

πληροφορίες αποθηκεύονται στον πίνακα Model_Performance, όπου για κάθε μοντέλο 

καταγράφεται η μέση τιμή των κριτηρίων (MCC, AUC, accuracy κ.λπ.) σε όλα τα outer 

folds. Αυτό που μπορεί να ειπωθεί είναι ότι όλα τα μοντέλα έδειξαν καλή απόδοση και 

σταθερότητα. 

Επιπλέον, η συνολική ικανότητα διάκρισης παρουσιάζεται επίσης στον πίνακα 

ROC_Summary, όπου φαίνεται το pooled AUC για κάθε μοντέλο, που έχει υπολογιστεί 

από το σύνολο των outer test προβλέψεων. Αυτό αποδεικνύεται από την υψηλή τιμή 

της pooled AUC που αποτελεί ένδειξη καλής ικανότητας διάκρισης που βρίσκεται σε 

αυτόν τον πίνακα.  

Η διάκριση μοντέλου χρησιμοποιώντας το κριτήριο MCC έχει ως αποτέλεσμα 

διακριτές μέσες τιμές για τις MCC_mean τιμές στον πίνακα. Αυτό παρατηρείται επίσης 

στο γράφημα Model Performance (Outer CV).  
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34.6. Υποψήφια μοντέλα 
 

Τέσσερις τύποι μοντέλων τεχνητής μηχανικής μάθησης διερευνήθηκαν κατά τη 

διάρκεια της διαδικασίας ταξινόμησης. Σε αυτά περιλαμβάνονται το Artificial Neural 

Network (ANN), το Random Forest (RF), το Support Vector Machines με RBF kernel 

(SVM) και το XGBoost.  

Η σύγκριση μεταξύ αυτών των μοντέλων πραγματοποιείται με βάση τις μετρήσεις 

απόδοσής τους (π.χ MCC) και μια στατιστική ανάλυση των διαφορών τους για να 

προσδιοριστεί εάν οι διαφορές είναι σημαντικές ή οφείλονται σε τυχαία διακύμανση. 

Από τα αποτελέσματα μπορούμε να παρατηρήσουμε ότι όλα τα μοντέλα έχουν πετύχει 

πολύ καλή απόδοση, όπως είναι φανερό και στο Model_Performance. Αυτή η 

παρατήρηση δείχνει ότι υπάρχει ισχυρή διαχωρισιμότητα στο πρόβλημα. Η σύγκριση 

απόδοσης των μοντέλων θα γίνουν κυρίως χρησιμοποιώντας τη μετρική Matthews 

Correlation Coefficient (MCC), διότι αυτό το μέτρο είναι κατάλληλο για δυαδικά 

προβλήματα. Οι μεγάλες ομοιότητες στην απόδοση μεταξύ των μοντέλων 

δικαιολογούνται από τις κοντινές τιμές MCC_mean στον πίνακα Model_Performance 

και τις ελάχιστες διαφορές των καμπυλών ROC, οι οποίες έχουν μεγάλη περιοχή κάτω 

από την καμπύλη. 

Η σύγκριση των μοντέλων δικαιολογείται επίσης και από το στατιστικό τεστ Friedman, 

προσδιορίζοντας τη στατιστική σημαντικότητα της διαφοράς στις τιμές που 

λαμβάνονται από το MCC με βάση τα outer folds. Σε περίπτωση διαφοράς, 

χρησιμοποιούνται post-hoc ζευγαρωτές συγκρίσεις μεταξύ μοντέλων με paired 

Wilcoxon signed-rank tests και διόρθωση Benjamini-Hochberg (βλ. πίνακα 

Model_Comparison). Οι τιμές των p-τιμών υποδεικνύουν την πιθανότητα λήψης 

στατιστικά σημαντικών διαφορών στην απόδοση των αλγορίθμων (τιμές MCC στα 

outer folds), ενώ οι p_adj_bh με διόρθωση Benjamin-Hochberg, λαμβάνουν υπόψη 

πολλαπλές δοκιμές. 

Μια ενδιαφέρουσα παρατήρηση είναι ότι δεν υπερτερούν όλα τα μοντέλα σημαντικά 

έναντι άλλων. Η σύγκριση μεταξύ ANN και RF δίνει p= 0,00256 και p_adj= 0,01538. 

Έτσι, η διαφορά μεταξύ τους ήταν στατιστικά σημαντική και η ανωτερότητα του 

μοντέλου ANN δεν ήταν συμπτωματική. Παρόμοια εικόνα υπάρχει και στη σύγκριση 

RF με XGBoost, όπου p= 0,0123 και p_adj=0,03692, επίσης στατιστικά σημαντική. 

Όπως μπορεί κανείς να δει, σύμφωνα με την τιμή του MCC, το μοντέλο XGBoost είχε 

καλύτερη απόδοση από το RF. 

Αντίθετα, οι περισσότερες άλλες συγκρίσεις δεν είναι στατιστικά σημαντικές. 

 

Model1 Model2 P_value P_adj_bh 

ANN RF 0,002563 0,015383 

ANN SVM(RBF) 0,121702 0,182553 

ANN XGBoost 0,221619 0,265943 

RF SVM(RBF) 0,065857 0,131715 

RF XGBoost 0,012307 0,036921 

SVM(RBF) XGBoost 0,635256 0,635256 
Εικόνα 12: Πίνακας Model_Comparison 
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34.7. Hyperparameter tuning 
 

Η επιλογή των καλύτερων υπερπαραμέτρων έγινε μέσω της εσωτερικής 

διασταυρούμενης επικύρωσης (inner CV), ώστε να επιτευχθεί η υψηλότερη τιμή για το 

MCC. Το πλέγμα των πιθανών συνδυασμών υπερπαραμέτρων δημιουργήθηκε τυχαία 

για κάθε μοντέλο. Ελέγχθηκαν 20 από αυτούς τους συνδυασμούς (grid_max_eval = 

20).  

Η διαδικασία tuning περιλαμβάνει μηχανισμό early stopping, όπου η αναζήτηση 

σταματά αν δεν σημειωθεί πρόοδος για κάποιο αριθμό δοκιμών (inner_patience = 6), 

διασφαλίζοντας αποδοτική εξερεύνηση του χώρου παραμέτρων.  

Για κάθε μοντέλο, το σύνολο των βασικών υπερπαραμέτρων περιλαμβάνει: 

RF: αριθμός δέντρων (ntree) και αριθμός χαρακτηριστικών ανά split (mtry) 

ANN: αριθμός νευρώνων (size), regularization (decay), αριθμός επαναλήψεων (maxit) 

SVM: παράμετρος κανονικοποίησης (C) και εύρος kernel (sigma) 

XGBoost: βάθος δέντρων, learning rate (eta), subsampling, αριθμός γύρων (nrounds) 

και early stopping. 

Έτσι, στην περίπτωσή μας, η βελτιστοποίηση υπερπαραμέτρων έχει ως αποτέλεσμα 

υψηλή συνέπεια, καθώς, σε κάθε outer fold καταγράφεται το καλύτερο inner MCC 

(όπως εμφανίζεται στα logs του κώδικα), οι υπερπαράμετροι επιλέγονται για την 

εκπαίδευση του τελικού μοντέλου και γίνεται λήψη των τελικών μετρήσεων που είναι 

αποθηκευμένες στο Model_Performance. Επιπλέον, η χρήση της MCC ως objective 

στο tuning μας επιτρέπει να εξισορροπήσουμε την ευαισθησία και την εξειδίκευση, 

κάτι που φαίνεται στις αντίστοιχες τιμές του πίνακα αποτελεσμάτων. Η έλλειψη 

μεγάλων διαφορών μεταξύ folds μαρτυρά τη σταθερότητα της διαδικασίας ρύθμισης 

και την απουσία υπερπροσαρμογής, η οποία επιβεβαιώνεται και από τις υψηλές 

καμπύλες ROC των τελικών μοντέλων. 

 

34.8. Threshold optimization 
 

Η βελτιστοποίηση του threshold πραγματοποιήθηκε για να επιτευχθεί το απαραίτητο 

όριο που παρέχει έναν καλό συμβιβασμό μεταξύ ευαισθησίας και ειδικότητας. Η 

βελτιστοποίηση είναι απαραίτητη, καθώς η τιμή κατωφλίου εξ ορισμού (0,5) απέχει 

πολύ από το ιδανικό όταν υπάρχει ασυμμετρία στην κατανομή πιθανοτήτων ή 

ανισότητα κόστους μεταξύ ψευδώς θετικών και ψευδώς αρνητικών λαθών. 

Αυτή η προσαρμογή αντικατοπτρίζεται στα αποτελέσματα του τελευταίου σταδίου της 

αξιολόγησης, στις μετρήσεις του πίνακα Model_Performance. Το ANN εμφανίζει 

υψηλή ευαισθησία = 0.89 και πολύ υψηλή ειδικότητα = 0.96, καθώς και 

precision=0.966 και F1-score= 0.9157. Αυτοί οι δείκτες υποδεικνύουν ότι έχει 
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επιτευχθεί προσαρμογή κατωφλίου για την ελαχιστοποίηση των σφαλμάτων.  

Αντίστοιχα, το SVM (RBF) δείχνει ευαισθησία = 1.00, αλλά χαμηλότερη ειδικότητα = 

0.75. Επομένως, μπορεί να ειπωθεί ότι το επιλεγμένο όριο επιτρέπει την ανίχνευση 

περισσότερων θετικών περιπτώσεων (MDS), αυξάνοντας όμως και τον αριθμό των 

ψευδώς θετικών αποτελεσμάτων. Αυτό μπορεί επίσης να παρατηρηθεί από την 

καμπύλη ROC του SVM, η οποία πλησιάζει το άνω αριστερό άκρο (AUC = 0,995), 

έτσι η επιλογή αυτού του threshold μετακινεί το operating point σε περιοχή υψηλής 

ευαισθησίας. 

 

34.9. Δείκτες απόδοσης 
 

Η αξιολόγηση των μοντέλων γίνεται σύμφωνα με διάφορα κριτήρια απόδοσης, με το 

MCC να είναι το βασικό διότι εξετάζει όλα τα μέρη του πίνακα σύγχυσης και λόγω της 

καταλληλότητάς του για μικρά μεγέθη δειγμάτων. Τα ευρήματα παρουσιάζονται στον 

πίνακα Model_Performance.  

Το πρώτο συμπέρασμα που εξάγεται με βάση την ανάλυση είναι ότι το μοντέλο ANN 

παρουσιάζει την υψηλότερη τιμή του MCC (0,865). Η ανωτερότητα του μοντέλου όσον 

αφορά την εξισορρόπηση του συμβιβασμού μεταξύ ακρίβειας και ανάκλησης 

απεικονίζεται στο διάγραμμα Model Performance (Outer CV). Το δεύτερο εύρημα, 

ωστόσο, είναι ότι λαμβάνοντας υπόψη την ικανότητα διαχωρισμού ανεξάρτητα από το 

threshold, το SVM αποδίδει καλύτερα με AUC= 0.995. Αυτό δείχνει ότι το μοντέλο 

μπορεί να διαχωρίσει σχεδόν τέλεια τις δυο κατηγορίες, αλλά η επιλογή του threshold 

επηρεάζει τη μετατροπή αυτής της ικανότητας σε τελικές προβλέψεις. Αντίστοιχα, η 

τιμή του MCC= 0.691, για το RF είναι χαμηλότερη από αυτή του ANN, παρόλο που η 

περιοχή κάτω από την καμπύλη ROC (AUC) είναι υψηλή (0,959). Αυτό δείχνει ότι το 

μοντέλο διαχωρίζει σε καλό βαθμό τις κλάσεις, αλλά δεν επιτυγχάνει την ίδια 

ισορροπία σε πραγματικές προβλέψεις. Έτσι, από το διάγραμμα ROC του RF, μπορεί 

να σημειωθεί ότι αν και το διάγραμμα είναι καλό, δεν είναι τόσο κοντά στην επάνω 

αριστερή γωνία όσο αυτό του SVM. 

Από τα διαγράμματα ROC, μπορεί να φανεί ότι όλα τα διαγράμματα βρίσκονται 

σημαντικά πάνω από τη διαγώνιο (τυχαία ταξινόμηση), δείχνοντας ότι τα μοντέλα 

διαθέτουν υψηλή διακριτική ισχύ, ιδιαίτερα το SVM. Άρα, με βάση τους δείκτες 

απόδοσης των βιοδεικτών, καταλήγουμε στα εξής συμπεράσματα: 

Το ANN είναι το πιο ισορροπημένο μοντέλο 

Το SVM έχει την υψηλότερη διαχωριστική ισχύ 

Το XGBoost έχει ανταγωνιστική απόδοση 

Και το RF έχει χαμηλές τιμές MCC, παρά το υψηλό AUC. 

 

34.10. Pooled ROC analysis 
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Η αξιολόγηση της διαχωριστικής ικανότητας των μοντέλων πραγματοποιήθηκε με τη 

χρήση pooled ROC analysis, όπου συνδυάστηκαν όλες οι προβλέψεις από τα outer 

folds nested cross-validation (n=200 προβλέψεις ανά μοντέλο, όπως φαίνεται στον 

πίνακα ROC_Summary). Το γράφημα ROC απεικονίζει την pooled ROC analysis, 

δηλαδή κατασκευάζεται χρησιμοποιώντας τον συνδυασμό όλων των προβλέψεων από 

τα outer test folds της nested cross-validation. Για κάθε μοντέλο οι εκτιμήσεις 

πιθανότητας για την κατηγορία MDS από όλα τα folds συγκεντρώνονται ως ένα σύνολο 

δεδομένων και χρησιμοποιούνται για την κατασκευή της καμπύλης ROC μαζί με την 

τιμή AUC.  

Πρέπει να αναφερθεί ότι μια τέτοια καμπύλη ROC παρέχει αξιολόγηση της διακριτικής 

ικανότητας του μοντέλου με βάση όλο το σύνολο δεδομένων χωρίς κάποια 

προκατάληψη, γιατί κάθε σημείο δεδομένων θεωρείται μόνο ως test sample. Έτσι 

έχουμε ως αποτέλεσμα μια πιο σταθερή και αξιόπιστη εκτίμηση του AUC από τις 

μεμονωμένες ROC καμπύλες ανά fold. Τα αποτελέσματα του Pooled ROC analysis 

δείχνουν ότι υπάρχει πολύ καλή διακριτική ικανότητα για όλα τα μοντέλα. 

 

34.11. Standalone biomarker utility 
 

Η αξιολόγηση της διαγνωστικής αποτελεσματικότητας κάθε βιοδείκτη ξεχωριστά έγινε 

μέσω της εκπαίδευσης μοντέλων για έναν δείκτη κάθε φορά. Τα αποτελέσματα 

συνοψίζονται στον πίνακα Standalone_Biomarker_MCC και στο γράφημα Standalone 

Biomarker Utility. 

Biomarker N MCC_mean P_value P_adj_bh Signif 

ROS 25 0.8061691 4.9978E-06 1.0489E-05 *** 

Vitamin E 25 0.7522767 5.2445E-06 1.0489E-05 *** 

Age 25 0.3727471 0.00017957 0.00023943 *** 

TAC 25 0.0345534 0.30278831 0.30278831 ns 
Εικόνα 13: Πίνακας Standalone_Biomarker_MCC 

Ως αποτέλεσμα, διαπιστώσαμε ότι το ROS είναι ο καλύτερος μεμονωμένος βιοδείκτης, 

με MCC= 0,8062. Έπειτα, ακολουθεί η Vitamin E με MCC= 0.7523 και στη συνέχεια 

με αρκετή διαφορά η ηλικία (Age) με MCC= 0.3727. Αντιθέτως, το TAC δεν 

παρουσιάζει πρακτικά καμία ικανότητα διάκρισης με MCC= 0,0346, η οποία είναι 

επίσης συμβατή με τα αποτελέσματα της ανάλυσης συστάδων, όπου δεν 

παρατηρήσαμε στατιστική διαφορά. Όπως φαίνεται, οι βιοδείκτες που σχετίζονται με 

οξειδωτικό στρες (ROS και Vitamin E) είναι αρκετά κατατοπιστικοί για τη διάγνωση, 

ενώ το TAC δε συμβάλλει ιδιαίτερα στην ταξινόμηση.  
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Εικόνα 14: Standalone Biomarker Utility 

 

34.12. Incremental biomarker value 
 

Η μέθοδος Incremental biomarker value μετρά πόσο συμβάλλει κάθε βιοδείκτης στο 

μοντέλο. Αυτό επιτυγχάνεται αφαιρώντας τον καθένα και μετρώντας πόσο αλλάζει η 

απόδοση (ΔMCC) με την αφαίρεσή του. Τα αποτελέσματα φαίνονται στον πίνακα 

Biomarker_Incremental_MCC και στο γράφημα Incremental Biomarker Value.  

Biomarker N_splits MCC_full_mean MCC_no_mean ΔMCC_mean P_value P_adj_bh 

ROS 10 0.8401140 0.7828298 0.0572842 0.29035 0.38714 

TAC 10 0.8401140 0.7976351 0.0424789 0.21133 0.38714 

Vitamin E 10 0.8401140 0.8159339 0.0241801 0.28580 0.38714 

Age 10 0.8401140 0.9126543 -0.0725403 0.97162 0.97162 
Εικόνα 15: Πίνακας Biomarker_Incremental_Mean 

Σύμφωνα με τα αποτελέσματα, ο καλύτερος συνδυαστικός βιοδείκτης είναι ο ROS 

επειδή έχει ΔMCC = +0,0573, που σημαίνει ότι παρατηρείται μείωση στην απόδοση 

όταν αυτός ο δείκτης αφαιρείται από την ανάλυση. Έπειτα ακολουθούν ο TAC και η 

βιταμίνη E, οι οποίες συμβάλλουν θετικά στην απόδοση και έχουν ΔMCC = +0,0425 

και +0,0242, αντίστοιχα. Σε αντίθεση με πριν, η μεταβλητή Age εμφανίζει αρνητικό 

ΔMCC, με ΔMCC = -0.0725, πράγμα που σημαίνει ότι παρατηρείται αύξηση απόδοσης 

στο μοντέλο όταν αφαιρείται.   
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Εικόνα 16: Incremental Biomarker Value 

Παρόλο που αυτές οι διακυμάνσεις δεν είναι στατιστικά σημαντικές, με p_adj ~ 0.387 

για όλες τις μεταβλητές με θετική συνεισφορά στο μοντέλο, η σειρά των μεταβλητών 

δεν αλλάζει. Αυτό επιβεβαιώνεται έπειτα και από το τεστ Permutation importance. Η 

συμφωνία των δύο αυτών αναλύσεων επιβεβαιώνει το εύρημα ότι οι σημαντικότεροι 

βιοδείκτες είναι το ROS και η Vitamin E. 

Η αξιοπιστία της σειράς των βιοδεικτών αξιολογήθηκε περαιτέρω χρησιμοποιώντας 

τον συντελεστή συσχέτισης Spearman μεταξύ των διαφορετικών σεναρίων και της 

αρχικής εκτίμησης (n=1). Οι συντελεστές συσχέτισης είναι ίσοι με 0,25819 για τα 

περισσότερα σενάρια (n = 2, 5, 20, 25), αλλά η τιμή είναι -0,25819 για n=10, 

παρουσιάζοντας μικρές διαφορές στη σειρά των βιοδεικτών. Παρ’ όλα αυτά, η 

διακύμανση αυτή δεν επηρεάζει το βασικό αποτέλεσμα, καθώς ο ROS παραμένει ο 

καλύτερος βιοδείκτης στις περισσότερες περιπτώσεις.  

 

34.13. Permutation importance 
 

Η μέθοδος permutation importance εκτίμησε τη σημασία των χαρακτηριστικών στο 

βέλτιστο μοντέλο, χρησιμοποιώντας επαναληπτική αναδιοργάνωση των τιμών κάθε 

μεταβλητής και μέτρηση της πτώσης στην απόδοση (AUC). Κάτι τέτοιο μας δείχνει 

την πραγματική συμβολή κάθε βιοδείκτη στο μοντέλο, επειδή βλέπουμε πώς μειώνεται 

η απόδοση όταν οι πληροφορίες που περιέχονται σε αυτόν αναδομούνται. 

Έτσι, είναι προφανές ότι οι δύο πιο πολύτιμοι δείκτες είναι οι Vitamin E και ROS, των 

οποίων η επίδραση αντιστοιχεί στη μέση μείωση της AUC κατά 0,14475 και 0,13675, 

αντίστοιχα. Η διαφορά αυτή απεικονίζεται στο διάγραμμα Permutation Importance, 

όπου οι αντίστοιχες ράβδοι εμφανίζονται σημαντικά υψηλότερες από τις υπόλοιπες. 

Αντίθετα, ο Age εμφανίζει πολύ μικρή επίδραση (0.009125), ενώ ο TAC έχει αρνητική 

τιμή (-0.017875). Αυτό σημαίνει ότι to ανακάτεμα των τιμών του τελευταίου οδηγεί σε 
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μια μικρή αύξηση της απόδοσης παρά σε μείωση. Άρα ο TAC πιθανώς δεν περιέχει 

χρήσιμη πληροφορία για τη διάκριση των ομάδων ή εισάγει θόρυβο. 

 

34.14. Sensitivity analysis 
 

Η αξιοπιστία των ληφθέντων αποτελεσμάτων ελέγχθηκε χρησιμοποιώντας την 

ανάλυση ευαισθησίας (sensitivity analysis) και προσδιορίζοντας την ευαισθησία των 

εκτιμήσεων στον αριθμό των outer folds. Με αυτήν τη δοκιμή, μπορεί κανείς να 

αξιολογήσει την εξάρτηση του αποτελέσματος από τη δειγματοληψία και το μέγεθος 

του δείγματος. 

Τα αποτελέσματα αυτά παρουσιάζονται στα διαγράμματα Sensitivity Analysis-

Incremental Value Sensitivity και Analysis-Permutation Importance.  

 

Εικόνα 17: Incremental Value Sensitivity 

Όπως φαίνεται από το γράφημα Sensitivity Analysis-Incremental Value, η μέση 

απόλυτη διαφορά του MCC (mean |ΔMCC|) ποικίλλει ανάλογα με τον αριθμό των folds 

και σταθεροποιείται όταν αυτός ο αριθμός αυξάνεται. Έτσι έχουμε για 2 folds:~0.145 

(υψηλή αστάθεια), για 5 folds:~0.07, για 10 folds:~0.095 και για 20-25 folds:~0.04-

0.05 (σταθεροποίηση) 
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Εικόνα 18: Permutation Importance Sensitivity 

Από το διάγραμμα Sensitivity Analysis-Permutation Importance η μέση μείωση AUC 

παρουσιάζει μέγιστη τιμή περίπου 0.10 στα 5 folds και η σταθεροποίηση στο 0.065 

επιτυγχάνεται σε 20-25 folds. Από τη συμφωνία των μετρικών μπορεί να βγει το 

αποτέλεσμα ότι η επιλογή ≥20 outer folds δίνει σταθερά και συνεπή αποτελέσματα. Η 

αρχική μεταβλητότητα οφείλεται στο μικρό μέγεθος του συνόλου δεδομένων, όπου 

μικρές αλλαγές στη σύνθεση των folds δημιουργούν μεγαλύτερες μεταβολές. Ωστόσο, 

η τελική συνάφεια επιβεβαιώνει ότι τα ROS και η Vitamin E είναι κυρίαρχα και 

ανεξάρτητα από κάποιο διαχωρισμό των δεδομένων. 

 

35. Συζήτηση 
 

Η παρούσα μελέτη προσπάθησε να απαντήσει στο σημαντικό ερώτημα του κατά πόσο 

ένα σύνολο σχετικά απλών εργαστηριακών δεικτών που σχετίζονται με το οξειδωτικό 

στρες, μπορεί να χρησιμοποιηθεί για τη διάκριση ασθενών με μυελοδυσπλαστικά 

σύνδρομα από υγιή άτομα. Τα αποτελέσματα δείχνουν ότι οι δείκτες αυτοί 

δημιουργούν ένα αρκετά ισχυρό διαγνωστικό σήμα και διαφοροποιούν ασθενείς με 

MDS και υγιείς, ιδιαίτερα η MDA, πράγμα το οποίο μπορεί να αξιοποιηθεί μέσω 

μεθόδων μηχανικής μάθησης. 

Αρχικά, η στατιστική διερεύνηση έδειξε έντονες διαφορές στους δείκτες ROS και 

Vitamin E. Τα ROS εμφανίζονται αυξημένα στους ασθενείς, ενώ η Vitamin E 

παρουσιάζει αντίθετη τάση, υποδηλώνοντας εξάντληση της αντιοξειδωτικής άμυνας. 

Αυτό εξηγείται μέσω της βιολογικής διεργασίας όπου υπάρχει ανισορροπία μεταξύ 

παραγωγής ελευθέρων ριζών και ικανότητας εξουδετέρωσής τους. Ο δείκτης TAC με 

την απουσία ισχυρού σήματος, δείχνει ότι οι συνολικοί δείκτες αντιοξειδωτικής 

ικανότητας δεν αποτυπώνουν απαραίτητα τις σημαντικές παθοφυσιολογικές 

διακυμάνσεις.  

Αυτό επιβεβαιώνεται και όταν εξεταστεί σε πολυδιάστατο επίπεδο. Η ανάλυση 

clustering έδειξε ότι τα άτομα σχηματίζουν δύο διακριτές ομάδες. Το ενδιαφέρον είναι 

ότι τα clusters αυτά ευθυγραμμίζονται σε μεγάλο βαθμό με τις πραγματικές κλινικές 
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κατηγορίες. Σε όλους τους αλγόριθμους, εκτός του DBSCAN που χρησιμοποιήθηκε 

διερευνητικά, παρατηρείται ότι σχεδόν όλα τα άτομα της ομάδας Control εντάσσονται 

σε ένα cluster, ενώ τα άτομα με MDS συγκεντρώνονται στο άλλο, με ελάχιστες 

αποκλίσεις. Αυτό υποδηλώνει ότι οι διαφορές είναι στατιστικά σημαντικές και δομικά 

ενσωματωμένες στα δεδομένα.  

Η επιβλεπόμενη ταξινόμηση ενισχύει ακόμη περισσότερο αυτή την παρατήρηση καθώς 

εμφανίζει πολύ υψηλή απόδοση. Τα μοντέλα μηχανικής μάθησης έχουν απόδοση με 

τιμές AUC που φτάνουν έως 0,995 και ακρίβεια που υπερβαίνει το 90%, επίπεδο 

απόδοσης που είναι δύσκολο να επιτευχθεί αν οι μεταβλητές δεν περιέχουν ισχυρό 

σήμα. Επιπλέον, τα αποτελέσματα δείχνουν ότι η υψηλή απόδοση δεν εξαρτάται από 

έναν μόνο αλγόριθμο. Το Random Forest εμφανίζει στατιστικά σημαντικά χαμηλότερη 

απόδοση από το ANN (p_adj ~ 0,015), ενώ το XGBoost υπερέχει του Random Forest 

(p_adj ~ 0,037). Ωστόσο, οι διαφορές μεταξύ ANN, SVM και XGBoost δεν είναι 

στατιστικά σημαντικές. 

Η ανάλυση της συμβολής των μεταβλητών έρχεται να συμπληρώσει αυτή την εικόνα. 

Τα αποτελέσματα από permutation importance και incremental analysis δείχνουν ότι 

τα ROS και η Vitamin E αποτελούν τους βασικούς φορείς πληροφορίας. Σε ορισμένες 

ρυθμίσεις, η προσθήκη της Vitamin E οδηγεί σε αύξηση του MCC κατά περίπου 0,225, 

ενώ η προσθήκη των ROS μπορεί να αυξήσει το MCC έως και 0,37, αποτελέσματα που 

μπορούν να αλλάξουν την απόδοση ενός διαγνωστικού μοντέλου. Αντίθετα, η χαμηλή 

συμβολή του TAC επιβεβαιώνει ότι απαιτείται ύπαρξη βιολογικής συνάφειας, αλλά και 

διακριτική ικανότητα.  

Τα ευρήματα αυτά συμφωνούν με τη διεθνή βιβλιογραφία ως προς το ρόλο του 

οξειδωτικού στρες στα MDS, καθώς η αυξημένη παραγωγή ROS αποτελεί παράγοντα 

που συμβάλλει στη βλάβη του DNA και στην κλωνική εξέλιξη. Από την άλλη πλευρά, 

η μείωση αντιοξειδωτικών παραγόντων αντανακλά τη μείωση των αμυντικών 

μηχανισμών. Αυτό που διαφοροποιεί την παρούσα εργασία είναι ότι προσθέτει τη 

δυνατότητα ποσοτικοποίησης και αξιοποίησης αυτής της πληροφορίας σε μοντέλα 

πρόβλεψης. Η συμβολή της λοιπόν επεκτείνεται στη μετατροπή των βιολογικών 

μηχανισμών σε λειτουργικά διαγνωστικά εργαλεία.  

Παρά τα ισχυρά αποτελέσματα, υπάρχουν περιορισμοί που πρέπει να ληφθούν υπόψη. 

Αρχικά, το μικρό μέγεθος δείγματος (40 άτομα) είναι μικρό και σχετικά ομοιογενές, 

κάτι που αυξάνει τον κίνδυνο υπερεκτίμησης της απόδοσης, ακόμη και όταν 

χρησιμοποιούνται τεχνικές cross-validation. Επιπλέον, η απουσία εξωτερικού 

validation σημαίνει ότι δεν είναι ακόμη σαφές πως θα αποδώσουν τα μοντέλα σε 

ανεξάρτητα δεδομένα. Τέλος, η ανάλυση βασίζεται αποκλειστικά σε εργαστηριακούς 

δείκτες, χωρίς ενσωμάτωση μορφολογικών ή μοριακών δεδομένων, τα οποία 

αποτελούν βασικό μέρος της κλινικής πρακτικής.  

Με βάση τα παραπάνω, προκύπτουν σαφείς κατευθύνσεις για μελλοντική έρευνα. Σε 

μία πιο ρεαλιστική εκτίμηση της διαγνωστικής αξίας των μοντέλων θα παίξει 

σημαντικό ρόλο η επέκταση του δείγματος, η ενσωμάτωση επιπλέον βιοδεικτών και η 

εξωτερική επικύρωση των μοντέλων. Επίσης, η διερεύνηση υβριδικών μοντέλων που 

συνδυάζουν βιοδείκτες με κλινικές παραμέτρους θα μπορούσε να φέρει τα 

αποτελέσματα πιο κοντά σε πρακτική εφαρμογή. 
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36. Συμπεράσματα 
 

Η παρούσα μελέτη έδειξε ότι οι δείκτες οξειδωτικού στρες, και ιδιαίτερα η MDA, που 

αποτελεί τον ισχυρότερο διαχωριστικό παράγοντα,  τα ROS και η Vitamin E, διαθέτουν 

ισχυρή διαχωριστική ικανότητα μεταξύ ατόμων με MDS και υγιών ατόμων. Η 

διαφοροποίηση αυτή είναι φανερή σε όλα τα στάδια της ανάλυσης, σε επίπεδο 

στατιστικής και σε επίπεδο πρόβλεψης. Η ανάλυση έδειξε ότι τα δεδομένα εμφανίζουν 

μια δομή που αντανακλά διαφορετικά βιολογικά προφίλ και δεν είναι απλώς 

διαχωρίσιμα με τεχνητό τρόπο. Η εφαρμογή clustering ανέδειξε την ύπαρξη φυσικών 

ομάδων στα δεδομένα, γεγονός που υποστηρίζει την ύπαρξη υποκείμενης βιολογικής 

δομής. Στη συνέχεια, τα επιβλεπόμενα μοντέλα επιβεβαίωσαν ότι η δομή αυτή μπορεί 

να αξιοποιηθεί διαγνωστικά καθώς εμφανίζονται πολύ υψηλές τιμές AUC και 

ακρίβειας. Επιπλέον, η ανάλυση της συμβολής μεταβλητών έδειξε ότι δεν έχουν όλοι 

οι δείκτες την ίδια σημασία, με τα ROS και την Vitamin E να διαδραματίζουν κεντρικό 

ρόλο. 

Με βάση αυτά τα ευρήματα, είναι φανερό ότι οι δείκτες οξειδωτικού στρες μπορούν 

να διακρίνουν MDS και υγιή άτομα. Η συμβολή των βιοδεικτών δεν είναι ισοδύναμη, 

καθώς ορισμένοι δείκτες φέρουν το μεγαλύτερη πληροφορία, ενώ άλλοι έχουν 

περιορισμένο ρόλο. Ωστόσο, δεν προτείνεται ένας μεμονωμένος δείκτης ως 

διαγνωστικό εργαλείο, αλλά ένα πολυπαραγοντικό σχήμα που συνδυάζει τη βιολογική 

πληροφορία και τις υπολογιστικές μεθόδους. 

Τα αποτελέσματα ενισχύουν την ιδέα ότι η ενσωμάτωση βιοδεικτών και τεχνητής 

νοημοσύνης μπορεί να αποτελέσει χρήσιμο συμπληρωματικό εργαλείο για την 

υποστήριξη της διάγνωσης των MDS. Παρότι απαιτείται περαιτέρω επικύρωση, η 

προσέγγιση αυτή ανοίγει το δρόμο για πιο ολοκληρωμένα, αξιόπιστα και ακριβή 

διαγνωστικά εργαλεία στο μέλλον. 
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